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RESUMEN 

 

Diferentes empresas están utilizando técnicas de Machine Learning para analizar sus 

conjuntos de datos con la finalidad de encontrar comportamientos y patrones que les permitan 

crear modelos matemáticos predictivos, que a su vez pueden predecir diferentes variables de 

salida para determinar la producción y la cantidad de personal requerido para los cultivos de 

palta, arándano y mandarina. En el presente estudio, se utilizó una base de datos que comprende 

los años de campañas de cosecha (2019 a 2022). Para ello, la metodología CRISP-DM para 

obtener un mejor alineamiento en la etapa de desarrollo. Se utilizaron técnicas de aprendizaje 

supervisado entre ellas Regresión lineal Múltiple, Árbol de Regresión y Vectores de Soporte 

de Regresión, para medir el modelo que tiene mejor desempeño se utilizaron las métricas como 

el R2 y RMSE. Dentro de los resultados obtenidos, se obtuvo que, para determinar la 

producción del cultivo de palta, la mejor técnica fue la de Regresión Lineal Múltiple y para los 

cultivos de arándano y mandarina fue el Árbol de Regresión, por otro lado, para determinar la 

cantidad de trabajadores para el cultivo de palta el mejor modelo fue Árbol de Regresión y para 

los cultivos de mandarina y arándano fue el SVR.  

 

Palabras Claves: Machine Learning, Regresión Lineal Múltiple, Árbol de regresión, 

Vectores de Soporte de Regresión, CRISP-DM. 
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ABSTRACT 

 

Different companies are using Machine Learning techniques to analyze their datasets, 

to find behaviors and patterns that allows them to create predictive mathematical models, which 

can predict different output variables to determine the production & number of personnel 

required for avocado, blueberry & mandarin crops. In the present study, a database comprising 

the crop years (2019 to 2022) was used. For this, the CRISP-DM methodology was used to 

obtain a better alignment in the development stage. Supervised Learning Techniques, including 

Multiple Vector Regression, Regression Tree & Support Vector Regression, also, metrics such 

as R2 y RMSE were used to measure the best-performing model. Among the results obtained, 

it was accepted that, to determine the production of the avocado crop, the best technique was 

the Multiple Linear Regression and for the blueberry and mandarin crops it was the Regression 

Tree, on the other hand, to determine the number of workers for the avocado crop, the best 

model was Regression Tree and for the mandarin & blueberry crops were the SVR. 

 

Key words: Machine Learning, Multiple Linear Regression, Regression Tree, Support Vector 

Regression, CRISP-DM. 
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INTRODUCCIÓN 

 

Según la FAO (2018) en los próximos años habrá una alta demanda de alimentos debido 

al incremento significativo de la población en la última década. Esto significa que el sector 

agrícola mundial tendrá un gran desafío para poder proveer de alimentos e insumos de calidad, 

con eficiencia, agilidad y en cantidades importantes. Las empresas agrícolas peruanas no serán 

ajenas a estos retos, las que además de satisfacer la demanda local y de los países a los que 

exportan, deben incluir tecnologías modernas en sus procesos para alcanzar competitividad. En 

este sentido y en la presente era de la digitalización, tienen la necesidad de realizar pronósticos 

de diversa índole y con un alto nivel de acierto, que ayuden a la correcta toma de decisiones en 

su campo de acción. Para este fin es necesario procesar gran volumen de datos relevantes para 

el sector, utilizando herramientas modernas y disruptivas. 

En esta investigación planteamos el uso de tres algoritmos de machine learning en la 

rama de aprendizaje supervisado, como son regresión lineal múltiple, árboles de regresión y 

vectores de soporte de regresión, los cuales nos permitirán pronosticar la demanda de 

producción por tipo de cultivo (palta, mandarina y arándano), y el personal requerido para la 

labor de cosecha por tipo de cultivo de la empresa Fundos Rejas SAC. 

Nuestra investigación se divide en seis capítulos, los cuales serán enfocados con criterios 

específicos. 

En el capítulo I, presentamos el planteamiento del problema en el cual se detalla la 

realidad problemática actual desde una perspectiva genérica hacia una específica. Por otro lado, 

se realiza la descripción de la justificación teórica, práctica, metodológica, y la delimitación de 

la investigación. 

En el capítulo II, se detalla el marco teórico con los antecedentes de la investigación, y 

las bases teóricas que nos permiten tener mayor conocimiento sobre las herramientas a utilizar. 

En el capítulo III, se determina el entorno empresarial actual en el que se hace la 

descripción de la empresa, detallando el FODA cuantitativo, la cadena de suministros actual, 

el modelo de negocio actual (CANVAS) y el mapa de procesos actual. 

En el capítulo IV, se detalla la metodología de la investigación y se hace uso de la 

metodología CRISP-DM, la cual bajo esta metodología permite seguir de manera adecuada 

proyectos de ciencia de datos, así como determina los lineamientos para la etapa siguiente, 

asimismo, se detalla el enfoque y el alcance de la investigación. 

En el capítulo V, en el desarrollo de la solución, se presentan las actividades realizadas 

por cada algoritmo y se hace el análisis correspondiente con los indicadores determinados en 
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las bases teóricas, asimismo se realiza la comparativa para determinar el mejor algoritmo por 

cada modelo y cultivo. 

Por último, en el capítulo VI, se detalla las conclusiones obtenidas en base a los 

resultados de nuestra investigación, asimismo detallamos las recomendaciones necesarias que 

podrían tomarse en cuenta para siguientes investigaciones o cuando el proyecto se encuentre 

en producción. 
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CAPITULO I: Planteamiento del problema  

1.1. Descripción de la Realidad Problemática        

Según la FAO (2018) la población en el mundo ha aumentado en la última década, lo 

que ha significado una alta demanda sustancial en la alimentación. Las Naciones Unidas 

proyecta que la población será de 9.7 billones para el 2050. Ello se refiere a la utilización 

directa de productos agrícolas para producir alimentos, y a la utilización de cultivos y otros 

materiales vegetales y animales para producir piensos para animales, que a su vez se utilizará 

para la producción de alimentos.  

 

Figura N°1: Brecha de Productividad Agrícola Global 

Fuente: DTN Progressive Farmer (2018) 

A continuación, se detallan los principales destinos de las exportaciones peruanas: 

 

Figura N°2: Principales Destinos Agroexportaciones peruanas 2021 

Fuente: Sunat & Midagri (2022) 



2 
 

 

 

 

El MIDAGRI (2022) en un comunicado de prensa señaló que, las agroexportaciones en 

el 2021 tuvieron un incremento del 18% en comparación del año anterior, a pesar de la 

pandemia por el COVID. La cantidad de exportaciones fue de US $9172 millones, dentro de 

estas los arándanos representaron US $1,203 millones, uva fresca US $1,200 millones, palta 

fresca US $1,083 millones y los demás cítricos US $164 millones, entre otros.  

 

Figura N°3: Agroexportaciones peruanas de los últimos 10 años  

Elaboración propia 

Fuente: MIDAGRI (2022) 

Uno de los principales retos en el sector agroindustrial es poder acertar con las 

estimaciones de cosecha. Conocer los volúmenes anticipadamente permite planear 

correctamente las operaciones agrícolas y comerciales. Dentro de las operaciones agrícolas nos 

permitirá planificar los presupuestos con un mayo ajuste, conocer la cantidad de personal a 

contratar para cada campaña. Por otro lado, en el ámbito comercial nos ayuda a conocer la 

cantidad a ofertar a nuestros clientes y evitar el incumplimiento de los pedidos 

En el Fundo Rejas se realiza la contratación del personal en función a la proyección de 

la cosecha, por juicios empíricos y por datos históricos de años anteriores.  

Actualmente no se puede determinar con exactitud la cantidad de personal requerido 

para las campañas de cosecha, debido a que no se puede asegurar la cantidad de fruta a cosechar 

por distintos factores climatológicos que afectan de manera aleatoria a los cultivos de palta, 

mandarina y arándano e imposibilitan su cosecha. Asimismo, la producción de frutas de cada 

cultivo presenta alta variabilidad lo que lleva a tener que asignar otras actividades al personal 
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que en un principio tenía destinada la labor de cosecha, lo que a su vez ocasiona que se deba 

balancear las horas pendientes de cosecha en fechas y horas posteriores. 

Según Morales en el 2017, nos indica que el exceso de radiación puede influir en el 

acortamiento del periodo de maduración del arándano, lo que provocaría concentración de la 

cosecha y reduciendo la calidad, Por otro lado, a mayor nubosidad se incrementarían las 

enfermedades fúngicas que impactan la condición y el rendimiento de la fruta. Asimismo, las 

temperaturas óptimas para el desarrollo varían entre 18 -22 ° para las raíces y de 20-26°C para 

los brotes, hojas y frutas. 

Según Grüter et al., (2022), El cambio climático en el Perú afectará las actuales áreas 

adecuadas para el cultivo de palta al Perú hacia el 2050, los principales criterios climáticos 

fueron las altas temperaturas, exceso de precipitaciones y estaciones secas prolongadas. Esto 

influirá negativamente en la producción de este cultivo. 

Por lo descrito en los párrafos anteriores, se demuestra que los volúmenes de 

producción del arándano, palta y mandarina se ven influenciados directamente por variables 

climatológicas, entre ellos; radiación, nubosidad, temperaturas, etc. Asimismo, estos factores 

pueden incrementar las enfermedades y afectaciones por plagas que también influyen 

finalmente en la producción de las frutas. 

1.2. Justificación de la Investigación  

1.2.1. Teórica 

La presente investigación se realiza con el propósito de aportar al conocimiento 

existente sobre el empleo del Machine Learning mediante aprendizaje supervisado, como 

herramienta de proyección acertada en la contratación de mano de obra agrícola, cuyos 

resultados podrán sistematizarse en una propuesta, para ser incorporado como conocimiento a 

las ciencias de Machine Learning. 

En consecuencia, optimizar la asignación de personal para la labor de cosecha en los cultivos 

de arándano, palta y mandarina. 

1.2.2. Práctica 

Esta investigación desarrollará Machine Learning supervisado, a través de 2 modelos 

de regresión lineal, SVR y Árboles de Regresión, debido que existe la necesidad de la empresa 
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Fundo Rejas de poder conocer anticipadamente la cantidad de producción que dará su cosecha 

y la cantidad de trabajadores necesarios a contratar.   

Para el primer modelo se considerarán variables climatológicas como entrada y la variable de 

cantidad de producción como salida. 

Por otro lado, para el segundo modelo se considerarán variables climáticas, cantidad de 

producción como entrada y la variable de cantidad de trabajadores como salida. 

1.2.3. Metodológica 

Una vez demostremos mediante métodos científicos, la validez y confiabilidad de los 

modelos para la proyección de la mano de obra agrícola, podrán ser utilizados como modelo 

en otros trabajos de investigación y/o en otros negocios agrícolas. 

1.3. Delimitación de la investigación  

1.3.1. Espacial 

La investigación se realizará en una empresa agroindustrial ubicada en el Perú. Para el 

desarrollo se utilizó información meteorológica, de producción y operatividad de fuerza 

laboral, la cual se origina dentro del contexto de la empresa ubicada en la provincia de Huaura. 

1.3.2. Temporal 

La investigación utilizará datos recopilados desde 2019 a 2022 de los cultivos de Palta, 

Mandarina y Arándanos, así como de los factores climáticos determinados por el microclima 

característico de la zona, que impacta en la producción de las plantas y la necesidad de obtener 

personal para cubrir esta demanda. 

1.3.3. Conceptual 

La presente investigación aplicará Machine Learning para desarrollar un modelo 

predictivo que nos permita identificar la cantidad de personas que se necesitan para los 

diferentes meses de cosecha que abarca la campaña de los cultivos de palta, mandarina y 

arándanos. Se utilizará la técnica de aprendizaje supervisado de regresión, en el cual se 

entrenará al modelo con variables de producción, meteorológicas y de operatividad de la fuerza 

laboral, con el fin de obtener el modelo predictivo. 
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CAPÍTULO II: Marco Teórico  

2.1. Antecedentes de la investigación  

Comparison Between Machine Learning Models for Yield Forecast in Cocoa Crops in 

Santander, Colombia (2020)  

La investigación se realiza en el país de Colombia y la principal problemática es 

incrementar el rendimiento del cultivo de cacao, por lo cual se aplica machine learning con la 

finalidad de determinar los factores que más influyen en el rendimiento. Las principales 

variables independientes son precipitaciones, radiación, temperatura, variedad del cultivo, 

nivel de fertilización, exposición al sol, lluvia y la humedad del suelo, estos datos fueron 

tomados desde el 2015 al 2017. 

Las etapas de recolección de datos se enfocaron en las variables que se muestran en la 

siguiente tabla: 

 

Tabla N°1: Detalle de las variables de estudio 

Fuente: Lamos et al. (2020) 
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Es así que estas variables sirvieron como entrada para desarrollar los múltiples 

algoritmos de machine learning (Regresión lineal Lasso, Support Vector Machines, Boosting 

y Random forest), luego se evalúa cuál modelo tuvo mejor desempeño a través de métricas 

como Root Mean Square Error, The Mean Absolute Error y coeficiente de determinación. En 

la tabla N° 2 se observa que el modelo Gradient boosting tuvo mejor desempeño respecto de 

los otros modelos, es así que obtuvo un MAE y RMSE más bajo y asimismo obtuvo un R2 

Mayor. 

Model MAE RMSE R2 (%) RIrmse (%) 

LASSO 20.65 31.73 20.65 20.99 

SVM 15.69 27.41 41.17 8.54 

Random Forest 14.7 26.65 44.19 5.93 

Gradient Boosting 12.94 25.07 49.29 - 

 

Tabla N°2: Mediciones del desempeño de los modelos desarrollados 

Fuente: Lamos et al. (2020) 

Una vez determinado el mejor modelo, este se utiliza para identificar las variables más 

influyentes. A continuación, se presenta la interacción de las variables independientes más 

influyentes sobre la variable dependiente: 

  

Figura N°4: Interacción de temperatura, radiación y humedad respecto del rendimiento del 

cultivo de cacao 

Fuente: Lamos et al (2020) 
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Los resultados de la aplicación de este modelo de machine learning fue que la 

temperatura y radiación un mes antes de la cosecha, lluvias en el mes de la cosecha, humedad 

en el suelo son las principales variables que impactan en el rendimiento del cacao. Este estudio 

aporta a los agricultores conclusiones que les permiten poder tomar decisiones para el mejor 

manejo de sus cultivos lo que les generará mayores rentabilidades. 

Aplicación del Machine Learning en Agricultura de Precisión (2020) 

El artículo muestra herramientas para el procesamiento de información de los cultivos, 

las cuales permiten identificar patrones en la cosecha, lo que ayudará al agricultor a tomar 

decisiones basadas en los datos. En esta investigación primero se realiza una búsqueda del uso 

del término precision agriculture, analizando bases de datos de publicaciones de diferentes 

autores, periodos, entre otros. En este sentido, uno de los hallazgos es que en los últimos años 

la información con respecto a agricultura inteligente se incrementó, y también determinaron 

cuales son las temáticas principales mediante Vos viewer, para la construcción de redes de 

palabras clave. 

 

Figura N°5: Palabras clave sobre Smart Agriculture 

Fuente: Ramirez, C. (2020) 

En esta investigación se trata de predecir la variable categórica “daño a los cultivos”, la 

cual está dividida en cultivo saludable, daño por uso de pesticidas y otros daños. Para esto, 

primero hacen el tratamiento de la información de sus datos cuantitativos mediante promedios 
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debido a datos faltantes en su dataset; después realizan el análisis de los datos, la cual obtienen 

varios análisis, por ejemplo que los cultivos que son sanos disminuyen de manera proporcional 

si la cantidad de plagas aumenta; asimismo obtienen otro insight referente a que los cultivos se 

mantienen saludables si la plaga  se encuentra dentro de un rango de  300-800 u/m2 sin 

incrementar el uso de agroquímicos, ya que estos afectan la calidad del cultivo.  

 

Figura N°6: Daño del cultivo 

Fuente: Ramirez, C. (2020) 

Como última fase en esta investigación, se hace uso de varios modelos como KNN, 

decision tree, SMV y Naive Bayes, para categorizar de manera correcta y de esta forma predecir 

el estado en el cual se encuentra el cultivo en base al uso de los pesticidas, asimismo se hace la 

comparación de cuál es el mejor modelo para sus datos, el cual el modelo de decision tree 

predice de mejor manera la variable dependiente. 

 

Tabla N°3: Comparativa de modelos 

Fuente:  Ramirez, C. (2020) 

En conclusión, esta investigación trata sobre un modelo de aprendizaje para proyectar 

el estado y las características de la cosecha considerando información sobre el uso de 

agroquímicos y otras variables a considerar del cultivo. Asimismo, la metodología de machine 

learning del estudio consta de cuatro pasos: proceso previo y análisis de la información 
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obtenida; discernimiento de los datos de testeo, training y validación; selección del modelo 

(clustering); y evaluación de los parámetros del modelo con indicadores y Se proponen 5 

algoritmos para el modelo, por último, se realiza la medición de estos considerando el indicador 

el “accuracy score”. 

Aplicación de nuevas tecnologías en el fortalecimiento de la cadena Agroindustrial (2020) 

En esta investigación se describe el uso de nuevas tecnologías en distintos ámbitos 

como inteligencia artificial aplicada en la agricultura. Asimismo, se describen definiciones 

principales sobre el suelo, su empleo como pilar de los organismos de producción 

agroindustrial y aplicaciones de tecnologías innovadoras sobre sus propiedades. Por otro lado, 

se analiza el empleo de nuevas tecnologías en la selección del grano de cacao, la valoración de 

su calidad y mejora del producto en base a técnicas como el procesamiento de imágenes la cual 

ponen las imágenes puestas de manera matricial, para la segmentación por regiones binarios 

de 1 ó 0 de esta forma se realiza una detección de bordes y umbrales de la imagen del grano de 

cacao, para ello las imagenes deben estar en colores blanco y negro para evitar modificar las 

propiedades. También se expone el uso de redes neuronales, para generar modelos que sean 

capaces de determinar estándares de calidad a partir de las características que tiene el grano de 

cacao, para ello se determinan mediante dos estructuras, la primera es con el tamaño que tienen 

los granos, perímetro, ancho, RGB, longitud y color. La segunda en la fermentación, la cual 

contiene las variables de tonalidad, color e imágenes hiperespectrales la cual dieron resultados 

variados y esto se debió en mayor parte a la heterogeneidad en las formas de los granos. 

 

Figura N°7: Análisis de borde y umbral del grano de cacao 

Fuente: Machado, L. (2020) 

Finalmente se expone la relevancia de las redes neuronales en el reconocimiento del 

manto vegetal y la supervisión agrícola a través de imágenes satelitales, en la cual la 

herramienta fundamental es la teledetección espacial, que permite obtener imágenes en alta 
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resolución para obtener datos de las áreas de manera detallada en términos de composición y 

las características de la superficie, de esta forma se hace uso de las redes neuronales para la 

clasificación de las imágenes en aplicaciones  como georreferenciación de puntos, la 

clasificación del suelo y la cobertura, otra metodología son las redes neuronales 

convolucionales, las cuales clasifican las imágenes 2D y 3D por último otra aplicación son las 

redes neuronales artificiales perceptrón multicapa, la cual las se determina mediante capas de 

entrada, que contienen imágenes multiespectrales la cual cada pixel es un número de neurona, 

las capas ocultas representan la clasificación con sesgos de ponderación en la separación de 

coberturas, todas estas técnicas son usada para hacer un adecuado procesamiento de imágenes, 

para su posterior análisis y clasificación. 

IA en la gestión de personas (2020) 

La investigación se centra en la relevancia y utilidad de la inteligencia artificial en los 

recursos humanos. Se fundamentan teóricamente en definiciones y estudios de diferentes 

expertos en Recursos Humanos que han aplicado la tecnología en sus respectivos campos de 

acción. Se logra comprobar que Inteligencia Artificial simplifica y automatiza las tareas 

rutinarias, analíticas y que constan de data, lo cual permite calcular de manera óptima la fuerza 

de trabajo real que se necesita en una operación.  

Para ello, determinan áreas clave donde la inteligencia artificial genera impacto en la 

gestión de las personas, entre ellos se encuentra la eliminación de prejuicios en el proceso de 

reclutamiento, el cual permitiría suprimir el sesgo en la búsqueda de los perfiles y de esta forma 

aprovechar en mayor medida los talentos. Por otra parte, como apoyo en los sistemas de 

rendimiento para la evaluar el desempeño, de esta forma se mediría el rendimiento del personal, 

haciendo que la disertación sea mayormente objetiva, también en la colaboración de 

planificación de la sucesión analizando perfiles y detectando los candidatos con las 

coincidencias más similares para la función. Otro de los usos que se realiza es evitando los 

prejuicios en el aprendizaje, es decir, en el proceso de aprendizaje del talento otro de los usos 

es para tomar decisiones, la inteligencia artificial permite la elaboración de estrategias y nuevas 

prácticas para atraer talentos y volviendo más eficientes los procesos. Para ello, mencionan 

herramientas disponibles de IA como Cognizant, SAS, que permiten el análisis y gestión de los 

datos de RR.HH, de esta forma obtener la evaluación de talento, obteniendo como resultado 

los patrones de capacidad de liderazgo, talentos que vayan a salirse de la empresa, también 

herramientas especializadas para el proceso de selección como Textkernel, Watson Talent 
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Suite, que como toda herramienta permite trabajar con volúmenes de datos, rastreando 

información de los talentos en Linkedin y otras redes, permitiendo el filtrado de variedad de 

curriculums para agilizar el procesamiento de selección, evaluación y por último la 

contratación, de esta forma se obtendría el talento más apto.  

 

Figura N°8: TextKernel HR Suite 

Fuente: TextKernel(s.f.) 

De esta forma el estudio realiza entrevistas a varias empresas para obtener conclusiones 

del uso de la IA a varias empresas como Mercadolibre, YPF, etc. en las cuales obtuvieron el 

valor agregado para las operaciones de la empresa, así mismo obtuvieron como resultado que 

la incorporación de las tecnologías no reemplazaría al personal, sino que reforzaría o 

complementaria a los seleccionadores para una mejora en término de tiempo de selección de 

talentos y automatización. 

Machine learning and econometric applications for increasing profitability and 

efficiency: A case study on sustainable production and trade in agro-based industries 

(2021) 

En el contexto actual, el crecimiento de la población mundial está dando lugar a que se 

necesite una mayor producción agrícola. Las empresas multinacionales no poseen suficientes 

tierras aptas para cultivo al igual que los países en vías de desarrollo, por lo que se ha convertido 

en una necesidad el enfocar las fuentes de inversión en el rubro agrícola para cumplir con la 

demanda de los bienes y servicios derivados del mismo. Asimismo, los cambios climáticos se 

han ido acentuando durante estos últimos años debido al efecto invernadero, lo cual según 

estudios se sugiere que ha disminuido el rendimiento de los cultivos entre un 1% a 2% por cada 

década durante este último siglo. Para obtener un ritmo creciente en la productividad agrícola 
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se debe tener en cuenta la disminución de las tierras, costes altos y el ritmo acelerado de 

aumento de la población mundial afectan este crecimiento, es por ello que se requieren 

innovaciones tecnológicas. 

En la tesis de doctorado se analiza un caso del sector agropecuario, para el cual se diseña 

un método que combina algoritmos de aprendizaje supervisado y econometría con el fin de 

optimizar la gestión de recursos. 

 

Figura N°9: Diagrama Agricultura de Precisión. 

Fuente: Perez-Pons M. (2021) 

Se realizaron 3 experimentos siendo el primero orientado a la medición de eficiencias 

de recursos empleando un método de programación lineal no paramétrico (Data envelopment 

analysis) para calcular fronteras de producción y sus costos; el segundo, en el cual se diseñó 

un sistema para proyectar oscilaciones de los precios en los mercado en productos 

agropecuarios y para tomar decisiones con parámetros medioambientales; y el tercero, en el 

que se diseñó una metodología de razonamiento para la recomendación de inversiones en 

empresas del sector agropecuario. 

Con los resultados se ha demostrado que la utilización de nuevas tecnologías como el 

Edge Computing permite que las empresas reduzcan sus costes e incrementen su rentabilidad. 

Para ello se ha realizó un experimento en el que a partir del Data envelopment analysis se ha 

comparado como afecta la incorporación de los costes de enviar los datos al cloud utilizando 

Edge Computing. 
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 Además, para mejorar el sistema de recomendación se ha implementado una mejora 

que permite identificar las métricas de evaluación más adecuadas en los casos de aprendizaje 

supervisado con clases no balanceadas  

2.2. Bases teóricas 

2.2.1.  Inteligencia artificial 

Rouhiainen (2018) define la inteligencia artificial como “la capacidad de las máquinas 

para usar algoritmos, aprender de los datos y utilizar lo aprendido en la toma de decisiones tal 

y como lo haría un ser humano” (p. 17). 

Benítez et al. (2013) nos define Inteligencia Artificial, una disciplina de la teoría de la 

informática la cual tiene como finalidad que sistemas artificiales puedan imitar las capacidades 

intelectuales de los humanos. Está capacidades humanas se hace referencia desde nuestros 

sentidos como visualizar, oir y van hasta el poder identificar patrones. Por estas razones los 

usos más comunes de la Inteligencia artificial son el tratamiento de datos y la identificación de 

sistemas. 

Tenemos diferentes sectores que se han beneficiado de la inteligencia artificial, es así 

como Benítez et al. (2013) nos presenta los principales usos por sector:  

 

 

 

 

 

  

  

Tabla N°4: Principales aplicaciones de la IA 

Fuente: Benítez et al. (2013) 
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2.2.2. Machine Learning 

Kelleher et al (2015) define machine learning como un método que busca encontrar 

patrones en un conjunto de datos, con la finalidad de generar modelos predictivos que permitan 

clasificar o determinar futuros valores de salida para nuevos datos de entrada. Por otro lado, 

Vanderplas (2017) no dice que machine learning es conocida por ser una rama de la inteligencia 

artificial; sin embargo, también nos indica que un entorno de análisis de datos viene a ser la 

construcción de modelos matemáticos que ayuden la compresión de datos. Este aprendizaje 

inicia cuando se le entrega al modelo ciertos datos que ya han sido observados Una vez el 

modelo se ajuste a los datos históricos, recién se puede utilizar para predecir datos que recién 

serán evaluados. 

De esta forma, según el libro Python Machine Learning (Raschka Sebastian & Vahid 

Mirjalili, 2018) clasifica en tres los tipos de aprendizaje automático, aprendizaje supervisado, 

no supervisado y reforzado. 

2.2.2.1       Aprendizaje supervisado 

Raschka (2015) nos indica que “el principal objetivo del aprendizaje supervisado es 

aprender un modelo a partir de datos de entrenamiento etiquetados que nos permite hacer 

predicciones sobre datos no vistos o futuros” (p. 3).  

Asimismo, el Aprendizaje supervisado es definido por Kelleher et al (2015), como la 

creación de un modelo a partir de datos históricos que sirven para aprender automáticamente 

de la relación de un conjunto de datos descriptivos y conjunto de datos objetivos. 

Posteriormente, se realizan las predicciones con el modelo creado. Estos 2 pasos se muestran 

a continuación: 
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Figura N°10: Aprendizaje supervisado  

Fuente: Kelleher et al (2015) 

2.2.2.1.1. Regresión lineal 

Regresión lineal se usa para predecir el valor de una variable con respecto al valor de 

otra. Es decir, la variable a predecir se denomina dependiente, mientras que las variables que 

se usan para predecir el valor de otra se denominan independientes. IBM (sf). 

a) Regresión lineal simple 

Según el libro de Introducción a la econometría (Jeffrey Wooldridge, 2015), a esta 

ecuación se le llama modelo de dos variable o modelo de regresión bivariada, parte de la 

premisa de explicar Y (variable dependiente) en función de X(variable independiente), o 

estudiar la variación de Y cuando varía X, para establecer un modelo que explique las premisas 

anteriores, se establece una ecuación que relacione Y con X: 

𝑌 = 𝛽0 + 𝛽1𝑋 

Siendo 𝛽0, es el parámetro de intercepto o constante, así como 𝛽1, es el parámetro de la 

pendiente de la relación entre X e Y, asimismo según Joaquín A. (2016), indica que las 

estimaciones de estos valores desconocidos también se le denomina como coeficientes de 

regresión, debido a que se toman los valores que permitan minimizar la suma de cuadrados 

residuales. 
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El cual Sx y Sy, son las desviaciones estándar de cada variable, mientras que R es el 

coeficiente de correlación, por otro lado 𝛽0 es el valor que se espera de Y cuando la variable X 

es cero 

b) Regresión lineal múltiple 

Según el libro de Introducción a la econometría (Jeffrey Wooldridge, 2015), permite 

que muchos factores observados afecten a la variable dependiente, puede expresarse como: 

𝑌 = 𝛽0 + 𝛽1𝑋1 + 𝛽2𝑋2 + 𝛽3𝑋3+. . . +𝛽𝑛𝑋𝑛 

donde, 𝛽0 es el intercepto, 𝛽1 es el parámetro de pendiente asociado a la variable 𝑋1, 

𝛽2 es el parámetro de pendiente asociado a la variable 𝑋2, sucesivamente hasta las N variables 

independientes que tenga la variable a predecir. 

2.2.2.1.2. Árboles de decisión 

Carlos A. (2021), nos indica que es un modelo no paramétrico de aprendizaje 

supervisado, el algoritmo que se usan para armar los árboles se nombra como partición binaria 

recursiva, dado que se realizan sucesivas particiones de un subconjunto de datos. Asi mismo 

Lozano D. (2015) los árboles de decisión contienen nodos internos, que hacen referencia a los 

test sobre los valores de una de las propiedades, node de probabilidad, indica que debe ocurrir 

un evento aleatorio, los nodos hojas, son los valores que devolverá el árbol de decisión y las 

ramas son los posibles caminos que se tienen de acuerdo a la decisión tomada. Para ello los 

árboles de decisión tiene una estructura, que según IBM (s.f.), lo define de la siguiente manera: 

● Nodo raíz, la cual es el primer nodo donde se realizará la división de la variable 

que tenga mayor relevancia 

● Nodos Intermedios, son llamados también nodos de decisión la cual realizará 

evaluaciones para dividir el conjunto de datos, para crear subconjuntos  

● Nodos hojas, se encuentran en la sección inferior del árbol, su función es 

representar los resultados posibles dentro del conjunto de datos 
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Figura N°11: Árbol de Decisión 

Fuente: IBM (s.f.) 

 

 Algunos parámetros dentro del árbol de decisión, son los siguientes: 

● splitter{"best", "random"}, default="best" 

La estrategia utilizada para elegir la división en cada nodo. Las estrategias soportadas 

son "best" para elegir la mejor división y "random" para elegir la mejor división 

aleatoria. 

max_depthint, default=None 

● La profundidad máxima del árbol. Si es None, los nodos se expanden hasta que todas 

las hojas sean puras o hasta que todas las hojas contengan menos muestras que 

min_samples_split. 

 

2.2.2.1.3. Árbol de regresión 

Según Joaquín A. (2020), este subtipo de árbol es usado cuando se quiere predecir 

variables continuas, el cual las observaciones se distribuyen mediante los nodos, creando la 

estructura de un árbol hasta alcanzar al nodo hoja. 
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● Entrenamiento del árbol: Según Joaquín A. (2020), este proceso se divide en dos etapas, 

la primera es la división sucesiva, la cual genera regiones de nodos terminales, y por 

último la predicción de las variables de respuesta. Para la construcción de un árbol se 

emplea el criterio de más frecuencia de esta forma identificar la suma de cuadrados de 

los residuos o RSS, el cual el principal objetivo es encontrar todas las “j” regiones que 

permitan minimizar el RSS 

𝑅𝑆𝑆 = ∑ ∑(𝑦𝑖 − �̂�𝑅𝑗)2

𝑖∈𝑅𝑗

𝐽

𝑗=1

 

Donde la 𝑦�̂�𝑗, es el promedio de las variables de la región.    

● Predicción del árbol, para los árboles de regresión, el valor que se predice es la media 

de las respuestas que se encuentran en el mismo nodo 

2.2.2.1.4. Random Forest 

Random Forest es una combinación de árboles predictivos (clasificadores débiles); es 

decir, una modificación del Bagging, el cual funciona con una colección de árboles 

incorrelacionados que posteriormente son promediados (Hastie, Friedman y Tibshirani, 2001), 

los cuales se tienen para cada árbol, que dependen de los valores de un vector aleatorio de la 

muestra de manera independiente y con la misma distribución de todos los árboles en el bosque. 

La generalización de error para los bosques se encuentra en un límite en cuanto el número de 

árboles en el bosque sea grande. El error de generalización de un bosque de árboles de 

clasificación depende de la fuerza de los árboles individuales en el bosque y la correlación entre 

ellos. El uso de una selección aleatoria de características para dividir cada nodo produce tasas 

de error que se comparan favorablemente al algoritmo AdaBoost (Freund y Schapire, 1996), 

pero son más robustos con respecto al ruido (clasificador fuerte). Estimaciones internas 

supervisan el error, la fuerza y la correlación. Además, estos se utilizan para mostrar la 

respuesta al aumento del número de características utilizadas en la división. Los cálculos 

internos se utilizan, asimismo, para medir la variable de importancia. Las ideas son también 

aplicables a la regresión. 

El elemento común en todos estos procedimientos es que para el k-ésimo árbol se 

genera un vector aleatorio Өk, independiente de los últimos vectores aleatorios Ө1, …, Өk–1 

pero con la misma distribución; y un árbol se desarrolla usando el conjunto de entrenamiento 
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y de Өk, lo que resulta en un clasificador donde h (x, Өk) es un vector de entrada. Como se ha 

señalado líneas arriba, el método Random Forest se basa en un conjunto de árboles de decisión, 

es decir, una muestra entra al árbol y es sometida a una serie de test binarios en cada nodo, 

llamados split, hasta llegar a una hoja en la que se encuentra la respuesta. Esta técnica puede 

ser utilizada para dividir un problema complejo en un conjunto de problemas simples. En la 

etapa de entrenamiento, el algoritmo intenta optimizar los parámetros de las funciones de split 

a partir de las muestras de entrenamiento. 

𝜃𝑘 = 𝑎𝑟𝑔𝑚𝑎𝑥𝜃𝑗∈𝜏𝑗𝐼𝑗 

Para ello se utiliza la siguiente función de ganancia de información: 

𝐼𝑗 = 𝐻(𝑗) − ∑
|𝑆𝑗

𝑖|

|𝑆𝑗|
𝐻(𝑆𝑗

𝑖)

𝑖

∈1,2

 

Donde S representa el conjunto de muestras que hay en el nodo por dividir, y Si son los 

dos conjuntos que se crean de la escisión. La función mide la entropía del conjunto, y depende 

del tipo de problema que abordamos (Breiman, 2001) 

 

 

 

 

 

 

 

 

Figura N°12: Árbol de decisión vs Bosque aleatorio 

Fuente: Bosques aleatorios como Extensión de los Árboles de Clasificación con los 

Programas R y Python 

2.2.2.1.5. Gradient Boosting Machine (GBM) 

Chambers y Dinsmore (2015), nos menciona que GBM es un tipo de algoritmo que se 

pueden derivar varios modelos individuales, como, por ejemplo, los árboles de decisión, de 
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manera individual. Siendo de modo que cada árbol de decisión genera resultados que se van 

agregando al resultado final (clasificador de ensamble). Con el fin de poder mejorar los errores 

y además, contar con una capacidad de predicción superior a los árboles anteriores. Por lo que 

una de las características de este modelo es que aprende de los errores de múltiples modelos a 

medida que se vaya generando.  

James, Witten, Hastie y Tibshirani (2013), señalan que una de las principales fortalezas 

de este algoritmo reside en que se construye numerosos árboles de decisión, haciendo frente a 

las predicciones. Además, con ello se logra mediante la construcción de varios árboles. Sin 

embargo, señalan, que uno de los problemas es probar los otros métodos escoja un sólo árbol 

y esto conlleve a que haya poca capacidad predictiva. 

Amat (2020) Por lo que se puede rescatar que algunas ventajas y desventajas de este 

modelo  

Ventajas 

● No se ven influenciadas por los outliers  

● Son modelos que permiten identificar la exploración de datos, lo que hace que 

la búsqueda se haga de forma rápida. 

 Desventajas 

● Son sensibles con los datos de entrenamiento, por lo que pueden llegar a 

prevalecer sobre los demás. 

● Los valores que se encuentran fuera del rango, no son capaces de extrapolar. 

2.2.2.1.6. Support vector machine 

 

Harrington (2012), nos indica que las máquinas de vectores de soporte son un algoritmos de 

clasificación que basado en un entrenamiento de datos ya recolectados permite poder asignar 

nuevos datos  a un grupo en específico, para esto se llevan a un plano los datos que se tienen 

y se debe trazar una línea que divide los grupos, a esta línea al no estar en un plano de solo 2 

dimensiones normalmente se le asigna el nombre de hiperplano, en la figura 13  se trata de 

explicar que los conjuntos de datos del cuadrante A puede ser separado por una hiperplano 

como se muestra en los cuadrantes B, C Y D. 
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Figura N°13: División de datos por el Hiperplano 

 

Fuente: Harrington, (2012) 

 

Como se puede observar hay varias líneas que podrán dividir los grupos de datos, para 

determinar la mejor línea de separación se debe encontrar los puntos más cercanos al hiperplano 

y se de asegurar que esté lo más alejado de este, esta distancia se le conoce como margen y a 

los estos puntos más cercanos como vectores de soporte. Es así que el objetivo es maximizar 

el distanciamiento de los vectores de soporte con el hiperplano. 

 

   

Support vector Regression, Según (Daniel R., 2021) el objetivo de esta técnica se basa 

en la definición de zonas en el hiperplano donde se ignora los errores, de esta forma aproximar 

el valor dentro de los márgenes, asimismo Bishop (2016) nos presenta la función que permite 

la predicción de nuevos valores de entrada: 

𝑦(𝑥) = ∑(𝑎𝑛 − �̂�)𝑘(𝑥, 𝑥𝑛)  +  𝑏

𝑁

𝑛=1

 

Para ello el SVR tiene varios conceptos entre los cuales se encuentran: 

• Kernel, que permite la asignación de los puntos de conjuntos de datos que tengan menor 

dimensión a otra que tenga mayor, de esta forma trata de facilitar la averiguación de un 

hiperplano en un espacio que tenga mayor dimensión. (Daniel R., 2021)  

o Linear: El Kernel lineal, también conocido como margen suave (soft margin), 

tratará de encontrar un hiperplano que se asemeje a una línea recta, pero puede 
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tolerar una o más clasificaciones dispersas de datos. Aunque tolera algunos errores, 

el kernel lineal intenta encontrar una línea que maximice los márgenes y minimice 

la clasificación errónea. La cantidad de tolerancia de dispersión dada afecta en gran 

medida la precisión del hiperplano. En Sklearn, la tolerancia se llama C. Cuanto 

mayor sea el valor de C, menor será la tolerancia de clasificación errónea y más 

estrecho será el margen. (Chen, L., 2019) 

 

𝐾(𝑥, 𝑧) = 𝑥. 𝑧 + 𝐶 

o Polynomial: Cuando los datos no se pueden separar con líneas rectas, se necesita un 

kernel polinomial. El kernel polinomial puede generar un límite de decisión no 

lineal, con una nueva función aplicando una combinación polinomial de funciones 

existentes. (Chen, L., 2019) 

 

𝐾(𝑥, 𝑧) = (𝛾𝑥. 𝑧 + 𝐶)𝑑, 𝑑 > 0 

 

o Radial Basis Function(RBF): El kernel RBF se utiliza cuando los datos están 

realmente dispersos. Al entrenar un conjunto de datos con kernel RBF, hay dos 

parámetros a considerar, a saber, C y gamma. El parámetro C tiene como objetivo 

indicar cuánto error se debe evitar al clasificar los datos de entrenamiento, cuanto 

mayor sea el valor de C, menor será la clasificación errónea de los datos de 

entrenamiento. El parámetro gamma determina hasta qué punto es la influencia de 

una sola muestra de datos de entrenamiento. Esto significa que cuanto menor sea el 

valor gamma, mayor será la distancia de los puntos de datos que se van a calcular. 

(Pedregosa et al, 2011) 

 

𝐾(𝑥, 𝑧) =  𝑒𝑥𝑝(−𝛾||𝑥 − 𝑧||
2
), 𝛾 > 0 

• Hiperplano: es el subespacio plano y afin de dimensiones p - 1, por ejemplo cuando se 

tiene solo dos dimensiones, en este caso el hiperplano sería un subespacio de solo una 

dimensión, la cual vendría a ser una recta, en este caso se definiría bajo la siguiente 

fórmula, donde los pares de valores de X, si cumplen la igualdad serían puntos del 

hiperplano (Joaquín A., 2017) 

0 = 𝛽0 + 𝛽1𝑋1 + 𝛽2𝑋2 



23 
 

 

 

• Líneas limítrofes, son las líneas que se dibujan en el hiperplano la cual contiene una 

distancia que se simboliza con ε, de esta forma se introduce la zona alrededor de la 

función de kernel. 

 

 

Figura N°14: SVR 

Fuente: Daniel R. (2021) 

• Parámetro C: Bishop (2006), para los modelos de SVM el parámetro C es similar a 

un coeficiente de regularización ya que se encarga de moderar la minimización de los 

errores que se puedan presentar en el entrenamiento de los datos y controlar la 

complejidad del modelo. Asimismo, Vanderplas (2017) nos indica que la constante C 

nos ayuda a controlar el margen, permitiendo que algunos datos se sitúan dentro o 

fuera de los márgenes para tener un mejor modelo, para un C más grande los 

márgenes serán más pequeño y para un C más pequeños el margen será más grande. 

 
 

Figura N°15: Variación del margen al cambiar la constance C 

Fuente: Vanderplas (2017)  
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• Parámetro Gamma: Vanderplas 2017, nos indica que gamma (𝝲) es un parámetro 

que controla el tamaño del Kernel radial basis function (RBF), Zaki & Wagner Meira 

(2014) nos indica que RBF viene representada por la siguiente ecuación: 

𝐾(𝑥, 𝑦) = 𝑒𝑥𝑝(−
| 𝑥 − 𝑦 |

2𝜎2

2

) 

Donde: 

x: Son los valores de los datos ubicados en el espacio de un plano. 

y: Son los valores de los datos ubicados en el espacio de un plano. 

𝝈: es el nivel de dispersión similar a la desviación estándar en una función 

normal. 

Es así que el parámetro gamma es definido por:  

𝑔𝑎𝑚𝑚𝑎(𝛾) =  
1

2𝜎2
 

2.2.2.1.7. Aprendizaje no supervisado 

En el aprendizaje no supervisado no se conoce la variable objetivo como si lo hace el 

aprendizaje supervisado, aquí se le entrega a la máquina las variables de entrada y se espera 

que nos diga algo acerca de las variables, o que nos indique cuales son los grupos que puede 

generar a partir de las variables de entrada (Harrington, 2012). 

En el libro Python Machine Learning definen aprendizaje no supervisado como:  

El aprendizaje no supervisado nos ayuda a descubrir categorías que a simple vista no podemos 

diferenciar en los datos. “El objetivo del clustering es encontrar una agrupación natural en los 

datos de modo que los elementos en el mismo grupo son más similares entre sí que de los 

diferentes grupos” (Raschka, 2015, p.311). 

2.2.3. Métricas de error estadístico 

a) ERROR CUADRÁTICO MEDIO (MSE):  Kelleher et al (2015) nos indica que, 

el error cuadrático medio no ayuda a determinar el rendimiento de los modelos 

de predicción en los cuales los objetivos a predecir son valores numéricos 

continuos. Asimismo, los valores de que puede tomar MSE van desde el 0 hasta 

el infinito, mientras más se acerque a 0 el modelo será más efectivo. 
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Definimos el error cuadrático medio a continuación: 

𝑀𝑆𝐸 =
1

𝑛
∑(𝑌𝑡𝑒𝑠𝑡(𝑖) − 𝑌𝑝𝑟𝑒𝑑𝑖𝑐(𝑖))2

𝑛

𝑖=1

 

donde: 

n= Es la cantidad de muestra 

Ytest: son los resultados de los datos esperados 

Ypred: son los resultados de la predicción del modelo 

b) RAÍZ DEL ERROR CUADRÁTICO MEDIO (RMSE):  La raíz del error 

cuadrático medio en términos sencillos es la raíz de MSE. La diferencia respecto 

de MSE nos la indica Kelleher et al (2015), los valores obtenidos con RMSE 

están en las mismas unidades que el variable objetivo y esto nos puede ayudar 

a comprender mejor el error. 

𝑅𝑀𝑆𝐸 = √
1

𝑛
∑(𝑌𝑡𝑒𝑠𝑡(𝑖) − 𝑌𝑝𝑟𝑒𝑑𝑖𝑐(𝑖))2

𝑛

𝑖=1

 

donde: 

n= Es la cantidad de muestra 

Ytest: son los resultados de los datos esperados 

Ypredic: son los resultados de la predicción del modelo 

c) R2: El coeficiente R2 es una métrica que nos ayuda a determinar el rendimiento 

que un modelo nos ayude a predecir futuros resultado, los resultados del 

coeficiente pueden ser negativos y van hasta el valor de 1, mientras más se 

acerque a 1 significa que nuestro modelo es más acertado en la predicción 

(Kelleher et al, 2015) 

𝑅2 = 1 −
∑ (𝑌𝑡𝑒𝑠𝑡(𝑖) − 𝑌𝑝𝑟𝑒𝑑𝑖𝑐(𝑖))2𝑛

𝑖=1

∑ (𝑌𝑡𝑒𝑠𝑡(𝑖) − 𝑌𝑝𝑟𝑜𝑚)2𝑛
𝑖=1
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donde: 

n= Es la cantidad de muestra 

Ytest: son los resultados de los datos esperados 

Ypredic: son los resultados de la predicción del modelo 

Yprom: Es el promedio de los resultados esperados 

d) Coeficiente de Pearson: Según Morales (2011) el coeficiente de correlación de 

Pearson expresa la relación entre 2 variables continuas. El valor del coeficiente 

varía entre 0 y ±1, y en ese sentido, si el valor es igual a 0, significa que no 

existe relación; si el valor se encuentra entre el 0 y 1, la relación es positiva (a 

mayor X, mayor Y); y si el valor se encuentra entre el 0 y el -1, la relación es 

negativa (a menor X, mayor Y). 

 

Figura N°16:  Errores estadísticos 

Fuente: Morales (2011) 

2.2.4. Metodología CRISP-DM 

IBM (2021), cross industry standard process for data mining es una metodología para 

proyectos de Data Science incluye seis fases que indican las dependencias entre fases, el cual 

incluye la compresión del negocio, entendimiento de los datos, preparación de los datos, 

modelado, evaluación y despliegue. 
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Figura N°17: Diagrama de proceso de CRISP-DM 

Fuente: IBM (2021) 

Compresión del negocio, según IBM (2021), esta primera fase es comprender el 

negocio, donde se establece los parámetros de los objetivos comerciales, que a su vez el 

proyecto debe estar alineado a dichos objetivos, así mismo se recopila información acerca de 

la situación comercial actual. 

Entendimiento de los datos, en esta fase se accede a los datos y se exploran con la 

ayuda de tablas y gráficos que permitan tener un mejor entendimiento de las variables que 

vayan a usar, por otro lado, este paso es importante para evitar problemas durante la fase de 

preparación de datos.IBM (2021) 

 Preparación de los datos, según IBM (2021) es la fase más importante, dado que 

implica la fusión de conjuntos y registros de datos, se realiza las eliminaciones de valores en 

blanco o perdidos, o se aplican métodos como media, moda, etc, para el llenado de los valores 

vacíos, también se realiza la división en conjuntos de datos de prueba y entrenamiento 

 Modelado, según IBM (2021) en esta fase se escogen los tipos de modelos, para ello 

se tiene en consideración ciertos aspectos, se deben dividir el dataset en dos conjuntos de 
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entrenamiento y prueba, también se debe disponer de realizar estimaciones de correlación para 

hacer la debida elección de variables, de esta se tendrán resultados más fiables. 

 Evaluación, el proyecto debe cumplir con los criterios de rendimiento comercial, así 

mismo se determina si los modelos realizan una clasificación o predicción correcta, por otro 

lado, se evalúa el rendimiento de los mejores modelos. IBM (2021) 

Despliegue, en esta última fase según IBM (2021), consiste en utilizar los 

conocimientos para implementar las mejoras en la organización, la cual incluye actividades 

como: 

● Resumir los modelos para determinar cuáles se pueden integrar a los sistemas 

de base de datos 

● En cada modelo crear una planificación para el despliegue e integración con los 

sistemas 

● Cómo se controlará el despliegue 

● Identificación de los problemas y realizar planes de contingencia. 

2.2.5. Metodología KDD 

KDD o Knowledge discovery in database, según ESAN (2018) esta técnica se basa en 

analizar patrones que responden a factores importantes, útiles y entendibles. Por otro lado, su 

finalidad es la interpretación de patrones, modelos y análisis de la información de la 

organización para tomar mejores decisiones.  
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Figura N°18: Diagrama de proceso de KDD 

Fuente: Tel-Aviv University(sf) 

Esta metodología cuenta con las siguientes fases: 

● Comprensión del área de estudio 

● Implementación de una dataset objetivo, Según DataScience-PM (2021), 

sobre una base de datos, se determina los datos objetivos y se determinan las 

variables que se utilizarán para evaluar el descubrimiento del negocio 

● Limpieza y procesamiento de la información, Según Tel-Aviv University(sf), 

en esta etapa se mejora la confiabilidad de los datos, incluyendo cómo la 

imputación de datos, manejo de valores faltantes y la eliminación de ruido o 

valores atípicos 

● Minería de datos, Según DataScience-PM (2021) se centra en filtrar los datos 

transformados para buscar patrones de interés. 

● Interpretación y análisis de patrones encontrados, en esta fase se evalúa e 

interpreta los patrones (fiabilidad), con respecto a los objetivos definidos. Tel-

Aviv (sf) 

● Utilización del conocimiento obtenido para tomar decisiones. 
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2.2.6. Comparación entre metodologías 

● Scrum, Según DataScience-PM (2021) es un marco de referencia mayormente 

utilizado para proyectos de desarrollo de software uno de los desafíos para usar 

scrum para data science es el “timebox”, dado que los tiempos necesarios para 

implementar una solución de ciencia de datos es ambiguo, por otro lado los 

sprints generados en fechas limites, los equipos de trabajo pueden conducir las 

pruebas del modelamiento incompletas o realizar análisis apresurados,  

● KDD, Según DataScience-PM (2021) es metodología no aborda las realidades 

de los proyectos de ciencia de datos actuales, como la configuración de la 

arquitectura de big data, así mismo el proceso iterativo de KDD permite obtener 

conocimiento y reincorporarse a las fases, mejorándolo de manera eficaz. 

● CRISP-DM, esta metodología requiere mucha documentación, en todas las 

fases, por lo que puede llevar a ralentizar los entregables, así mismo la 

implementación de CRISP-DM puede adaptarse a los principios y prácticas de 

metodologías ágiles, dado que los conocimientos aprendidos, sirve como input 

para otras fases. Esta metodología incorpora una fase fundamental, que es la 

comprensión del negocio, ya que sirve para alinear el trabajo técnico a las 

necesidad u objetivos de la empresa. DataScience-PM (2021) 

 

 

Figura N°19: Metodologías más populares de Data Science 

Fuente: datascience-pm (2022) 



31 
 

 

 

CAPITULO III: Entorno empresarial 

3.1 Descripción de la empresa  

3.1.1 Reseña histórica y actividad económica 

 

El Fundo Rejas S.A.C, cuenta con 22 años en el rubro agroindustrial, habiendo iniciado 

sus operaciones manejando hectáreas de paltas hass y una hectárea pequeña de tangelos. En el 

2010 se realiza la implementación de 15 ha de mandarinas de variedad Tango y en el 2017 se 

optó por eliminar un lote de paltos para cambiarlo por la siembra de arándanos, dado el boom 

que se presentó por la alta demanda de mercado durante este y años posteriores, dándose las 

primeras cosechas en el 2019. Ubicada en la Irrigación Santa Rosa, Km 29 Carretera Río Seco, 

Sayán - Huaura, Lima; realiza la actividad de agroexportación contando con aproximadamente 

56 hectáreas de cultivo distribuidos de la siguiente forma: 

- Palta Hass 22 ha 

- Mandarina Tango 22 ha 

- Arándanos en Variedades Ventura, Biloxi, Springhigh y Kestrell 12 ha 

 

El tipo de riego empleado es a goteo, proveniente de la irrigación Santa Rosa, Río 

Huaura, al contar con riego tecnificado las aplicaciones de fertilizantes se realizan por el 

método de fertirriego. 

Figura N°20: Cultivo de Arándano 

Fuente: Elaboración Propia 
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3.1.2 Descripción de la organización 

3.1.2.1 Organigrama  

 

 

 

Figura N°21: Organigrama Fundo Rejas SAC 

Fuente: Elaboración Propia 

La figura muestra que la empresa cuenta con una Gerencia General que encabeza a la 

gerencia en fundo, ubicada en la operación, a diferencia de la parte contable y administrativa 

que se ubican en la sede corporativa en Lima. Asimismo, el área comercial interactúa con el 

Consorcio de Productores de Frutas y su personal ubicado en la planta procesadora. Finalmente, 

en la parte operativa, se tiene un jefe de personal y almacén, encargado de validar la 

distribución de horas de las actividades del personal de cosecha y operadores de tractores y 

supervisores de cada cultivo del fundo encargados de hacer cumplir las labores dentro su 

alcance de manera eficiente. 
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3.1.2.2  Cadena de suministros  

 

Figura N°22: Cadena de Suministros Fundos Rejas SAC 

Fuente: Elaboración Propia 

Fundo Rejas obtiene los plantones e injertos que reemplazan hectáreas de cultivo con 

plantas antiguas o se usan para hectáreas nuevas. Estos se consiguen mediante proveedores 

locales y extranjeros que poseen los permisos respectivos para la venta de los productos. 

Asimismo, se tiene proveedores locales para la adquisición de agroquímicos que son usados 

para evitar dañar la integridad de las plantas y sus frutos; y, fertilizantes importados obtenidos 

de empresas representantes de la matriz, los cuales se usan para nutrir a las plantas y lograr un 

rendimiento/planta óptima. 

Respecto a la producción, en el caso de las mandarinas se exporta la variedad Tango, 

que tiene como fecha de inicio de campaña los meses de junio a octubre; con respecto a la 

campaña de paltas, se produce la variedad Hass y esta se da entre los meses de julio a setiembre 

y finalmente los arándanos son cosechados durante los meses de agosto a diciembre, y las 

variedades producidas son la Kestrell, Springhigh, Ventura y Biloxi. La producción de los tres 

cultivos varía dependiendo, principalmente, de factores meteorológicos, rendimiento de las 

plantas que no es uniforme en las zonas del lote de cultivo y precio de venta en el mercado no 
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es competitivo, lo cual ocasiona que se tenga que retrasar la cosecha de la fruta. Una vez 

cosechadas en campo son trasladadas a la zona de despacho mediante tractores de carga que a 

su vez contienen una carreta que permite aumentar su capacidad. 

Una vez en la zona de despacho, los arándanos pasan por evaluaciones de calidad 

exhaustivas debido a ser un producto susceptible a daños, luego es pesado y embarcado en 

bulks dentro de un camión frigorífico que debe tener una temperatura de 18°C. En el caso de 

las paltas y mandarinas, estas también pasan un control de calidad, pero son enviados en 

camiones de carga con mayor capacidad de carga por el mayor volumen que ocupan, sin tener 

la necesidad de ser enviados por cadena en frío. 

La planta procesadora recibe la carga del Fundo y brinda el servicio de pesaje, control 

de calidad y selección de la fruta en base al país destino. Este procesamiento tarda 2 días en 

llevarse a cabo lo cual lleva al almacenamiento de la fruta en frío para no perjudicar la 

integridad de esta. Finalmente, se colocan las mandarinas y paltas en cajas con sus respectivas 

categorías definidas por la calidad, peso y calibre y en el caso de los arándanos estos son 

enviados en clamshells o bulks para su venta al granel. 

Respecto a la producción, Fundo Rejas tiene como giro de negocio la producción de 

frutas de los cultivos de paltos, plantas de mandarina y arándanos. En época de campañas es 

preciso contar la infraestructura óptima para operar que proviene de recursos físicos como 

equipos de oficina (laptops, tabletas, celulares), sistema de riego por goteo que servirá para la 

ejecución del plan de fertirriego; maquinaria agrícola, como tractores de carga de la fruta en 

jabas desde los lotes de cultivo a la zona  de despacho, así como también para las aplicaciones 

de agroquímicos usando bombas de aplicación e insumos para la alimentación del personal 

operativo y administrativo en las instalaciones. 

Por otro lado, se requiere intangibles como softwares agrícolas para la programación y 

ejecución de actividades como lo son la programación por turnos, asignación de lotes a irrigar, 

monitoreo de los caudales y flujo de agua. Asimismo, se cuenta con un ERP que permite 

realizar procesos administrativos de corte agrícola, como guías de remisión de cosecha, 

transformación de productos, stock de fertilizantes y agroquímicos, entre otros. 
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Finalmente se procede a realizar la cosecha de los frutos en base a los inicios de 

campaña estimados que no se dan en paralelo, lo cual requiere una planificación operativa 

detallada de las actividades y labores involucradas aparte de la principal que es la cosecha. 

Proveedores: 

 

En el caso de las plantas, es necesario contar con un vivero que tenga las plantas nuevas 

a sembrar para cambiar antiguas que ya no presenten un rendimiento óptimo o alguna 

enfermedad que pueda afectar la producción del lote. Se requiere contar con certificaciones 

como Global, Fsma, ETI, Tesco, entre otros para obtener las habilitaciones para exportar a los 

mercados extranjeros. Las herramientas agrícolas para la cosecha como tijeras de cosecha, 

telescópicas para alcanzar los frutos que se encuentran en la copa de los árboles, guantes, jabas, 

así como también los EPPs del caso. Repuestos de maquinaria y riego para reparaciones y 

mantenimiento de los tractores (discos, filtros de aire, etc.) y de igual forma repuestos para el 

sistema de riego (tuberías PVC, mangueras, entre otros). Luego, los insumos para alimentación 

que incrementa en los picos de cosecha en la campaña, el sistema operativo del proveedor 

Talgil de origen israelí que se usa para la programación del riego y finalmente el ERP usado 

para procesos administrativos y agrícolas. 

Clientes: 

 

Una vez hecho el traslado de las jabas con frutas a la zona de despacho, los arándanos 

pasan por evaluaciones de calidad exhaustivas debido a ser un producto susceptible a daños, 

luego es pesado y embarcado en bulks dentro de un camión frigorífico que debe tener una 

temperatura de 18°C. En el caso de las paltas y mandarinas, estas también pasan un control de 

calidad, pero son enviados en camiones de carga con mayor capacidad de carga por el mayor 

volumen que ocupan, sin tener la necesidad de ser enviados por cadena en frío, El servicio de 

transporte es tercerizado. 

La planta procesadora recibe la carga del Fundo y brinda el servicio de pesaje, control 

de calidad y selección de la fruta en base al país destino. Este procesamiento tarda 2 días en 

llevarse a cabo lo cual lleva al almacenamiento de la fruta en frío para no perjudicar la 

integridad de esta. Finalmente, se colocan las mandarinas y paltas en cajas con sus respectivas 

categorías definidas por la calidad, peso y calibre y en el caso de los arándanos estos son 

enviados en clumshells o bulks para su venta al granel. 
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Asimismo, al terminar el proceso se produce merma tanto de planta como campo que 

tiene como destino el mercado nacional que se compone de mayoristas y minoristas.  

La fruta que aprueba los controles de calidad es enviada al mercado extranjero en 

embarcaciones de cadena frío a 15°C que tienen un tiempo de llegada de 15 en promedio al 

mercado de USA y un mes a los mercados de Gran Bretaña y Unión Europea. 

3.1.3 Datos generales estratégicos de la empresa 

3.1.3.1 Visión, misión y valores o principios 

 

Misión: Llegamos al mundo con alimentos naturales, saludables, y de alta calidad. 

 

Visión: Ser reconocidos como una empresa saludable, en nuestros negocios, en nuestros 

productos y en nuestras relaciones con la gente y el entorno 

 

Valores 

- Pasión 

- Compromiso 

- Excelencia 

- Respeto 

Filosofía 

Pasión por hacer las cosas bien 

3.1.3.2  Objetivos estratégicos 

 

- Maximizar ventas exportables de paltas en el mercado en 25% de la Unión Europea 

- Incrementar la rentabilidad del cultivo de arándanos con la variedad Spring high en un 

10% con respecto al periodo 2021 

- Adquirir 15 hectáreas para cultivo de paltas Antillano para incrementar la producción 

en 25% del 2023 con respecto al periodo actual. 

- Optimizar los gastos operativos del Fundo en maquinaria y mano de obra en 10% para 

el periodo 2022-2023. 
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3.1.3.3 Evaluación interna y externa. FODA cuantitativo 

 

Fortalezas Debilidades 

F1: Ingenieros agrónomos especializados  

F2:  Empresa con certificaciones Global Gap, Grasp, ETI, 

FSMA. 

F3:  Mejora en automatización de procesos 

administrativos y reportería.  

F4:  Implementación de sistema de control presupuestario  

F5:  Rendimiento óptimo de la planta 

F6:  Uso de aplicativos para planificación de labores 

operativas 

D1: Mala coordinación entre el área corporativa y 

operativa en temas de facturación 

D2:  Mal aprovechamiento del software de riego 

D3:  Falta de mantenimiento preventivo de maquinaria 

D4:  Automatización de procesos agrícolas a mejorar 

D5:  Mala cuantificación del personal requerido en las 

campañas de cosechas 

D6:  Mal uso del software de clima, para la planificación 

de los cambios climáticos. 

Oportunidades Amenazas 

O1: Avances tecnológicos en el sector. 

O2:  Reducción de barreras de mercado y aranceles 

mediante TLCs y Alianza Pacifico 

O3:  Incremento de la demanda de productos por 

mercados internacionales 

O4:  Mayor demanda de productos orgánicos  

O5:  Ampliación en áreas para cosecha. 

O6:  Perú cuenta con una geografía apta para la siembra 

de diferentes cultivos 

A1: Factores climatológicos 

A2:  Inestabilidad política 

A3:  Incidencia de plagas y/o enfermedades en los cultivos 

A4:  Variabilidad de precios en insumos  

agrícolas 

A5:  Incremento precio de insumos por el cierre de 

fronteras. 

A6:  Tendencia a nuevas regulaciones en el sector. 

 

Tabla N°5: FODA de Rejas SAC 

Fuente: Elaboración Propia 
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Tabla N°6: FODA Cuantitativo 

Fuente: Elaboración Propia 

 

Se puede concluir que la fortaleza 5, rendimiento óptimo de la planta, tiene mayor 

relevancia en el aprovechamiento de las oportunidades, en la cual la que mayor puntuación 

tiene es en el incremento de la demanda de productos. Así mismo, la oportunidad 1, avances 

tecnológicos en el sector, es la más importante, ya que permite tener un mejor aprovechamiento 

con la implementación de sensores, drones, etc. sobre la información en los cultivos, 

programación de rutas de fumigación, o usar la información de los sensores y crear modelos 

predictivos que ayuden a tener una mejor productividad, reducir costos. 

  La debilidad 5, mala cuantificación del personal requerido en las campañas de cosechas 

es la principal debilidad que presenta esta empresa, así como el objetivo de la creación de este 

proyecto, debido a que Fundos no tiene la forma de determinar el personal óptimo para suplir 

con las labores de cosecha, lo cual tiene una relación directa con los planes estratégicos de la 

empresa. Por otro lado, la amenaza más importante que se obtuvo es A3, la incidencia de plagas 

y/o enfermedades en los cultivos, ya que al ser un factor externo la presencia de estos impacta 

de manera significativa mermando la productividad y calidad de los cultivos, lo que conlleva 

en posibles pérdidas para la empresa. 
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3.2 Modelo de negocio actual (CANVAS) 

 

 

Tabla N°7: Modelo CANVAS Fundos Rejas SAC 

Fuente: Elaboración Propia 

 

En el modelo CANVAS planteado, podemos identificar a nuestros aliados clave, como 

Procitrus SAC que brindan precios competitivos de insumos como agroquímicos, fertilizantes 

para mandarina, al igual que Prohass brindando insumos para el cultivo del palto. Por otra 

parte, las principales actividades dentro del fundo son la cosecha y cultivo del palto, 

mandarina y arándano. Además, nuestro principal cliente es el Consorcio de productores de 

fruta (CPF), que se encarga de la exportación a EE.UU. y varios países de Europa, por otro 

lado, otro principal cliete, son los comerciantes mayoristas.  
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3.3 Mapa de procesos actual 

Los procesos que se logran identificar en la empresa están repartidos en tres grupos: 

procesos estratégicos, procesos operativos y procesos de soporte. Los procesos estratégicos 

consisten en procesos que dan como resultado la toma de decisiones y plantear objetivos en la 

organización en base a las proyecciones de cosecha de la parte operativa, lo cual va ligado al 

flujo de caja proyectado y el control de gastos permisibles para cada mes (siendo los gastos 

más fuerte del rubro en fertilizantes, agroquímicos, mano de obra y maquinaria); los procesos 

de operaciones, o procesos claves, constituyen en la razón de ser de la organización, siendo en 

rubro agrícola desde la parte del campo, la cosecha de la fruta (producción), control interno en 

el fundo de las frutas para mejorar la cantidad de fruta exportada y disminuir la cantidad de 

fruta vendida como descarte y mercado nacional, los cuales no son el Core Business de la 

empresa; con respecto a la Sanidad, está compuesta por evaluación de las plagas y 

enfermedades que atacan a los cultivos para determinar acciones que reduzcan el impacto en 

los mismos, antes de llegar al inicio de las campañas. Con respecto al Transporte, se refiere a 

los camiones de carga que llevan las frutas en jabas a la planta procesadora y también al 

transporte de personal al inicio y fin de la jornada laboral. Finalmente, los procesos de soporte 

ayudan a llevar a cabo estos objetivos de la organización. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Figura N°23: Mapa de procesos 

Fuente: Elaboración Propia 
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CAPITULO IV: METODOLOGÍA DE LA INVESTIGACIÓN 

En este capítulo daremos a conocer el enfoque, diseño y alcance de la investigación. 

Con ello, podremos diseñar la metodología a implementar, a fin de poder cumplir con nuestros 

objetivos de investigación.  

4.1 Diseño de la Investigación  

4.1.1 Enfoque de la investigación 

Hernández & Mendoza (2018) nos indican que, “los estudios cuantitativos pretenden 

describir, explicar y predecir los fenómenos investigados, buscando regularidades y relaciones 

causales entre elementos (variables). Esto significa que la meta principal es la prueba de 

hipótesis y la formulación y demostración de teorías”.  

El siguiente trabajo tiene un enfoque cuantitativo, dado que el objetivo es predecir la 

producción por cultivos, además de la cantidad de personal requerido en las campañas de 

cosecha utilizando datos históricos cuantitativos.  

4.1.2 Alcance de la investigación 

Los alcances de la investigación pueden ser exploratorios, descriptivos, correlacionales 

y explicativos, afirman Hernández & Mendoza (2018), Asimismo nos indican que un alcance 

correlacional es “Investigaciones que pretenden asociar conceptos, fenómenos, hechos o 

variables. Miden las variables y su relación en términos estadísticos”. 

Por lo anterior descrito, la presente investigación tendrá un alcance correlacional, en el 

cual mediremos nuestras variables climatológicas relacionadas con nuestras variables de 

producción y tareo. Finalmente se pretende obtener 2 modelos de regresión que nos permita 

predecir la cantidad de producción de frutos y el número de personas a contratar según cada 

campaña de cosecha en el Fundo Rejas.  

4.1.3 Diseño o tipo de la investigación  

Una investigación de diseño experimental es definida por Pimienta & De La Orden 

(2017) como: 
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Este tipo de investigación consiste en la manipulación deliberada o recreación de alguna 

situación u objeto estudiado (variables) que no han sido comprobados con saber, con la 

finalidad de descubrir, analizar e identificar por qué, cómo, cuándo o para qué tienen lugar 

determinadas reacciones, cambios, modificaciones del objeto o situación; para finalmente, 

conocer y comprender las consecuencias o los posibles efectos causados por dicho objeto, 

situación o acontecimiento en particular (p. 10) 

En este sentido, el presente trabajo de investigación tiene un diseño experimental, dado 

que las variables dependientes del primer modelo como los factores climatológicos se 

identificarán en diferentes momentos a lo largo de los años, con la finalidad de determinar 

cómo fluctúa nuestra variable dependiente producción por cultivo. Así mismo, en nuestro 

segundo modelo las variables independientes como los factores climatológicos, tareo y 

producción permiten determinar la cantidad de personal requerido, por lo que se buscará 

determinar el comportamiento de las variables para poder obtener 2 modelos de regresión. 

4.1.4 Población y muestra 

Esta investigación tuvo como población la producción por cultivo de palta, arándano y 

mandarina, así como la labor de cosecha por tipo de cultivo y las variables climatológicas, el 

intervalo de tiempo de los datos es desde abril de 2019 hasta Julio de 2022.  

4.2 Metodología de implementación de la solución  

 Se conocen distintas metodologías para la implementación de la solución, entre ellas 

tenemos, CRISP DM, KDD y SCRUM.  

 En este trabajo se utilizará la metodología CRISP DM, debido a que es una de las 

metodologías más completas y de la que mejor se acomoda a la propuesta. Esta metodología 

consta de 6 etapas: Comprensión del negocio, Entendimiento de datos, Preparación de los 

datos, Modelado, Evaluación y Despliegue. Sin embargo, para este trabajo, sólo se utilizará 

las primeras 5 etapas, ya que se trata de un trabajo experimental.  
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Figura N°24: Diseño de la implementación 

Fuente: Elaboración Propia 

1. Etapa 1 - Reconocimiento del negocio:  

En esta etapa, entendemos el negocio en sí, como funciona y los objetivos estratégicos 

de la organización. También, se analiza la problemática de la empresa, a fin de poder solucionar 

con el proyecto. 

2. Etapa 2 - Recopilación de la base datos:  

En esta etapa, se recopiló toda la información brindada por la empresa. Sin embargo, 

para la realización de este proyecto, se utilizaron seis bases de datos. Debido a que esos datos 

nos sirven para la formulación de la metodología. 

3. Etapa 3 - Preparación de datos: 

En esta etapa, se realiza una limpieza de los datos, quiere decir, se detecta anomalías 

en la data. En este caso, se encontró que en las bases de datos, tiene data repetida, espacios 

vacíos. Por lo que se procedió a depurar la data sobrante, organizarla y fusionarla en una base 

de datos Maestra. 

4. Etapa 4 - Modelado: 
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Una vez organizada la data según los parámetros establecidos, se pasa a la siguiente 

etapa que es el modelamiento de la data, en él se aplica machine learning utilizando para un 

modelo supervisado, debido a que se cuenta con los datos de entrada y de salida.  

Etapa 5 - Evaluación de los resultados  

Finalmente, en esta etapa, se pone a prueba el modelamiento de la data. Se valida el 

modelo empleado, donde se realizan varias pruebas, para poder comprobar el funcionamiento 

del modelo, y así poder pronosticar la cantidad de trabajadores a contratar para cada cultivo. 

4.3 Metodología para la medición de resultados de la implementación  

Para la evaluación y/o validación del modelo se utilizará la regresión lineal, SVR y 

Árboles de Regresión. Para este modelo se tiene que evaluar los errores del modelo. En él se 

encuentran RMSE y R2. 

Para la programación en el programa Python, primero se utilizará la librería Sklearn del 

módulo de SimplelImpute para poder reemplazar los valores perdidos para las categorías. Se 

pueden utilizar diferentes estrategias para modular los datos, entre ellas, la mediana, la media 

o una constante.  

 

Figura N°25: Sklearn.impute 

Además, para la evaluación del método planteado, utilizaremos la regresión lineal de la 

librería Sklearn, el módulo LinearRegression.  

 
Figura N°26: LinearRegression 

Para algunas variables utilizaremos el método de Pearson para poder hallar la correlación 

entre ellas, y poder saber que tan relevante son para el modelo. 

 

Figura N°27: Correlación de Pearson 
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4.4 Cronograma de actividades y presupuesto 

A continuación, en la tabla N° 8 se presenta el cronograma de actividades que se 

realizan en cada semana, desde junio a agosto del 2022, para poder llevar a cabo el proyecto. 

 

Tabla N°8 Cronograma de Actividades 

Fuente: Elaboración propia 

Así mismo, se presenta el presupuesto en la tabla N°9, en él se muestran los recursos a 

utilizar a lo largo del proyecto.  

 

 

 

 

 

 

 

 

Tabla N°9 Presupuesto del proyecto 

Fuente: Elaboración propia 
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CAPÍTULO V: Desarrollo 

5.1 Propuesta Solución 

El trabajo presentado tiene como finalidad desarrollar dos modelos predictivos. El 

primero logrará determinar la producción a proyectar en kg de cada cultivo cosechado dentro 

del Fundo Rejas en base las variables meteorológicas que predominan en la zona y variables 

de agrícolas como cantidad de plantas por lote, hectáreas y edad de las plantas. Asimismo, el 

segundo modelo permitirá predecir la cantidad de fuerza laboral para cada cultivo usando para 

este propósito variables climatológicas, de producción, agrícolas y de fuerza laboral. Dentro de 

los alcances presentados en este trabajo, se presenta hasta la evaluación de la propuesta 

mediante el uso de la herramienta de programación Python para predecir los modelos. 

5.1.1 Planeamiento y descripción de Actividades  

Para el planteamiento de la solución se utilizó la metodología CRISP-DM, siguiendo 

las etapas mostradas en la figura 24, donde se detallan los pasos a seguir.  

5.1.1.1  Reconocimiento de la empresa  

Para esta primera etapa, se mantuvo constante contacto con la empresa puesto que se 

contó con información de primera mano. Con ello, se buscó lograr una mejor comprensión de 

los procesos internos y datos históricos de los reportes extraídos del ERP de la empresa. 

Figura N°28: Módulo de Cosecha - Parte de Acopio de Campo Fundo Rejas 
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Para ello se inició el proceso dando una explicación a grandes rasgos sobre el rubro del 

negocio, mostrando el ERP que se maneja en la empresa, a manera de instructivo, para los 

módulos de Cosecha, Recursos Humanos y Factores Climatológicos, estando este último 

ubicado en otro repositorio llamado Weatherlink. 

Figura N°29: Módulo de Cosecha - Registro de Parte de Acopio de Campo Fundo Rejas 

 

5.1.1.2  Recopilación de Datos  

En esta etapa, se recopiló información que nos brindó la empresa proveniente de su 

ERP. Con ellas, se estructuraron seis bases de datos (BD). Entre ellas, BD Clima, BD 

Producción, BD Tareo, BD Plantas Ht/Lt, BD Fecha y BD de Códigos de los Lotes de Cultivo. 

- BD Clima: Tabla de datos de los factores meteorológicos, como temperatura 

promedio, velocidad del viento, índice UV, nivel de humedad, densidad del aire, 

etc. de los cultivos (palta, mandarina y arándanos) 

- BD Producción: En esta tabla, se encuentran la cantidad de cosecha por día, 

desde 2019 a 2022. 

- BD Tareo: Se encuentran los reportes de los trabajadores por actividad que 

realizan en el fundo, sea cosecha, limpieza, preparación, fumigación, etc. 

- BD Planta Ht/Lote: En esta base de datos, se encuentra la cantidad de plantas 

que hay por hectáreas y las edades promedio de las plantas sembradas en las 

mismas. Esta información es importante, y que se requiere para tener mapeado 

el cultivo. 
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- BD Fecha: Se ubican las fechas agrupadas en semanas, en las cuales hubo 

actividad de cosecha, desde el año 2019 a 2022. 

- BD Código Lote: Tabla que resume los códigos de consumidores o lotes de 

cultivos de palta, mandarina y arándanos, respectivamente. 

Figura N°30: Reporte de Producción (2019 - 2022) 

En el caso del reporte de producción, se identificaron datos relevantes como Kg netos 

de cosecha, números de jabas empleadas para la labor, la fecha en la cual se realizó el trabajo, 

el código de los lotes de los cultivos respectivos y el tipo de cultivo al cual corresponden. 

Figura N°31: Reporte de Tareo (2020) 

En lo respecta el reporte de tareo, tenemos entre los datos más relevantes: horas 

trabajadas (las cuales son asignadas por cada supervisor dependiendo la labor) por persona, 

persona que desempeñó la labor, código de lote, descripción del consumidor o lote, para 

reconocer si es un lote de cultivo o no y costo soles por horas totales trabajadas por persona en 
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la respectiva labor. Cabe resaltar que, para ambos modelos predictivos, la labor de cosecha será 

la única tomada en cuenta dentro las labores y actividades del Fundo, ya que la problemática 

se sitúa en el contexto de campañas de cosecha, donde esta labor es prioritaria. 

Por último, para las tablas de BD Planta Ht/Lote, BD Fecha, BD Código Lote, se 

recopilaron los datos en base al levantamiento de información hecho en campo con el apoyo 

de gerente agrónomo de la empresa, para clasificar los lotes en sus cultivos, las plantas por 

lotes, hectáreas de cosecha y semanas de campaña (Ver Tablas en Anexos) 

5.1.1.3  Preparación de los Datos 

Una vez que se realizó la estructuración de las bases de datos, se procedió a depurar los 

datos. Para ello se empleó el software de Power BI, para hacer la manipulación de la data y 

tener una base relacionada con respecto a las bases de datos de producción, planta Ht/Lote, etc. 

 

Figura N°32: Creación de la base final 

Fuente: Elaboración Propia 

Para ello, se identifican las variables a procesar, tanto las variables independientes, 

como dependientes. La nueva base de datos dará la unión de todas las BD presentados 
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anteriormente, para poder tener un mejor manejo de los datos, a esta BD se le llamó Maestro 

(BD_FINAL). 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Tabla N°10: Descripción de variables 

Fuente: Elaboración propia 
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La tabla muestra una total de 44 variables de tipo numéricas, descriptivas y categóricas 

de las cuales fueron usadas para los 2 modelos. Estas fueron elegidas mediante juicio de 

expertos en el rubro y una depuración realizada en Python, previa a la etapa de modelado de 

datos. 

Modelo 1:  

 

 

 

 

 

 

 

 

Figura N°33: Diagrama de Bayes para el Modelo 1  

Fuente: Elaboración Propia 

En este caso, se optó por promediar las edades de las plantas de cada lote de un mismo 

cultivo; para las hectáreas, se sumaron las de un mismo cultivo que fue trabajado por cada 

semana, siendo estos datos enlazados por los códigos de consumidores y semanas por año, para 

así evitar cruces de códigos entre cultivos y cruces de fechas con cultivos que también se 

cosecharon la misma semana, esto dada la operatividad que maneja la empresa para asignar 

tareas.  
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Modelo 2: 

 

 

 

 

 

 

 

 

 

 

Figura N°34: Diagrama de Bayes para el Modelo 2  

Fuente: Elaboración Propia 

Para este modelo se unieron las tablas mediante las variables PERIODO, 

DESCRIPCION y LT_Total, con el fin de saber en qué semana del año se realizó asignó las 

tareas de cosecha, en qué cultivo se dio la labor y a que lotes se asignó el personal para dicha 

actividad, respectivamente.  

En ambos casos, se detectaron errores de ingreso de datos, por tests de prueba del 

sistema, anulaciones de ingreso en producción, errores de lectura a usar el aplicativo de tareo, 

siendo estas filas eliminadas de los reportes que empleamos, por considerarse datos atípicos. 

Limpieza o imputación de datos 

Las bases de datos escogidas contaban con desperfectos, para la imputación de las 

variables se estará tomando en consideración que las variables deben tener como mínimo un 

60% de registros completos, el cual se realizará mediante el siguiente código. 
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Figura N°35: Cálculo de registros completos 

Fuente: Elaboración Propia 

Como se observa en la Tabla 1 del anexo se observa que todas las variables contienen 

más del 90% de información.  

Variables Meteorológicas 

Para ello primero se cambiará las variables categóricas “Wind Dir” y “Hi Dir”, a númericas 

 

 

 

Figura N°36: Cambio de variables categóricas a numéricas 

Fuente: Elaboración Propia 

El cual obtendremos el siguiente resultado 

 

 

 

 

 

 

 

 

Tabla N°11: Descripción de la variable Wind Dir y Hi Dir  

Fuente: Elaboración Propia 



54 
 

 

 

Una vez cambiando los datos categóricos a numéricos, realizaremos la imputación de 

las variables NaN, para que no haya imprecisión al realizar los modelos. Para los valores 

categóricos usaremos la estrategia del más frecuente o moda: 

Figura N°37: Imputación de las variables Wind Dir y Hi Dir 

Fuente: Elaboración Propia 

Para comprobar los resultados que no haya ninguna variable con valores NaN, en estas 

dos categorías, para ello se validará con el siguiente código: 

 

Figura N°38: Comprobación de vacíos en variables imputadas  

Fuente: Elaboración Propia 

Para los valores numéricos se maneja los datos faltantes con la media, de la siguiente 

manera: 
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Figura N°39: Imputación de variables numéricas  

Fuente: Elaboración Propia 

Validamos que no se tiene variables con valores NaN, en las variables numéricas 

imputadas: 

 

 

 

 

 

Figura N°40: Comprobación de nulos en las variables numéricas  

Fuente: Elaboración Propia 

Variables de Datos de Cultivo 

Debido a que cada cultivo presenta distintos requerimientos para su cosecha, fue 

necesario diferenciarlos mediante una variable categórica, donde el tipo de cultivo que se desea 

hallar, tanto la producción y el personal requerido por campaña, dividirá la base de datos en 3 

datasets, con el siguiente código: 

 

Figura N°41: Creación de dataset 

Fuente: Elaboración Propia 
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Se eliminó las columnas que son innecesarias para realizar el modelamiento de las variables: 

 

Figura N°42: Eliminación de las variables no requeridas  

Fuente: Elaboración Propia 

Avg Arc Int - variables metereológicas por cada tiempo 

Avg Wind Tx - radio frecuencia en tiempo 

5.1.1.4    Modelamiento de datos 

Con los dataset “Base Palta”, “Base Mandarina” y” Base Arándano”, se procedió a 

realizar el modelamiento para los pronósticos de la cantidad de producción en kg y la cantidad 

de trabajadores para la labor de cosecha. 

Para estos casos, se tomaron para los dos modelos el 80% de datos para el entrenamiento 

y el 20 % restante como data de prueba de funcionamiento del modelo. 

MODELO 1: Pronóstico de la cantidad de producción por cultivos. 

a) Pronóstico de la cantidad de producción de Palto. 

Para nuestro primer dataset “Base Palta”, definiremos las variables dependiente e 

independiente de la siguiente forma 

 

Figura N°43: Variable independiente de Palto 

Fuente: Elaboración Propia 

De esta forma, se realizará un split del dataset en 80% Train y 20% para probar el 

modelo: 

 



57 
 

 

 

 

Figura N°44: Split en conjunto de entrenamiento y prueba  

Fuente: Elaboración Propia 

i) Aplicación del algoritmo Regresión lineal por producción de Palto 

Para este algoritmo, se usó la función LinearRegression de la librería de sklearn, de la 

cual se usó el método fit, que ajusta el modelo entre los puntos de datos dispersos. Asimismo, 

se le estará dando como parámetro las variables independientes y dependientes del cultivo de 

palto. 

 

Figura N°45: Parámetro de variables de producción palta 

Fuente: Elaboración Propia 

Con nuestra variable “LinRegPalto”, que fue entrenado con el 80% de la información, 

se pasará a predecir la variable dependiente para nuestro dato de Test, que nos mostrará el 

siguiente resultado, el cual se procederá a realizar la comparación con las variables  

 

Figura N°46: Entrenamiento de la variable producción palta 

Fuente: Elaboración Propia 

Como el objetivo de una regresión lineal, es encontrar las pendientes de cada variable 

independiente y el coeficiente o valor de intersección, para la variable producción de palto sería 

lo siguiente: 
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Figura N°47: Pendiente y Coeficiente 

Fuente: Elaboración Propia 

Con respecto al coeficiente de determinación múltiple y el error cuadrático medio, nos 

indica lo siguiente. 

 

Figura N°48: R^2 y RMSE de Producción Palto 

Fuente: Elaboración Propia 

ii) Aplicación del algoritmo Vector Soporte Regresión (SVR) por producción de 

Palto 



59 
 

 

 

Para este algoritmo, se usó la función SVR de la librería de sklearn, de la cual se usó el 

método fit, que permite ajustar el modelo entre los datos dispersos. Asimismo, se está creando 

arrays para el parámetro de Kernel, los cuales se probará “linear”, “rbf”, “poly”, de la misma 

manera para los parámetros. 

 

Figura N°49: Uso de array para Kernel Producción Palta 

Fuente: Elaboración Propia 

Para este algoritmo, se realizará bucle con la función “for” declarando una variable 

“k”,”C_”,”GM”, que tendrá como entrada el array creado anteriormente, de esta forma 

obtendremos los resultados por cada Kernel, C, gamma y coeficiente de determinación. 

 

Figura N°50: Modelo de SVR Producción Palta 

Fuente: Elaboración Propia 

Para visualizar los resultados que obtenemos de cada Kernel, lo almacenaremos en un 

dataframe, el cual nos permitirá ordenarlo de manera descendente por el coeficiente de 

determinación. Como resultado para la producción del palto obtenemos lo siguiente: 

 

Tabla N°12: Coeficiente de determinación Producción Palta 

Fuente: Elaboración Propia 
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iii) Aplicación del algoritmo Árboles de Decisión: Regresión por producción de 

Palto 

Para este algoritmo determinaremos mediante un array, valores aleatorios para 

determinar el “Max Depth”, asimismo almacenaremos en un dataframe los resultados por cada 

“r2_score” 

 

Figura N°51: Uso de array para Max Depth Producción Palta 

Fuente: Elaboración Propia 

Para este algoritmo definiremos con un bucle “for” se usará el array declarado 

anteriormente, de esta forma la función “DecisionTreeRegressor” tendra los parámetros 

random state de valor 0 por defecto, lo cual nos permitirá que el r2_score no salga de manera 

aleatoria por cada ejecución, el parámetro splitter se usará la estrategia“best”, para obtener la 

mejor división en cada nodo. 

 

Figura N°52: Modelo de Árbol de regresión Producción Palta 

Fuente: Elaboración Propia 
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Por último, creamos un dataframe el cual nos permitirá obtener el valor de “r2_score” 

ordenado de manera descendente:  

 

 

 

 

 

 

 

 

 

 

Figura N°53: R^2 y RMSE de Producción Palto 

Fuente: Elaboración Propia 

b) Pronóstico de la cantidad de producción de Mandarina. 

Para el dataset de Mandarina, se definieron las variables independientes y dependiente. 

 

Figura N°54: Variable independiente de Mandarina 

Fuente: Elaboración Propia 

De esta forma, se realizará un split del dataset en 80% Train y 20% para probar el 

modelo. 
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Figura N°55: Split en conjunto de entrenamiento y prueba  

Fuente: Elaboración Propia 

i) Aplicación del algoritmo de Regresión Lineal de producción de Mandarina 

En base a la función LinearRegression, se obtendrá la variable Y predecida, la que nos 

permitirá evaluarlo con la variable de Y Test 

 

Figura N°56: Entrenamiento de la variable producción Mandarina 

Fuente: Elaboración Propia 

Por otro lado, para la función lineal múltiple obtendremos las pendientes de nuestro 

modelo con la funcion “coef_” y el intercepto con “intercept_” 

 

 

 

 

 

 

Figura N°57: Pendiente y Coeficiente 

Fuente: Elaboración Propia 
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Para el cálculo de coeficiente de determinación usaremos la función “r2_score”, la cual 

proviene de la librería sklearn, tendrá como parámetros la variable de test de producción de 

mandarina y la variable de predicción de la producción de mandarina 

 

Figura N°58: R^2 y RMSE de Producción Mandarina 

Fuente: Elaboración Propia 

ii) Aplicación del algoritmo Vector Soporte Regresión (SVR) de producción de 

Mandarina 

Para este algoritmo, se usó la función SVR de la librería de sklearn, de la cual se usó el 

metodo fit, que permite ajustar el modelo entre los datos dispersos. Asimismo, se está creando 

arrays para el parametro de Kernel, los cuales se probará “linear”, “rbf”, “poly”. 

 

Figura N°59: Uso de array para Kernel Producción Mandarina 

Fuente: Elaboración Propia 
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Para este algoritmo, se realizará bucle con la función “for” declarando una variable “k”, 

que tendrá como entrada el array creado anteriormente, 

Figura N°60: Modelo de SVR Mandarina 

Fuente: Elaboración Propia 

Visualizamos el resultado por cada Kernel, el cual mediante un dataframe nos permitirá 

ordenarlo de manera descendente por el coeficiente de determinación. Como resultado para la 

producción del palto obtenemos lo siguiente: 

 

 

 

Tabla N°13: Coeficiente de determinación y RMSE Mandarina 

Fuente: Elaboración Propia 

iii) Aplicación del algoritmo Árboles de Decisión: Regresión de producción de 

Mandarina 

Para este algoritmo determinaremos mediante un array, valores aleatorios para 

determinar el “Max Depth” 

 

Figura N°61: Uso de array para Max Depth Producción de Mandarina 

Fuente: Elaboración Propia 
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la función “DecisionTreeRegressor” tendra los parámetros random state de valor 0 por 

defecto, lo cual nos permitirá que el r2_score no salga de manera aleatoria por cada ejecución, 

el parámetro splitter se usará la estrategia“best”, para obtener la mejor división en cada nodo. 

 

Figura N°62: Modelo de Árbol de Regresión Mandarina 

Fuente: Elaboración Propia 

Determinaremos el coeficiente de determinación, para determinar la mejor opción del 

modelo. 

 

Figura N°63: Coeficiente de determinación y RMSE Mandarina 

Fuente: Elaboración Propia 
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c) Pronóstico de la cantidad de producción de arándano 

i) Aplicación del algoritmo Regresión lineal por producción de arándano 

Una vez declarado las variables dependientes e independientes, se procede a realizar 

los conjuntos de datos de prueba y test, dado que esto permitirá evaluar al modelo si está 

realizando una correcta predicción de la variable producción. Por otro lado, para calcular la 

fórmula de regresión lineal múltiple de la cantidad de producción de arándano, se determina 

mediante la pendiente y el coeficiente de intersección, para ello se realiza lo siguiente: 

 

Figura N°64: Pendiente y Coeficiente 

Fuente: Elaboración Propia 

Para determinar si el modelo realiza una correcta predicción de la variable producción 

de arándanos, se usará las funciones “r2_score” y “mean_squeared_error” que tendrá como 

parámetros las variables de producción proyectada mediante el modelo y la producción real. 
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Figura N°65: R^2 y RMSE de Producción Arándano 

Fuente: Elaboración Propia 

ii) Aplicación del algoritmo Vector Soporte Regresión (SVR) producción de 

arándano 

Para este algoritmo, se está creando arrays para el parámetro de Kernel, los cuales se 

probará “linear”, “rbf”, “poly”. 

 

Figura N°66: Uso de array para Kernel Arándano 

Fuente: Elaboración Propia 

Para este algoritmo, se realizará bucle con la función “for” declarando una variable “k”, 

que tendrá como entrada el array creado anteriormente 

 

Figura N°67: Modelo de SVR Arándano 

Fuente: Elaboración Propia 
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El coeficiente de determinación, ordenando de manera descendente por cada Kernel, 

obtenemos lo siguiente: 

 

 

Tabla N°14: Coeficiente de determinación y RMSE producción de Arándano 

Fuente: Elaboración Propia  

iii) Aplicación del algoritmo Árboles de Decisión: Regresión producción de 

arándano 

Para este algoritmo determinaremos mediante un array, valores aleatorios para 

determinar el “Max Depth”. Por otro lado, la función “DecisionTreeRegressor” tendra los 

parámetros random state de valor 0 por defecto, lo cual nos permitirá que el r2_score no salga 

de manera aleatoria por cada ejecución, el parámetro splitter se usará la estrategia“best”, para 

obtener la mejor división en cada nodo. 

 

Figura N°68: Modelo de Árbol de Regresión de Producción Arándano 

Fuente: Elaboración Propia 

Ordenaremos el coeficiente de determinación de manera descendente, por cada valor 

ingresado en el parámetro “Max_Depth” 
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Figura N°69: Coeficiente de determinación y RMSE de producción de Arándano 

Fuente: Elaboración Propia 

MODELO 2: Pronóstico de la cantidad de trabajadores por cosecha. 

Para calcular la predicción de los trabajadores para la labor de cosecha por cultivo, se 

determinará la dependencia entre la variable cantidad de trabajadores y todas las variables 

independientes del dataset, para ello se usará el coeficiente de correlación de pearson. 

a) Pronóstico de la cantidad de trabajadores por cosecha de Palto 

Para determinar el coeficiente de correlación de pearson usaremos la siguiente función 

y determinar qué variables tienen mayor relación con Cantidad de trabajadores 

 

Figura N°70: Cálculo del coeficiente de correlación de Pearson 

Fuente: Elaboración Propia 
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los cual se escogen las variables “HorasTotales”,”CostoTotal”,”HA_Totales” y “TotalNeto", 

este último a pesar de tener una correlación baja, es una variable importante. 

 

Tabla N°15: Coeficiente de correlación de Pearson 

Fuente: Elaboración Propia 

Para nuestros dataset de plata, se define la variable dependiente como la cantidad de 

trabajadores e independiente en base a la selección que se realizó en el paso previo. 

 

Figura N°71: Variable independiente de Palto 

Fuente: Elaboración Propia 

En base a los dataframes, emplearemos el método de 80 y 20 para separar la data en 

prueba y entrenamiento  

 

Figura N°72: Split en conjunto de entrenamiento y prueba  

Fuente: Elaboración Propia 
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i) Aplicación del algoritmo Regresión lineal por cosecha de Palto 

Para la función lineal múltiple, tendríamos las siguientes pendientes y coeficiente de 

intersección 

 

Figura N°73: Pendiente y Coeficiente 

Fuente: Elaboración Propia 

Con la variable LinRegQpalto, se determina el coeficiente de determinación y el error 

cuadrático medio 

 

Figura N°74: R2 y RMSE de Trabajadores por Cosecha de Palto 

Fuente: Elaboración Propia 

ii) Aplicación del algoritmo Vector Soporte Regresión (SVR) por cosecha de Palto 

Para el modelado de trabajadores para el cultivo de palto, se hará uso solo del Kernel “Linear”, 

debido al costo computacional que se emplea al usar los parámetros de C y Gamma, de este 

mismo modo, se realizará 3 array para el Kernel, C y Gamma. 
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Figura N°75: Uso de array para Kernel Trabajadores Cultivo de Palta 

Fuente: Elaboración Propia 

Se hace uso de la función SVR, en un bucle “for” para las variables “K”, “C_”, “G”, lo 

que nos permitirá obtener 9 combinaciones entre C y gamma. Las cuales se almacenarán en un 

dataframe ordenados de manera descendente por R2 score. 

Figura N°76: Modelo de SVR Trabajadores Cultivo de Palta 

Fuente: Elaboración Propia 

El siguiente dataframe, nos muestra el coeficiente de determinación por el Kernel 

“linear”. 

 

 

 

 

 

 

Tabla N°16: Coeficiente de determinación Trabajadores Cultivo de Palta 

Fuente: Elaboración Propia 
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iii) Aplicación del algoritmo Árboles de Decisión: Regresión por cosecha de Palto 

Se empleará la función “DecisionTreeRegressor”, la cual usaremos los parámetros 

random state de valor 0 por defecto, lo cual nos permitirá que el r2_score no salga de manera 

aleatoria por cada ejecución, el parámetro splitter se usará la estrategia“best”, para obtener la 

mejor división en cada nodo. 

 

Figura N°77: Modelo de Árbol de Regresión Trabajadores Cultivo de Palta 

Fuente: Elaboración Propia 

En base al resultado obtenido por cada “Max_depth”, se ordenará el r2_score: 

 

 

 

 

 

 

 

 

Tabla N°17: Coeficiente de determinación y RMSE Trabajadores de Cultivo de Palta 

Fuente: Elaboración Propia 
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b) Pronóstico de la cantidad de trabajadores por cosecha de Mandarina 

Se usará el coeficiente de correlación de pearson, para determinar las variables 

independientes que tengan mayor relación con la cantidad de trabajadores para la labor de 

cosecha del cultivo de mandarina. 

 

Figura N°78: Cálculo del coeficiente de correlación de Pearson 

Fuente: Elaboración Propia 

i) Aplicación del algoritmo Regresión lineal 

Las variables por usar serán las que tengan una correlación dentro del rango de 0.4 a 1 

y -0.4 a -1. 

 

Tabla N°18: Coeficiente de correlación de Pearson 

Fuente: Elaboración Propia 

Determinaremos la pendiente y coeficiente de intersección 
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Figura N°79: Pendiente y Coeficiente 

Fuente: Elaboración Propia 

Se calcula el coeficiente de determinación y el error cuadrático medio. 

 

Figura N°80: R^2 y RMSE de Producción Mandarina 

Fuente: Elaboración Propia 

ii) Aplicación del algoritmo Vector Soporte Regresión (SVR) por cosecha de 

Mandarina 

Para el modelado de trabajadores para el cultivo de mandarina, se hará uso solo del 

Kernel “Linear”, debido al costo computacional que se emplea al usar los parámetros de C y 

Gamma, de este mismo modo, se realizará 3 array para el Kernel, C y Gamma. 
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Figura N°81: Uso de array para Kernel Trabajadores Cultivo de Mandarina 

Fuente: Elaboración Propia 

Del mismo modo que para la mano de obra de la cosecha de palto, se estará usando 

bucles “for”, para obtener los 9 resultados del modelo. 

 

 

 

 

Figura N°82: Modelo de SVR Trabajadores Cultivo de Mandarina 

Fuente: Elaboración Propia 

Los resultados obtenidos están ordenados de manera descendente, para escoger el mejor 

resultado del modelo de cantidad de trabajadores para el cultivo de mandarina. 

 

 

 

 

 

 

 

 

 

 

 

 

Tabla N°19: Coeficiente de determinación Trabajadores Cultivo de Mandarina 

Fuente: Elaboración Propia 
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iii) Aplicación del algoritmo Árboles de Decisión: Regresión por cosecha de 

Mandarina 

Se empleará la función “DecisionTreeRegressor”, con los parámetros random state de valor 0 

y el parámetro splitter con la estrategia“best”, para obtener la mejor división en cada nodo. 

 

 

 

 

Figura N°83: Modelo de Árbol de Regresión Trabajadores Cultivo de Mandarina 

Fuente: Elaboración Propia 

Por cada “Max_depth” declarado en el array, se obtendrá un “r2_score”, distinto lo que 

permitirá decidir cuál es la mejor opción. 

 

 

 

 

 

 

 

 

 

 

 
 

Tabla N°20: Coeficiente de determinación y RMSE Trabajadores Cultivo de Mandarina 

Fuente: Elaboración Propia 

 

 

c) Pronóstico de la cantidad de trabajadores por cosecha de Arándano 
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i) Aplicación del algoritmo Regresión lineal por cosecha de Arándano 

Una vez determinado el coeficiente de correlación de Pearson, y declarado las variables 

independientes con mejor correlación, se calcula los valores de la pendiente e intersección, de 

esta forma tener la fórmula de regresión lineal múltiple. 

 

Figura N°84: Pendiente y Coeficiente 

Fuente: Elaboración Propia 

Con las variables de predicción de trabajadores y reales del dataset de arándanos, se 

calcula el coeficiente de determinación y el error cuadrático medio. 

 

Figura N°85: R2 y RMSE de Producción Arándano 

Fuente: Elaboración Propia 



79 
 

 

 

ii) Aplicación del algoritmo Vector Soporte Regresión (SVR) por cosecha de 

Arándano 

Se hace uso solo del Kernel “linear”, por el alto costo computacional que emplea los 

kernel “rbf” y “poly”, del mismo modo para escoger los mejores parámetros entre C y gamma, 

se emplea un array de valores numéricos que se usarán como valores de entrada para la función 

SVR. 

 

Figura N°86: Uso de array para Kernel Trabajadores Cultivo de Arándano 

Fuente: Elaboración Propia 

Para el uso de la función SVR, se emplea el bucle “for”, que nos permitirá agilizar la 

obtención de los resultados, donde pondremos las variables creadas anteriormente como 

parámetros de entrada. Por otra parte, emplearemos el método “fit” que ajusta el modelo entre 

los puntos de datos dispersos y usaremos la función “r2_score”, para obtener el coeficiente de 

determinación por cada combinación entre C y Gamma. 

 

 

Figura N°87: Modelo de SVR Trabajadores Cultivo de Arándano 

Fuente: Elaboración Propia 
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En base a los resultados obtenidos, lo dejaremos en un dataframe ordenado de manera 

descendente por el coeficiente de determinación. 

 

Tabla N°21: Coeficiente de determinación y RMSE Trabajadores Cultivo de Arándano 

Fuente: Elaboración Propia 

iii) Aplicación del algoritmo Árboles de Decisión: Regresión por cosecha de 

Arándano 

Se empleará la función “DecisionTreeRegressor”, con los parámetros random state de 

valor 0, para no alterar el resultado del “r2_score” por cada ejecución, asimismo el parámetro 

splitter con la estrategia“best”, para obtener la mejor división en cada nodo y el parámetro 

“max_depth” mediante un array. 

 

Figura N°88: Modelo de Árbol de Regresión Trabajadores Cultivo de Arándano 

Fuente: Elaboración Propia 
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Acorde al dataframe obtenido del resultado, la columna Max depth se repetirá las veces 

que se declaró en el array, de esta forma evaluar cada “r2_score” y decidir cuál es la mejor 

opción. 

 

Tabla N°22: Coeficiente de determinación y RMSE Trabajadores Cultivo de Arándano 

Fuente: Elaboración Propia 

5.2 Medición de la solución 

Evaluación de resultados 

Para medir el error estadístico dentro de la solución propuesta se usaron el R2 

(Coeficiente de Determinación) y el RMSE (Error cuadrático medio), los cuales muestran cómo 

los puntos se ajustan a la línea evalúan y que tan dispersos son los datos que se usaron en el 

modelo con respecto a la línea de regresión hallada. 
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5.2.1 Análisis de Indicadores cuantitativo y/o cualitativo 

Al haber aplicado los algoritmos de Regresión Lineal Múltiple, SVR y de Árboles de 

Regresión, obtuvimos los siguientes resultados para cada caso: 

Pronóstico 1: Cantidad producida por cultivos 

Palta 

Modelo 1: Producción 

  Palta  

R2 RMSE 

Regresión Lineal Múltiple 0.84 3’974.384965 kg 

SVR 0.99 539.26 kg 

Árbol de Regresión 0.84 4’116.55 kg 

 

Tabla N°23: Resumen de métricas estadísticas para Producción en Kg de Palta 

Fuente: Elaboración Propia 

 

Mandarina 

Modelo 1: Producción 

Mandarina 

R2 RMSE 

Regresión Lineal Múltiple 0.72 22’635.12 kg 

SVR 0.99 1’881.90 kg 

Árbol de Regresión 0.83 4’116.55 kg 

 

Tabla N°24: Resumen de métricas estadísticas para Producción en Kg de Mandarina 

Fuente: Elaboración Propia 
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Arándano 

 

Modelo 1: Producción 

Arándano 

R2 RMSE 

Regresión Lineal Múltiple 0.94 602.62 kg 

SVR 0.84 1031.51 kg 

Árbol de Regresión 0.96 480.29 kg 

 

 

Tabla N°25: Resumen de métricas estadísticas para Producción en Kg de Arándano 

Fuente: Elaboración Propia 

R2 

Con los resultados obtenidos podemos deducir que los modelos para los tres cultivos 

son factibles (no superan el 1) de usar para predecir valores futuros, partiendo de la base de que 

las campañas de cosecha pueden cruzarse entre sí por lo que es necesario que los 3 tengan que 

ser factibles. Asimismo, el modelo de Árbol de Decisión presenta valores de R2 realistas con 

respecto a los modelos SVR y de Regresión Lineal Múltiple para los cultivos de mandarina y 

arándano, pero no siendo el caso de la palta, en el cual la Regresión Lineal Múltiple presenta 

un R2  de 0.84 pero de menor dispersión (RMSE) respecto al Árbol de Regresión. 

RMSE 

Podemos afirmar que los resultados del modelo del Árbol de Decisión son los 

adecuados ya que, si bien no presentan la menor dispersión, como la que muestra los resultados 

del SVR, no se opta por elegir este modelo dado su alto grado de ajuste a los datos, lo que la 

convierte en un modelo muy optimista. Sin embargo, la dispersión es menor para el caso de las 

paltas en el modelo de Regresión Lineal Múltiple, pero se valora los resultados de los cultivos 

en conjunto. 
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Pronóstico 2: Cantidad de mano de obra por cultivo 

Palta 

Modelo 2: Cantidad de 

Trabajadores Palta 

R2 RMSE 

Regresión Lineal Múltiple 0.22 15.54 

SVR 0.51 12.30  

Árbol de Regresión 0.55 11.75  

 

Tabla N°26: Tabla comparativa R2 y RMSE Palta 

Fuente: Elaboración Propia 

Mandarina 

Modelo 2: Cantidad de 

Trabajadores Mandarina 

R2 RMSE 

Regresión Lineal Múltiple 0.62 10.08  

SVR 0.82 6.99  

Árbol de Regresión 0.77 8  

 

Tabla N°27: Tabla comparativa R2 y RMSE Mandarina 

Fuente: Elaboración Propia 

Arándano 

Modelo 2: Cantidad de 

Trabajadores Arándano 

R2 RMSE 

Regresión Lineal Múltiple 0.85 16.47  

SVR 0.88 14.45  

Árbol de Regresión 0.85 16.65  

 

Tabla N°28: Tabla comparativa R2 y RMSE Arándano 

Fuente: Elaboración Propia 
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R2 

Con los resultados obtenidos podemos afirmar que los modelos para los tres cultivos 

son factibles y entre estos el que mejor indicador presenta es el modelo SVR para el caso las 

mandarinas y arándanos más no para las paltas, en la cual el R2 tiene un valor de 0.55 contra el 

0.51 del SVR. 

RMSE 

Podemos afirmar que los resultados del modelo SVR presentan menor dispersión para 

los para los de mandarinas y arándanos. En el caso del cultivo de palta, los RMSE de los 

modelos de SVR y Árbol de Regresión presentan una mínima diferencia de un 4.47%, por tanto 

se opta por emplear el modelo SVR como mejor opción para el pronóstico de la cantidad de 

personal para cosecha de los 3 cultivos. 

5.2.2 Simulación de solución. Aplicación de Software. 

Pronóstico 1 

Producción de Palta 

Para la simulación de la producción del cultivo de palta, usaremos el 20% de las 

variables de prueba de nuestra variable dependiente con el resultado que nos predice la 

producción del modelo de regresión lineal con nuestras variables independientes de la prueba, 

de esta forma podemos observar la diferencia que existe entre los valores y estimados de la 

producción de palta en los 3 modelos, pudiendo demostrar que las filas de los resultados del 

modelo SVR tienen una dispersión muy baja a comparación de los otros 2 modelos. 
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Tabla N°29: Regresión Lineal Múltiple: Test vs Predicción Producción de Palta  

Fuente: Elaboración Propia 

 

Tabla N°30: SVR: Test vs Predicción Producción de Palta  

Fuente: Elaboración Propia 
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Tabla N°31: Árbol de regresión: Test vs Predicción Producción de Palta  

Fuente: Elaboración Propia 

Producción de Mandarina 

De esta forma, podemos observar la diferencia que existe entre los valores estimados y 

reales de producción, en este caso se evidencia la alta dispersión del algoritmo de Regresión 

Lineal Múltiple, la baja del SVR y la moderada del Árbol de Regresión. 

 

 

 

 

 

 

 

 

 

 

 

Tabla N°32: Regresión Lineal Múltiple: Test vs Predicción Producción de Mandarina 

Fuente: Elaboración Propia 
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Tabla N°33: SVR: Test vs Predicción Producción de Mandarina 

Fuente: Elaboración Propia 

 

Tabla N°34: Árbol de regresión: Test vs Predicción Producción de Mandarina 

Fuente: Elaboración Propia 
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Producción de Arándano 

Se observan en las filas 52, 66 y 216 se observan las diferencias entre cada algoritmo, 

presentándose los valores más bajos en el Árbol de Regresión, siendo estos 12.23, 48.76 y 

37.03, respectivamente, lo que de igual forma hace que se opte por esta alternativa dado que la 

dispersión en los 3 casos no es tan distinta. 

 

Tabla N°35: Regresión Lineal Múltiple: Test vs Predicción Producción Arándano 

Fuente: Elaboración Propia 
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Tabla N°36: SVR: Test vs Predicción Producción de Arándano 

Fuente: Elaboración Propia 
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Tabla N°37 - Árbol de regresión: Test vs Predicción Producción de Arándano 

Fuente: Elaboración Propia 
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Pronóstico 2:  

Cantidad de Personal Palta 

Para la simulación de la cantidad de personas necesarias para el cultivo de palta, usamos 

el 20% de nuestros datos para el test, aquí comparamos nuestro Ytest con los datos que ha 

predicho nuestro modelo. Donde se puede observar unos varios valores atípicos que puede 

darse por peticiones del cliente que pide que se coseche antes de lo programado o después de 

lo programado, por los cual puede variar las cosechas y hacen que se requiera más o menos 

personal, pero esto no siempre se da así, sino que se sigue un programa. En este caso la menor 

dispersión la presenta el Árbol de Regresión. 

 

 

 

 

 

 

 

 

 

 

 

 

Tabla N°38- Regresión Lineal Múltiple: Test vs Predicción de cantidad de trabajadores 

Palta 

Fuente: Elaboración Propia 
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Tabla N°39 - SVR: Test vs Predicción de cantidad de trabajadores Palta 

Fuente: Elaboración Propia 

 

 

Tabla N°40 - Árbol de regresión: Test vs Predicción de cantidad de trabajadores Palta 

Fuente: Elaboración Propia 
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Cantidad de Personal Mandarina 

Para la simulación de la cantidad de personas necesarias para el cultivo de mandarina, 

usamos el 20% de nuestros datos para el test, aquí comparamos nuestro Ytest con los datos que 

ha predicho nuestro modelo. Donde en varias filas la variación es mínima, sin embargo, 

también encontramos algunos valores atípicos. 

 

 

Tabla N°41 - Regresión Lineal Múltiple: Test vs Predicción de cantidad de trabajadores 

Mandarina 

Fuente: Elaboración Propia 
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Tabla N°42 - SVR: Test vs Predicción de cantidad de trabajadores Mandarina 

Fuente: Elaboración Propia 

 

Tabla N°43 - Árbol de regresión: Test vs Predicción de cantidad de trabajadores Mandarina 

Fuente: Elaboración Propia 
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Cantidad de Personal Arándano 

Con respecto a la cantidad de personal para arándanos, se sabe que el requerimiento 

para su cosecha es de 10 personas por hectárea, alcanzando en picos de campaña un aproximado 

de 200 personas para atender los 2 lotes existentes, por lo cual la predicción de la muestra 193 

que indica un total de 200 de la Regresión Lineal Múltiple hace referencia a este escenario, 

pero sin embargo se presenta una estimación con menor diferencia empleando el SVR, dada 

las hectáreas y el número de plantas en número más cercano al que debe llegar la estimación 

es de 140 en un escenario ideal. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Tabla N°44 - Regresión Lineal Múltiple: Test vs Predicción de cantidad de trabajadores 

Arándano 

Fuente: Elaboración Propia 
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Tabla N°45 - SVR: Test vs Predicción de cantidad de trabajadores Arándano 

Fuente: Elaboración Propia 
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Tabla N°46 - Árbol de regresión: Test vs Predicción de cantidad de trabajadores Arándano 

Fuente: Elaboración Propia 
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CAPÍTULO VI: Conclusiones y Recomendaciones  

6.1 Conclusiones 

 

El sector agroindustrial, presenta una significativa demanda en cuanto a la alimentación 

de la población. Asimismo, los cambios que se presentan son bastantes inciertos, como el 

cambio climático, una guerra, hasta una pandemia. Por lo que, cada vez más presenta nuevos 

retos en cuanto a la estimación y la cantidad de cosecha a producir, ya que se desarrolla en un 

contexto más difícil y voluble. Es por ello, que obtener los volúmenes anticipadamente, 

significa poder planear correctamente las operaciones agrícolas y comerciales. Por 

consiguiente, permitirá conocer los costos que representan estas operaciones.  

En el presente trabajo al ser realizado por la metodología CRISP-DM, nos permitió 

obtener un mejor estructura al obtener el reconocimiento del negocio por parte del usuario 

experto, el cual nos explicó las bases del negocio, así como la explicación de las bases de datos 

no relacionadas que empleamos en este proyecto, la cual mediante la preparación de los datos 

se realizaron tareas de normalización de las diferentes fuentes de información, para crear una 

relación entre estas y tener una base de datos general que contiene la información general y 

dividirlo en dataset por cultivo (Palta, mandarina y arándano). Asimismo, se realizó las 

imputaciones correspondientes de los datos vacíos, de esta forma los data sets por cultivo 

tendrían la información completa. 

Para el modelamiento, en base a las investigaciones realizadas, se concluyó que se 

usarían 3 algoritmos por cada modelo, producción y cantidad de trabajadores, que se iba a 

predecir, las cuales son regresión lineal múltiple, support vector regression y árboles de 

regresión, estas dos últimas se usaron parámetros específicos para que tengan los valores 

óptimos, asimismo con estos 18 resultados se evaluó con dos medidas de errores estadísticos 

(R2 y RMSE), que permitió discernir el mejor algoritmo que se adecua a los dos modelos por 

palta, mandarina y arándano 

Posteriormente se obtuvieron los resultados de los errores estadísticos de cada modelo 

para realizar la comparación entre las mismas, concluyendo que el algoritmo de Árbol 

de Regresión es el más adecuado para estimar la cantidad producida en kg para todos 

los cultivos, a pesar de mostrar el algoritmo SVR valores de R2 muy cercanos al 1 a 
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diferencia del Árbol de Regresión (0.84, 0.83 y 0.96), pero esto se debe al alto grado de 

ajuste de la data lo que hace esta alternativa sea muy optimista. 

 

En el caso del segundo modelo, se concluye que el algoritmo SVR es el más óptimo 

dado que las R2 para el caso de las mandarinas y arándanos mas no para la palta que tienen 

0.55 a diferencia del 0.51. De igual manera, RMSE para la mandarina y arándano presenta 

menor dispersión que con los otros algoritmos, sin embargo, es importante mencionar que se 

obtiene del algoritmo SVR un RMSE no tan diferenciado con respecto al Árbol de Regresión 

siendo de 12.30 y 11.75, respectivamente. 

La finalidad de este trabajo es brindar opciones de herramientas que puedan usarse para 

una mejor planificación operativa tomando en cuenta otras variables que en la práctica no se 

utilizan para una más acertada proyección de cosecha, que impacta en el requerimiento de 

personal para las campañas y variaciones en las proyecciones presupuestales de los gastos del 

negocio. Podemos concluir que los patrones o tendencias hallados en cada modelo se ajustan a 

los valores de la BD, esto debido a un buen resultado de los métodos empleados. 

6.2 Recomendaciones  

Como principal recomendación, se sugiere utilizar mayor cantidad de datos para 

obtener un grado alto de confiabilidad en las pruebas de los modelos propuestos. Asimismo, es 

importante realizar un correcto procesamiento de datos, con el fin de eliminar los valores 

erróneos o atípicos. En este sentido, se sugiere realizar el cálculo de la correlación entre las 

variables dependientes e independientes (Coeficiente de Pearson) e indicar si dichas 

correlaciones son significativas. Por otro lado, también se deben determinar los datos atípicos 

dentro de las variables, de esta forma podremos reducir algún efecto de desproporción en los 

resultados de los modelos y tener un resultado más acertado.  

También se propone el uso de otras técnicas de Machine Learning como Random Forest 

y Gradient Boosting Machine. Esto permitirá realizar una mayor comparación de los resultados 

de cada modelo y obtener el mejor modelo que permita predecir las variables de producción 

por cultivo y cantidad de trabajadores para la labor de cosecha por cultivo. Asimismo, se 

recomienda utilizar otras métricas de error estadístico como MSE Y 𝑅2 ajustado que nos ayude 

a determinar mejor la precisión de los modelos evitando los sobre ajustes por la mayor cantidad 

de variables. 
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En el presente trabajo se han investigado los tipos de kernel más comunes (lineal, 

polinomial, rbf). Se propone profundizar en nuevas tipologías como el sigmoid, hyperbolic 

tangent, exponencial, entre otros. De esta manera, se podrían identificar otras funciones que 

nos permitan trabajar con un mejor modelamiento. Asimismo, debido al alto costo 

computacional que se hace uso de los kernels no lineales, dado que las muestras de 

entrenamiento que son grandes (en nuestro caso 80%) el algoritmo crea una matriz de NxN de 

distancias entre los puntos dichos puntos de entrenamiento, lo que conlleva a un uso excesivo 

de memoria RAM, por lo que se recomienda hacer uso de instancias en la nube que permite 

acelerar el resultado. 

El estudio se limitó hasta la fase de evaluación según la metodología CRISP-DM. donde 

determinamos los modelos que tienen mejor resultado acorde por cada modelo y cultivó, la 

última etapa que es la de despliegue no se llegó a realizar, dado que este estudio es un estudio 

inicial, y esta etapa requiere actividades de planificación, monitoreo y mantenimiento. 
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Anexos 

1. Tabla de % registros completos 

Variable % Registro Completo 

PERIODO 100% 

PlantasTotales 100% 

DESCRIPCION 100% 

HorasTotales 100% 

Edad_Prom 100% 

CostoTotal 100% 

Cantidad_Trabajadores 100% 

AÑO 100% 

HA_TOTALES 100% 

TotalNeto 100% 

Pesotara 100% 

TotalBruto 100% 

Nrojabas 100% 

LT_Total 100% 

avg In Dew 99% 

avg UV Dose 99% 

avg Hi  UV  99% 
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avg Heat D-D  99% 

avg Cool D-D  99% 

avg In Temp 99% 

avg In Hum 99% 

avg In EMC 99% 

avg In Heat 99% 

avg Hi Solar Rad.  99% 

avg In Air Density 99% 

avg ET 99% 

avg Wind Samp 99% 

avg Wind Tx 99% 

avg ISS Recept 99% 

avg Arc. Int. 99% 

avg UV Index 99% 

avg Rain Rate 99% 

avg Solar Energy 99% 

Wind Dir 99% 

avg Temp Out 99% 

avg Hi Temp 99% 
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avg Low Temp 99% 

avg Out Hum 99% 

avg Dew Pt. 99% 

avg Wind Speed 99% 

avg Wind Run 99% 

avg Solar Rad. 99% 

avg Hi Speed 99% 

Hi Dir 99% 

avg Wind Chill 99% 

avg THW Index 99% 

avg Bar 99% 

avg Rain 99% 

avg Heat Index 99% 
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2. Tabla de Tareo de personal de cosecha 
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3. Tabla de cantidad de plantas, hectáreas y edades planta 
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4. Tabla de códigos por lote 

 

 

 


