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RESUMEN

Este estudio se enfoca en abordar los desafios que enfrenta una empresa avicola en Lima (Peru),
especificamente en su canal de ventas en linea, destacando la falta de herramientas de
inteligencia artificial para prever la demanda de su producto estrella: paquetes de huevos de 15
unidades. La investigacion adopta un enfoque experimental con base cuantitativa, entrenando
12 modelos que abarcan desde estadisticos tradicionales hasta avanzados de Machine Learning.
La metodologia se divide en cuatro pasos clave: extraccion de datos, preprocesamiento,
modelado y analisis de resultados. EI Random Forest, con optimizacion de hiperparametros y
validacién cruzada, se revela como el mas eficaz, logrando un RMSE de 38.62 y un MAE de
28.94 que significan una reduccion sustancial del 52.16% en MSE y 26.15% en MAE en
comparacion con un modelo estadistico base (SARIMAX). Ademas, se propone una
optimizacion en el equipo de planificacion, con reducciones significativas en personal (50%) y
costos (62.5%). A pesar de los resultados positivos, se recomienda la exploracion de modelos
mas complejos como redes neuronales artificiales y la consideracion de la implementacién en
la nube de Google (GCP) para mejorar continuamente la eficiencia del modelo y adaptarse a

las dinamicas cambiantes del mercado.

Palabras clave: prediccion de demanda, paquetes de huevos, Inteligencia Artificial, Machine

Learning, Random Forest.
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ABSTRACT

This study focuses on addressing the challenges faced by a poultry company in Lima, Peru,
particularly in its online sales channel, highlighting the lack of artificial intelligence tools to
forecast the demand for its flagship product: 15-unit egg packages. The research adopts an
experimental, quantitative approach, training 12 models ranging from traditional statistics to
advanced machine learning. The methodology consists of four key steps: data extraction,
preprocessing, modeling, and results analysis. The Random Forest, with hyperparameter
optimization and cross-validation, emerges as the most effective, achieving an RMSE of 38.62
and a MAE of 28.94, signifying a substantial reduction of 52.16% in MSE and 26.15% in MAE
compared to a baseline statistical model (SARIMAX). Additionally, a planning team
optimization is proposed, with significant reductions in personnel (50%) and costs (62.5%).
Despite the positive results, it is recommended to explore more complex models such as
artificial neural networks and consider the implementation in the Google Cloud Platform (GCP)
to continuously enhance the model's efficiency and adapt to the changing dynamics of the

market.

Keywords: demand prediction, egg packages, Artificial Intelligence, Machine Learning,
Random Forest.
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CAPITULO I: PLANTEAMIENTO DEL PROBLEMA

1.1 Descripcion de la Realidad Problemética

1.1.1. Panorama Internacional

El consumo de huevo en Latinoamérica ha mantenido una tendencia al alza en los
ultimos afios, lo cual se puede ver en la Figura 1, experimentando un crecimiento del 5% en
2022 en comparacion con el afio anterior y alcanzando un promedio de 230 unidades per capita
(Ruiz, 2023). Este aumento en el consumo refleja la importancia que el huevo tiene en la dieta

de la region y su papel como una fuente accesible de proteinas y otros nutrientes esenciales.

México continta siendo el lider en consumo de huevo en Latinoamérica, menciona Ruiz
(2023), con un impresionante promedio de 392 unidades per capita en 2022, lo que equivale a
mas de un huevo por dia por persona en el pais. Argentina (322 unidades) y Colombia (315
unidades) le siguen de cerca y sus niveles de consumo son un testimonio de las exitosas
campanas realizadas para promover el consumo de huevo en estos paises. Estas camparfias han
logrado aumentar la conciencia sobre los beneficios nutricionales del huevo y su versatilidad
en la cocina. En contraste, en el resto de la region el consumo de huevo se sitla por debajo de
las 300 unidades per capita, lo que indica que hay oportunidades para fomentar un mayor
consumo en otros paises latinoamericanos, ya que el huevo sigue siendo una opcion econémica

y saludable para satisfacer las necesidades alimenticias de la poblacion.

El aumento constante en el consumo de huevo en Latinoamérica sugiere que este
alimento sigue siendo un pilar en la dieta de la regién, con México liderando el camino como
el pais con el mayor consumo per capita. Las campafias exitosas en Argentina y Colombia
demuestran el potencial para fomentar un mayor consumo en otros paises de la region,

promoviendo asi una alimentacion balanceada y nutritiva para sus habitantes.



Figural
Evolucion de la Produccién Anual de huevo en Latinoamérica
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Nota. Elaboracién propia a partir de la informacion extraida de Passport Euromonitor.

1.1.2. Panorama Nacional

En la década pasada, el consumo de huevo en nuestro pais experimento un crecimiento
sostenido que tuvo un promedio de crecimiento 5% anual. Cabe sefialar que en el contexto de
pandemia (2020 y 2021) el consumo de este alimento alcanzo su pico con 244 de consumo
anual per cépita, como se muestra en la Figura 2, para luego experimentar una ligera caida en
el afio 2022. La Asociacion Peruana de Avicultura (2018) menciona que ademas en el periodo
pandémico (2021) se alcanzd un importante hito al tener medio millon de toneladas de

produccién de huevos por primera vez en nuestro pais.

Figura 2
Evolucion del Consumo Anual per capita de huevo en el Pert
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Nota. Elaboracion propia a partir de la informacion extraida de
https://fenavi.org/estadisticas/consumo-per-capita-mundo-pollo/



https://fenavi.org/estadisticas/consumo-per-capita-mundo-pollo/

1.1.3. Panorama de la empresa

La empresa productora y comercializadora de productos avicolas se enfrenta a una
problematica critica en su canal de ventas en linea, el cual se realiza a través de su E-commerce
y ofrece envios a domicilio. El producto estrella de este canal es el paquete de huevos de 15
unidades, el cual tiene la demanda mas alta en el canal E-commerce, lo que muestra un gran
acierto por parte de la empresa al lanzar este servicio. Sin embargo, la empresa carece de
herramientas de inteligencia artificial para predecir con precision la demanda de este producto,

lo que conlleva a varios problemas operativos y comerciales.

En la actualidad, el equipo de planificacion, compuesto por cinco personas, se retne
semanalmente los lunes para proyectar las ventas de los productos del canal E-commerce,
incluyendo los paquetes de huevos quincena (15 huevos). Para realizar dicha planificacion,
dicho equipo ocupa el dia laboral completo, es decir, ocho horas. Los datos del equipo de

planificacion se detallan en la Tabla 1.

Tabla 1
Datos del Equipo de Planificacién

Cargo Miembros Remu_neracmn X Costo x Dia x miembro
miembro

Analista Sr. de 2 S/ 6 000 S/ 200

Planificacion

Analista de 2 S/ 4500 S/ 150

Planificacion pleno

Analista Jr. de 1 S/ 3000 S/ 100

Planificacion

Total 5 S/ 13 500 S/ 450

Nota. Elaboracion propia con informacion proporcionada por la empresa.

De la Tabla 1 podemos calcular que debido a que el equipo de planificacion se demora,
por lo general un dia en proyectar la demanda de la semana; entonces, se incurre en un gasto

semanal de S/ 800. Esto quiere decir que al mes se invierte S/ 3200 solo en esta actividad.

Su método de proyeccion carece de herramientas de Inteligencia Artificial y se basa en
métodos tradicionales reforzados con medidas estadisticas que comparan las solicitudes de los
ultimos 30 dias y de la semana anterior, de modo que no logran identificar tendencias que les

ayude a agilizar este proceso. Esta metodologia, aunque Util, no es suficientemente precisa para



anticipar las necesidades reales de paquetes de huevos, lo que lleva a dificultades pues
actualmente se tiene més de 150 productos que son ofrecidos en el canal E-commerce e
histéricamente hasta 560 productos diferentes fueron solicitados alguna vez mediante este canal

de venta.

Desde el lanzamiento del canal E-commerce, las 6rdenes de huevo han tenido una
demanda bastante voluble mes a mes, como se puede ver en la Figura 3, incluso comparando
los mismos periodos de cada afio para encontrar posibles estacionalidades. Esta volatilidad
durante el lanzamiento del canal se debe a la alta demanda de servicios de delivery en 2021
debido a la pandemia. Asimismo, este afio la demanda se ha visto afectada por la gripe aviar y
la escasez de soya, como menciona el diario Gestién (2023), que sefiala que a inicios de este
afio los costos se habian elevado entre 70% y 80% para la produccion de huevo.

Figura 3
Demanda mensual de paquetes de huevos (15 huevos) por afio
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Nota. Elaboracion propia.

Durante el afio pasado, la empresa ha experimentado un alto nimero de érdenes que
recibieron cantidades de paquetes de huevos (15 huevos) por debajo de las solicitadas por los
clientes. Esto ha resultado en la insatisfaccion de los clientes y en posibles pérdidas de ventas.
A pesar de que las proyecciones del equipo de planificacion han mejorado este afio, aln existen

muchas oportunidades de venta perdidas debido a la falta de stock.

Adicionalmente, otro desafio importante radica en la entrega de los productos. La
empresa se compromete a entregar los productos dentro de un plazo de dos dias, pero muchas

ordenes son entregadas después de ese periodo, lo que afecta la satisfaccion del cliente.



1.1.4. El producto mas solicitado: paquetes de huevos (15 huevos)

El paquete de huevos ha sido el producto mas solicitado por los clientes en el E-
commerce desde que se lanzo dicho canal en febrero de 2021. En la Tabla 2 se puede ver que
este producto ha estado presente en mas de 30 mil pedidos realizados en dicho periodo,
superando con diferencia considerable a la milanesa casera y el muslo de pollo (los otros dos
productos mas demandados).

Tabla 2
Top productos mas demandados (Feb ‘21 - Set 23)

Producto Pedidos (# 6rdenes)

Paquetes de huevos 32,452
Milanesa casera x 1Kg 24,044
Muslo de pollo fresco 7 und. 22,607
Pechuga especial fresca 2 und. 19,325
Pollo grande con menudencia fresco 19,256
Pollo con menudencia fresco 16,629
Filete de pechuga de pollo corte mariposa 16,315
(Rango 1.00 a 1.10 Kg)

Carne molida de Pavita Bol X 500G 14,092
Pierna fresca 7 und. 12,286
Pack Duo Huevo 10,806
Pierna con encuentro fresca 3 und. 10,248

Nota: Elaboracion propia.

1.1.5. Diferencia de Cantidades Ordenadas vs. Cantidades solicitadas

La falta de stock en el caso de la empresa representa una problematica critica que ha
afectado la satisfaccion de los clientes y ha resultado en la pérdida de ventas a lo largo de los
afios. Esta carencia de producto disponible se debe a la falta de precisién en la proyeccién de
demanda ha sido un desafio constante y se ha manifestado de diversas maneras a lo largo de los

ultimos tres anos.



En el afio 2021, por ejemplo, se registro un alarmante escenario en el cual el 77% de las
Ordenes recibieron una cantidad de paquetes de huevos (15 huevos) inferior a la cantidad
requerida por los clientes. En el afio 2022, si bien se evidencié una mejora, el problema persistid
y el 28% de las ordenes aun recibieron una cantidad de huevos menor a la requerida, como se
puede ver en la Tabla 3. Esta cifra, aunque menor en comparacion con el afio anterior, sigue

siendo significativa y representa una fuente de preocupacion para la empresa.

Para el presente afo, hasta el mes de agosto, se ha logrado reducir el porcentaje de
ordenes afectadas por falta de stock al 5%. Aunque este es un avance positivo, no se puede
ignorar que todavia un namero significativo de clientes sigue recibiendo menos paquetes de
huevos (15 huevos) de los que habian solicitado. Ademas, se sabe que en el ultimo mes se
dejaron de entregar en promedio 5 unidades diarias por falta de stock, lo cual se puede ver en

la Tabla 4, lo que tiene un impacto negativo en la satisfaccion del cliente.

Tabla 3
Porcentaje de 6rdenes que recibieron cantidad menor a la solicitada
2021 2022 2023
Ene 45% 20%
Feb 89% 30% 6%
Mar 94% 34% 4%
Abr 89% 31% 3%
May 74% 35% 4%
Jun 75% 35% 4%
Jul 73% 28% 1%
Ago 75% 28% 3%
Set 61% 29%
Oct 58% 19% ---
Nov 55% 19% ---
Dic 48% 17% ---
Total Afio 7% 28% 5%

Nota. Elaboracion propia.



Tabla 4
Promedio diario - Unidades de paquetes de huevos faltantes por entrega
2021 2022 2023
Ene 25 8
Feb 206 20 1
Mar 182 18 1
Abr 154 13 2
May 122 4 3
Jun 109 26 1
Jul 94 32 0
Ago 71 40 1
Set 48 34 5
Oct 31 20 ---
Nov 35 12 ---
Dic 25 11 ---
Total Afo 92 21 3

Nota. Elaboracién propia.
Diferencia de Fecha de Orden y Fecha de entrega

Actualmente, como se indica en la Tabla 5, se registra una diferencia promedio de 2.2
dias en el canal, lo que indica que los clientes deben esperar mas tiempo del previsto para recibir
sus pedidos, pues los términos del servicio de delivery sefialan dos dias de plazo para realizar
la entrega. Ademas, es alarmante que, como se puede ver en la Tabla 6, que el 32% de las

ordenes sean entregadas con una diferencia de 3 0 mas dias con respecto a la fecha de solicitud.

Este retraso en las entregas tiene importantes implicaciones negativas para la
experiencia del cliente. En primer lugar, un retraso de 2.2 dias, en promedio, puede generar
insatisfaccion entre los clientes que esperan recibir sus productos en un plazo mas corto. Esto
puede llevar a que los clientes consideren otras opciones en el mercado o incluso a que cancelen

sus pedidos, lo que resulta en pérdidas de ventas y dafios a la reputacion de la empresa.



Tabla 5
Dias promedio de diferencia segiin mes - Fecha de entrega vs Fecha de solicitud

2021 2022 2023

Ene 2,6 2,3
Feb 2,6 2,5 2,2
Mar 2,8 2,5 2,0
Abr 2,8 3,0 2,3
May 2,3 2,4 2,6
Jun 2,7 2,6 2,1
Jul 2,9 2,7 2,0
Ago 2,8 2,7 2,1
Set 2,8 2,7 2,1
Oct 2,8 2,4
Nov 2,9 2,2 -
Dic 2,8 2,5 -
Promedio 2,7 2,6 2,2

Nota. Elaboracién propia.

-Srr?z?rls (?e ordenes segun dias de diferencia (fecha entrega vs fecha orden)
Mismo dia 1 dia 2 dias 3 dias 4 dias 5 dias
Ene 1% 10% 46% 44% 0% 0%
Feb 1% 9% 5% 33% 0% 0%
Mar 2% 13% 65% 19% 0% 0%
Abr 1% 8% 63% 22% 3% 3%
May 1% 8% 45% 26% 20% 0%
Jun 1% 12% 58% 29% 0% 0%
Jul 7% 12% 53% 23% 2% 1%
Ago 7% 12% 52% 26% 1% 2%




Set 6% 10% 49% 35% 0% 0%

Total 3% 10% 55% 27% 4% 1%

Nota. Elaboracion propia.

1.2. Justificacién de la Investigacion

1.2.1. Tedrica

Existe la necesidad de aplicar herramientas de Machine Learning para abordar un
problema critico en la empresa productora y comercializadora de productos avicolas. La teoria
de Machine Learning proporciona un marco solido y efectivo para desarrollar modelos
predictivos que pueden ayudar a anticipar con precision la demanda de paquetes de huevos (15
huevos). La aplicacion de Machine Learning permitira aprovechar al maximo la gran cantidad
de datos historicos de ventas y otros factores relevantes para construir un modelo que pueda
predecir la demanda de manera mas precisa y, por lo tanto, mejorar significativamente la

planificacion de inventario y la satisfaccion del cliente.

1.2.2. Préctica

La aplicacion de Machine Learning en este contexto se justifica debido a las numerosas
dificultades operativas y comerciales que enfrenta la empresa. La falta de precision en la
proyeccion de la demanda de paquetes de huevos (15 huevos) ha llevado a problemas como la
falta de stock, entregas retrasadas y pérdida de ventas. Estos problemas tienen un impacto
directo en la experiencia del cliente y en la eficiencia operativa de la empresa. Al desarrollar un
modelo de Machine Learning que pueda predecir la demanda con mayor precision, la empresa
puede optimizar su gestion de inventario, mejorar la entrega oportuna de productos y aumentar

la satisfaccion del cliente, lo que finalmente se traducird en un mejor rendimiento comercial.

1.2.3. Metodoldgica

El estudio se justifica por la idoneidad de las herramientas de Machine Learning para
abordar el problema planteado. EI Machine Learning ofrece un enfoque sistematico y basado
en datos para modelar y predecir la demanda, utilizando algoritmos y técnicas que pueden
aprender patrones complejos a partir de datos historicos. La metodologia de Machine Learning
permitird explorar y analizar conjuntos de datos complejos, identificar relaciones no lineales y

capturar las variaciones estacionales y las tendencias en la demanda de paquetes de huevos (15
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huevos). Ademas, brinda la capacidad de ajustar y mejorar continuamente el modelo a medida

que se recopilan nuevos datos.

1.3. Delimitacion de la Investigacion

1.3.1. Espacial

El presente estudio se limitara a la venta de paquetes de huevos (15 huevos) a través del
canal E-commerce de la empresa en cuestion, el cual tiene cobertura solo para los distritos de

Lima Metropolitana, Asia y Cafiete.

1.3.2. Temporal

Para el andlisis de informacion y entrenamiento del modelo de Machine Learning, se
considerara las 6rdenes de paquetes de huevos (15 huevos) recibidas por la empresa entre los
meses de febrero de 2021 y septiembre de 2023.

1.3.4. Conceptual

El estudio se centrara en la prediccion de la demanda de paquetes de huevos (15 huevos)
del canal E-commerce de la empresa. Se elige este producto por ser el que recibe mas drdenes

en este canal de venta.
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CAPITULO II: MARCO TEORICO

2.1 Antecedentes de la Investigacion

Antecedente 1: Comparison of statistical and machine learning methods for daily SKU

demand forecasting (Spiliotis et. al., 2020)

Resumen

Este estudio aborda el desafiante problema de la prediccién diaria de la demanda de
SKUSs, que a menudo se caracteriza por series irregulares y erraticas. Se compara el rendimiento
de una variedad de métodos de Machine Learning (ML) con métodos estadisticos tradicionales
en la prediccion de la demanda diaria de productos de consumo en Grecia. Los resultados
revelan que algunos métodos de ML superan a los métodos estadisticos en términos de precision
y sesgo en la prediccién de la demanda en 8.9%. Ademas, se explora el concepto de aprendizaje
cruzado y se encuentra que puede mejorar la precision de las redes neuronales en 1.8% cuando
se entrenan de manera individual para cada serie de datos. Sin embargo, también se indica que
este enfoque no es adecuado para todos los métodos de ML. En general, el estudio destaca la
importancia de considerar cuidadosamente el equilibrio entre el rendimiento del pronéstico y
los costos computacionales al disefiar procesos de prondstico en entornos de gestion de
inventario. Estas conclusiones ofrecen informacion valiosa para la toma de decisiones en la

gestién de inventario y la planificacion de la cadena de suministro.
Problema

El problema principal abordado en el articulo es la prediccion de la demanda diaria de
SKU (Stock Keeping Unit) que a menudo muestra series irregulares, intermitentes y erraticas.
Esta problemética se vuelve aun méas desafiante cuando se realiza la prediccion a niveles
transversales bajos, como el nivel de una tienda o almacén, o cuando se trata de productos de
movimiento lento. La precision en la prediccidn es esencial para tomar decisiones eficaces sobre

la gestidn de inventario y el reabastecimiento.
Objetivo

El objetivo principal del articulo es comparar el rendimiento de varios métodos de
Machine Learning (ML) con métodos estadisticos tradicionales en la prediccion de la demanda

diaria de SKU. Los métodos de ML se evaltan tanto en series individuales como en un enfoque
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de "aprendizaje cruzado", y se busca determinar si los métodos de ML superan a los métodos
estadisticos en términos de precision y sesgo en la prediccion de demanda. Los objetivos

secundarios del estudio son los siguientes:

e Evaluar el rendimiento de una variedad de metodos de ML y no solo las Redes
Neuronales (NN) en la prediccion de la demanda de SKU.

e Investigar el impacto del "aprendizaje cruzado" en la precision de la prediccion de
demanda diaria.

e Proporcionar una evaluacién exhaustiva de diferentes métodos estadisticos en la
prediccion de demanda de SKU.

e Comparar los resultados de los métodos de prediccion en términos de precision y sesgo,
y analizar su significancia estadistica.

e Evaluar el equilibrio entre el rendimiento de la prediccion y el costo computacional de

los métodos utilizados.
Metodologia

El estudio aplica una amplia gama de métodos de pronoéstico estadisticos y de Machine
Learning (ML) que son utilizados en la literatura para predecir la demanda en series de tiempo
y los compara de manera detallada, considerando diferentes configuraciones y enfoques para el
ML y la agregacion temporal para saber cdmo estos métodos funcionan en la practica y cuales

podrian ser las mejores opciones en diferentes situaciones de prondstico.

Los métodos aplicados en el estudio se dividen en dos categorias principales: 11
métodos estadisticos y 7 métodos de Machine Learning (ML). Los métodos estadisticos
prescriben el proceso de generacion de datos, mientras que los métodos ML permiten que el
modelo aprenda las relaciones en los datos. Los hiperparametros de los modelos de ML fueron
optimizados mediante una busqueda en cuadricula en un conjunto de validacion utilizando el

Root Mean Squared Scaled Error (RMSSE) como criterio de optimizacion.

Ademas de entrenar los modelos de ML de manera individual para cada serie de tiempo,
el estudio también explora modelos de aprendizaje cruzado. En este enfoque, los modelos se
entrenan utilizando ventanas de datos de multiples series de tiempo, lo que podria permitir una

mejor generalizacion.
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Se considerd la inclusion de caracteristicas de series de tiempo, como el coeficiente de
variacion de las demandas no nulas (CV2) y el promedio de periodos entre dos demandas no

nulas (ADI), como regresores adicionales para los modelos de aprendizaje automatico.

Los métodos se evaluaron utilizando métricas de error de pronostico en un conjunto de

datos de prueba, y se compararon sus rendimientos en términos de precision.
Resultados

Los resultados mostraron que cuatro de los siete métodos de ML (GPT, Random Forest
- RF, Support Vector Regression - SVR y K-Nearest Neighbors Regression - KNNR) superaron
a todos los métodos estadisticos en términos de precision y sesgo, lo que sugiere que estos
métodos tienen mayor potencial para mejorar pronosticos de la demanda diaria en comparacion
con métodos estadisticos tradicionales (8.9% mayor precision en promedio al comparar los
resultados de RMSSE).

Algunos métodos estadisticos superan a otros en términos de precision y sesgo. Por
ejemplo, al comparar los resultados de RMSSE, el método SBA superd al método Croston's en
1%, mientras que MA-opt superé al método MA (en 5%), al igual que el SBJA (en 2.1%). Esto

demuestra que la eleccion del método de prondstico es crucial.

El aprendizaje cruzado mejora la precision de los métodos de Machine Learning en
1.8% cuando se usaba solo data historica para el entrenamiento y en 2.5% cuando se incluyeron

caracteristicas de series de tiempo.

Los métodos de ML, cuando se entrenaban de manera individual para cada serie de
tiempo, requerian significativamente mas tiempo computacional en comparacion con los
métodos estadisticos. Sin embargo, cuando se utilizaba el aprendizaje cruzado, se reducia el

tiempo computacional, lo que hacia que los métodos de ML fueran mas eficientes.
Conclusiones

Las conclusiones del estudio son estadisticamente significativas y se basan en una
evaluacion exhaustiva de un gran conjunto de datos de series temporales de demanda diaria de
productos de consumo en Grecia. Se concluye que los métodos de ML pueden proporcionar
prondsticos significativamente menos sesgados y mas precisos que los métodos estadisticos
establecidos, como el método de Croston y sus variantes, en el contexto de la prediccion de la
demanda diaria de SKUs.
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En cuanto al aprendizaje cruzado, se concluye que estas técnicas (cross-learning)
pueden mejorar el rendimiento de las redes neuronales (NN) cuando se entrenan de manera
individual para cada serie de datos, especialmente cuando se utilizan caracteristicas de series
temporales junto con datos historicos para entrenar las redes (2.5% de incremento en precision).
Sin embargo, el aprendizaje cruzado tuvo un impacto negativo en otros métodos de ML, lo que
sugiere que diferentes enfoques de modelado deben aplicarse segln las caracteristicas

particulares del método de prondstico.

Finalmente, el estudio resalta la importancia de disefiar cuidadosamente los procesos de
prondstico en funcion de las necesidades y limitaciones de la organizacion, considerando la

compensacion entre el rendimiento del prondstico y los costos computacionales.

Antecedente 2: Machine Learning Outperforms Classical Forecasting on Horticultural
Sales Predictions (Haselbeck et.al., 2022)

Resumen

En el presente articulo, Haselbeck et al. (2022) comparan empiricamente el rendimiento
de nueve algoritmos de Machine Learning de tltima generacion y tres algoritmos de pronostico
clasicos para realizar predicciones de ventas horticolas. Se demostrd que los métodos de
aprendizaje de Machine Learning fueron superiores en todos los experimentos, siendo el
algoritmo XGBoost el que tuvo mejor desempefio en el 93% de las comparaciones realizadas
(14 de 15 comparaciones), lo cual aument6 para conjuntos de datos con multiples estaciones.
Asimismo, se demostr6 que la inclusidn de factores externos, como informacién meteoroldgica,
vacaciones, feriados publicos, etc., resultd en el incremento del rendimiento predictivo, en
especial feriados publicos, el cual obtuvo un desempefio del 62% en comparacion con los otros
factores. Adicionalmente, se investigd si los algoritmos podian predecir el aumento de la
demanda de productos horticolas durante la pandemia de SARS-CoV-2, resultando XGBoost

superior.
Problema

Los productos horticolas tales como plantas en macetas, flores cortadas y arbustos, se
ven muy influenciados por la demanda. Pronosticar la demanda futura es muy importante para

muchas empresas; puesto que influye en la toma de decisiones. Asimismo, la demanda se ve
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influenciada por factores externos como dias festivos, fendmenos meteoroldgicos, etc, y

algunos de estos pueden ser inciertos o estacionales.

Predecir oportunamente la demanda puede resultar en mayores ingresos y mas aun
cuando se trata de productos que tienen una vida Util corta. Caso contrario, puede ocasionar
situaciones de falta de existencias, ventas perdidas, exceso de existencias, eliminacion de
productos, pérdidas financieras y adicionalmente, provoca dafios ambientales pues se genera

desperdicio de recursos durante la produccion y transporte.

Diversas organizaciones emplean metodologias para pronosticar la demanda, dentro de
las cuales se tiene metodologias de prondstico clésico y enfoques de aprendizaje automético
como los algoritmos de Machine Learning. No obstante, aunque los algoritmos de Machine
Learning se estdn volviendo mas comunes en la literatura de prondstico, no esta del todo
comprobado que sean superiores a los métodos de pronostico clasico. En este contexto,
determinar qué metodologia es la méas apropiada, contribuiria a realizar un prondstico de

demanda mas preciso, en este caso en particular, para productos horticolas.
Objetivo
Haselbeck et al. (2022) establecen los siguientes objetivos para su estudio:

e Determinar si las metodologias de aprendizaje automatico son superiores en
comparacion con los enfoques clasicos de prondstico para realizar predicciones de la
venta de productos horticolas.

e Determinar mejoras potenciales mediante conceptos multivariados haciendo uso de
factores externos, como datos meteoroldgicos o de vacaciones, comparandolos con
métodos univariados clasicos.

e Evaluar el consumo de recursos computacionales de los métodos aplicados, teniendo en
cuenta la necesidad de reajustar los modelos debido a distribuciones de datos
potencialmente cambiantes durante la operacidn en vivo de un sistema de prondstico.

e Examinar si los modelos son capaces de determinar cambios repentinos en los datos, tal

como los fuertes aumentos de demanda durante la pandemia de SARS-CoV-2.
Metodologia

Con respecto a la metodologia empleada en el presente estudio, el primer paso realizado

por Haselbeck et al. (2022) fue la preparacion de datos, para lo cual se analiz6 un conjunto de
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datos tipicos de ventas minoristas de productos horticolas en Alemania. Se distinguid cinco
tipos de conjuntos de datos. Se cred una fuente de datos manual mediante una documentacion
diaria de cifras de ventas de tulipanes “OwnDoc”, para un periodo corto y para un periodo largo.
Los conjuntos de datos se caracterizaron por tener ciclos estacionales con una duracién
aproximada de tres meses y con cambios abruptos en su demanda. Con respecto a las
predicciones, el estudio se enfocd en las ventas de tulipanes a clientes privados, denominadas
“SoldTulips”. Ademas, se cre6 data en base al resumen de todas las ventas proporcionada por
un sistema de cajero electronico, denominada “CashierData”. Las variables objetivo fueron
flores cortadas “CutFlowers” y plantas en macetas “PotTotal”, tanto para un periodo corto como
para un periodo largo. Asimismo, se agreg6 informacion diaria sobre el climay los dias festivos
para analizar si los factores externos respaldaban el prondstico de las ventas horticolas y se

aplico distintas estrategias para la imputacion de datos para los valores faltantes.

Realizada la preparacion de datos, se procedid con el entrenamiento del modelo, para lo
cual se separd un conjunto de entrenamiento, constituido por el 80% de todo el conjunto de
datos. Se realiz6 un estudio comparativo de nueve métodos de aprendizaje automatico de Ultima
generacion y tres métodos de pronostico clasicos. Dentro de las metodologias clasicas, se tiene:
técnicas Univariadas de Suavizado Exponencial, Media Movil Integrada Autorregresiva
Estacional, Media Movil Integrada Autorregresiva Estacional con factores externos. En cuanto
a los métodos de aprendizaje automatico, se emplean Modelos de Regresién Lineal Multiple,
Métodos de aprendizaje automatico no lineales, como las redes neuronales artificiales y redes
de memoria a corto plazo. Asimismo, se aplicé el aprendizaje conjunto Extreme Gradient
Boosting (XGBoost) y un enfoque bayesiano no paramétrico, implementando la regresion del

proceso gaussiano.

Adicionalmente, se implementd una configuracion con reajuste regular del modelo de
prondstico con el fin de simular un escenario potencial para una operacion productiva con una
actualizacion continua de datos de ventas y una distribucion de datos cambiante. Asimismo, se
empleo la validacion cruzada de series de tiempo. Para la evaluacion, se utilizo la métrica
dependiente de la escala del error cuadratico medio (RMSE), asi como las medidas relativas del
error porcentual absoluto medio (MAPE) y el error porcentual absoluto medio simétrico
(SMAPE). Se experimentd con los cinco conjuntos de datos, considerando las tres métricas de

evaluacion, realizando en total 15 comparaciones para todas las lineas de base, algoritmos y
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conjuntos de caracteristicas. Las etapas del proceso metodoldgico del estudio se pueden

apreciar a continuacion, en la Figura 4.

Figura 4
Metodologia de los modelos de prediccion de demanda de tulipanes.

\ PREPARACION DE

* Base de datos creada * Se realizo el renombramiento + METODOLOGIAS CLASICAS * RSME
manualmente considerando las de variables. * Técnicas Univariadas de Suavizado « MAPE
cifras diarias de ventas de : ; s Exponencial.
tulipanes * Se realizo |a imputacion de * Media Movil Integrada * SMAPE

. datos para valores faltantes. Autorregresiva Estacional
* Base de datos proveniente del o
de fl * Media Movil Integrada
resumen ventas de flores Autorregresiva Estacional con
cortadas y plantas en maceta, factores externos
proporcionada por el cajero + METODOS DE APRENDIZAIE
electrénico AUTOMATICO

* Regresion Lineal Multiple
* Redes neuronales artificiales
* Redes de memoria a corto plazo

» Extreme Gradient Boosting
(XGBoost)

» Enfoque bayesiano no paramétrico.
* Regresion del proceso gaussiano

Nota. Elaboracién propia en base a Haselbeck et al.
Resultados

Los resultados del estudio demostraron superioridad de los métodos basados en
Machine Learning en comparacion con los de pronostico clésicos. El alumno del conjunto
XGBoost obtuvo los mejores resultados en 14 de las 15 comparaciones (93%). No obstante, las
redes de memoria a corto plazo (LSTM) en conjunto con el método bayesiano no paramétrico
de regresion del proceso gaussiano (GPR) fueron mas competitivas en comparacion con
XGBoost.

Asimismo, se analizo el consumo de recursos computacionales, que resulta importante
especialmente cuando se tiene en cuenta un reajuste regular del modelo debido a una
distribucion de datos cambiante, siendo XGB el de mejor rendimiento, considerando la data
creada manualmente, con un RMSE de 57.11, un SMAPE de 50.89 y un MAPE de 35.98 para
el periodo corto, mientras que, para el periodo largo, obtuvo un RMSE de 43.52, un SMAPE
de 48.65 y un MAPE de 54.22 para la variable de tulipanes vendidos. Asimismo, el modelo
SARIMAX se ubica en segundo lugar con un RMSE de 58.06, un SMAPE de 52.58 y un MAPE
de 85.75 para el periodo corto, mientras que, para el periodo largo, obtuvo un RMSE de 50.35,
un SMAPE de 52.37 y un M APE de 231.52 para la variable de tulipanes vendidos.
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Para la data proveniente del sistema de cajero electrénico, XGB obtuvo un RMSE de
390.96, un SMAPE de 20.03 y un MAPE de 24.52, para la variable de flores cortadas; un RMSE
de 898.56, un SMAPE de 35.35 y un MAPE de 42.45, para la variable de plantas en maceta en
periodo largo y un RMSE de 392.31, un SMAPE de 31.50 y un MAPE de 30.17 para la variable
de plantas en macetero en periodo corto. No obstante, solo en este Gltimo caso XGB se vid
superado por LSTM, con un RMSE de 390.98, un SMAPE de 28.58. Cabe destacar que, con
respecto al andlisis de la efectividad de los métodos presentados para determinar el aumento de

ventas en contexto de pandemia, XGB obtuvo también el mejor resultado.

Por otro lado, se tomd en cuenta el nimero de veces que un conjunto de caracteristicas,
como factores meteoroldgicos, fechas festivas, etc., condujo al mejor resultado para cada
algoritmo y conjuntos de datos. Los resultados indican que factores externos como la
informacién meteorologica y las caracteristicas derivadas como medidas estadisticas,
contribuy6 a un rendimiento de pronostico mejorado ya que los métodos eran multivariados, lo
cual es util especialmente para los métodos basados en ML, en especial para el factor Calendric
features (feriados publicos como el Dia de la Madre y el Dia de San Valentin), el cual obtuvo
un desempefio del 62% en comparacion con los otros factores. Asimismo, SARIMAX fue el
enfoque clasico mas competitivo, pero tiene poca escalabilidad en conjuntos de caracteristicas
y datos mas grandes. Por el contrario, XGB fue el mas eficiente. Adicionalmente, se obtuvo
que la pandemia SARS-CoV-2 influy6 en el incremento de la demanda de plantas en maceta,

resultando XGBoost el algoritmo mas eficiente para predecir el aumento de la demanda.
Conclusiones

Los autores del articulo presentan un estudio comparativo para realizar predicciones de
ventas horticolas aplicando nueve algoritmos de Machine Learning y tres métodos
tradicionales. Se emplearon datos de horticultura con distintas caracteristicas como tamarfio y
estacionalidad. Se configurd el prondstico para simular una operacion productiva de un sistema
de prondstico con una actualizacion continua de datos. Los resultados demostraron superioridad
para los enfoques de Machine Learning, en especial del conjunto XGB. Asimismo, se
experimentd un aumento en el rendimiento cuando se incluyeron funciones adicionales como

datos meteoroldgicos.

Finalmente, es importante mencionar que la aplicacién de enfoques combinados podria ser

superior para pronosticar la demanda horticola. Por lo tanto, la integraciéon de métodos
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combinados como, por ejemplo, técnicas de pronéstico clasicas basadas en ML, constituyen
una oportunidad de investigacion para el futuro.

Antecedente 3: Predictive Analytics for Demand Forecasting A comparison of SARIMA
and LSTM in Retail SCM (Brandtner et. al., 2022)

Resumen

Como modelo paramétrico, se seleccion6 SARIMA(X) y como modelo no paramétrico,
LSTM, para proporcionar predicciones de venta de las hortalizas seleccionadas para el mes de
enero de 2020 con base en los datos de los afios 2017, 2018 y 2019. Los resultados muestran
que el modelo LSTM superé al modelo SARIMA(X) en términos de precisién de prondstico,
con una mejora del 7,5% en la precisién de pronéstico. Ademas, el modelo LSTM también
superd al modelo SARIMA(X) en términos de tiempo de ejecucidn, con una mejora del 98,5%
en el tiempo de ejecucion. En general, el modelo LSTM se considera mas adecuado para la

prevision de la demanda de frutas y verduras en el contexto de SCM minorista.
Problema

El problema que se aborda en la lectura es la prediccion de la demanda en la gestion de
la cadena de suministro minorista, especificamente en la prediccion de la demanda de productos
perecederos como frutas y verduras. El articulo destaca que la prediccion precisa de la demanda
es crucial para reducir el exceso o la falta de inventario, mejorar la eficiencia y la sostenibilidad,
y evitar la pérdida de recursos naturales y la insatisfaccion del cliente. El articulo también
compara dos modelos de prediccion de demanda, SARIMA y LSTM, para ayudar a los

minoristas a hacer prondsticos mas precisos.
Objetivo

e Presentar un estudio comparativo entre dos modelos de prediccion de demanda,
SARIMA 'y LSTM, para ayudar a los minoristas a hacer prondsticos mas precisos.

e Destacar la importancia de la prediccion de la demanda en la gestion de la cadena de
suministro minorista y como la prediccion precisa puede ayudar a reducir el exceso o la
falta de inventario y mejorar la eficiencia y la sostenibilidad.

e Proporcionar unarevision de la literatura sobre los métodos de prediccion de la demanda

en la SCM minorista.
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e Discutir las aplicaciones del mundo real de los modelos SARIMA y LSTM en el
comercio minorista.
e Proporcionar una perspectiva sobre futuras investigaciones en el campo de la prediccion

de la demanda en la SCM minorista.
Metodologia

EL autor compara dos metodologias para el prondstico de la demanda: SARIMA
(Seasonal Autoregressive Integrated Moving Average) y LSTM (Long Short-Term Memory),
en el contexto de la gestion de la cadena de suministro minorista (Retail SCM). Para ello realiza

los siguintes pasos:

e Seleccidon de los modelos: La metodologia incluye la seleccion de dos enfoques de
pronostico diferentes: SARIMA 'y LSTM.

e Preparacion de los datos: Se recopilan y pre procesan los datos de demanda historica,
que son cruciales para el entrenamiento y la evaluacion de los modelos de prondstico.

e Implementacion de SARIMA: Se aplica el modelo SARIMA, que es un método de series
temporales clasico y ampliamente utilizado para el prondstico. Este modelo tiene en
cuenta la estacionalidad y los patrones temporales en los datos.

e Implementacion de LSTM: Se aplica el modelo LSTM, que es un tipo de red neuronal
recurrente (RNN) especialmente disefiada para el procesamiento de secuencias
temporales. Las LSTM pueden capturar relaciones temporales mas complejas en los
datos.

e Division de los datos: Se dividen los datos en conjuntos de entrenamiento y prueba para
evaluar la capacidad de generalizacion de los modelos.

e Entrenamiento y validacion de modelos: Se entrena tanto el modelo SARIMA como el
LSTM utilizando los datos de entrenamiento. Luego, se valida su rendimiento utilizando
los datos de prueba.

e Evaluacion del rendimiento: Se comparan los resultados de los dos modelos para
determinar cuél de ellos proporciona un prondstico mas preciso y confiable. Se utilizan
métricas de evaluacion de prondsticos, como la raiz del Error Cuadratico Medio
(RMSE) y el Error de Porcentaje Medio Absoluto (MAPE).

e Anadlisis de resultados: Se analizan los resultados para comprender las fortalezas y
debilidades de cada modelo en el contexto especifico de la gestion de la cadena de

suministro minorista. Se considera como mejor modelo a aquel que tiene un menor valor
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de RMSE y/o MAPE. Asimismo, para este Ultimo se establece que el modelo es muy
preciso cuando el MAPE es menor a 10, preciso cuando esta entre 10 y 20, razonable

cuando esté entre 20 y 50 e inexacta cuando es mayor a 50
Los pasos de la metodologia empleada se pueden observar en la Figura 5.

Figura 5
Pasos de la Metodologia entre dos modelos de prediccion de demanda
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Nota. Elaboracién propia.
Resultados

Para el producto ensalada, el mejor modelo fue el SARIMA con un MAPE de 13 y un
RMSE de 949 seguido del LSTM con un MAPE de 14 y un RMSE de 1009. Para los tomates,
el mejor desempefio lo tuvo el LSTM con un MAPE de 44 seguido del SARIMAX con 48 y un
RMSE de 1170 y 1163 respectivamente. En el caso de las papas gan6 el LSTM con un MAPE
de 15 y un RMSE de 1184 seguido del SARIMA con 25 y 1626 respectivamente. Por ultimo,
para el pepino, gan6 el SARIMA con 16 de MAPE y 2854 para RMSE, seguido del SARIMA
con un 35y 4502 para cada indicador.

Un segundo caso fue cuando se entreno el modelo SARIMA y se incluyo la existencia
de promociones como variable externa. A excepcion del tomate, para los otros tres productos
se obtuvo reducciones de entre 12.5% a 53% respecto al MAPE cuando se incluy0 esta nueva

variable.
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Conclusiones

El articulo proporciona informacion valiosa sobre el uso de andlisis predictivos para la
prevision de la demanda en SCM minorista y sugiere enfoques hibridos para mejorar la calidad
de la prevision a nivel de tienda y por ende aumentar las ventas y reducir el desperdicio de
productos. Esto debido a que los resultados del estudio muestran que ambos modelos
produjeron resultados de razonables a buenos. En general, LSTM tuvo mejores resultados para
productos con demanda estable, mientras que SARIMA mostré mejores resultados para
productos con comportamiento estacional. Ademas, el estudio compard los resultados con
SARIMAX agregando el factor externo de promociones y encontr6 que SARIMAX tuvo un

desempefio significativamente mejor para los productos con promociones.

Se utilizd el método SARIMAX, agregando promociones como Vvariable externa al
modelo SARIMA, y se encontré una mejora significativa en los resultados. Sin embargo, se
sugiere considerar otros factores externos influyentes para mejorar ain mas la calidad del
pronostico. Se destacé la importancia de comprender las limitaciones de los datos, asi como los

conocimientos comerciales y temporales antes de realizar analisis.

Antecedente 4: Demand forecasting model for times-series pharmaceutical data using

shallow and deep neural network model (Rathipriya et. al., 2022)
Resumen

El articulo presenta un modelo de red neuronal superficial y profunda para predecir la
demanda de ocho grupos diferentes de productos farmacéuticos. Se utiliza el error cuadratico
medio (RMSE) y el porcentaje de error (PE) para evaluar la precision predictiva del modelo de
prevision de la demanda (DFM). Ademas, se recomiendan estrategias de ventas y marketing
basadas en los efectos de tendencia/estacional de los diferentes grupos de productos
farmaceéuticos. Los resultados muestran que el DFM basado en redes neuronales profundas tiene
una precision predictiva significativamente mejor que el DFM basado en redes neuronales

superficiales, con un RMSE normalizado del 7,5% y un PE del 8,2%.
Problema

El problema que aborda el articulo es la prediccion de la demanda de productos
farmacéuticos utilizando modelos de prondstico de demanda de series temporales basados en

redes neuronales superficiales y profundas, y comparar su rendimiento con los modelos
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estadisticos tradicionales como ARIMA y modelos de redes neuronales poco profundas. El

objetivo es proporcionar recomendaciones potencialmente Gtiles a la industria farmacéutica

para mejorar su planificacion de la produccién y la gestion de inventarios.

Objetivo

e Desarrollar una metodologia para seleccionar los mejores modelos de pronostico de
demanda para datos farmacéuticos utilizando modelos estadisticos y de redes
neuronales para una base de datos de ventas de series temporales.

e Investigar si los métodos de red neuronal superficial y profunda conducen a una
prediccion mas precisa de la demanda de farmacos ATC que los modelos de redes no
neuronales.

e Investigar el rendimiento del modelo ARIMA, Shal-Modelos de red neuronal baja y red
neuronal profunda al tratar con conjuntos de datos de series temporales.

e Proporcionar recomendaciones potencialmente Utiles a la industria farmacéutica para
mejorar su planificacién de la produccion y la gestion de inventarios.

Metodologia

La metodologia propuesta en el articulo consta de los siguientes pasos:

Recopilacion de datos: se recopilaron datos de ventas de 57 farmacos de una empresa
farmacéutica durante un periodo de 5 afios.

Anélisis teméatico de tratamiento quimico anatémico (ATC): los 57 farmacos se
clasificaron en ocho secciones de analisis tematico de tratamiento quimico anatomico
(ATC).

Seleccion de modelos de prondstico de demanda: se seleccionaron varios modelos de
prondstico de demanda, incluidos modelos estadisticos como ARIMA y modelos de
redes neuronales superficiales y profundas como RBF_NN, P_NN, GR_NN, LSTM y
Stacked LSTM.

Implementacion de modelos de prondstico de demanda: se implementaron los modelos
seleccionados y se ajustaron los parametros y hiperparametros.

Evaluacion del rendimiento del modelo: se evalud el rendimiento de cada modelo
utilizando medidas de error de prondéstico como el error absoluto medio (MAE), el error

cuadratico medio (MSE) y el coeficiente de determinacion (R2).
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e Comparacién de modelos: se compararon los modelos de prondstico de demanda
seleccionados y se identificod el modelo mas preciso para predecir la demanda de
farmacos ATC.

e Andlisis de resultados: se analizaron los resultados y se proporcionaron

recomendaciones para mejorar la planificacion de la producciéon y la gestion de
inventarios en la industria farmacéutica.

Los pasos de la metodologia empleada por el estudio se pueden observar seguidamente, en la
Figura 6.

Figura 6
Flujo de trabajo de la metodologia propuesta
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Nota. Springer-Verlag London Ltd (06 de octubre del 2022). Computacion neuronal y
aplicaciones. https://doi.org/10.1007/s00521-022-07889-9(0123456789().,-volV)(0123
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Resultados

El modelo LSTM multicapa tuvo un rendimiento de prediccion mas robusto que el
modelo CNN y los modelos estadisticos tradicionales como ARIMA. Los modelos de redes
neuronales superficiales y profundas, como RBF_NN, P_NN, GR_NN, LSTM y Stacked
LSTM, tuvieron un rendimiento de prediccién mas preciso que los modelos de redes no
neuronales. EI modelo LSTM multicapa fue el modelo mas preciso para predecir la demanda
de farmacos ATC. Se proporcionaron recomendaciones para mejorar la planificacion de la
produccidn y la gestion de inventarios en la industria farmacéutica, como la implementacion de
modelos de prondstico de demanda basados en redes neuronales superficiales y profundas y la

segmentacion de los datos de ventas por categorias de farmacos ATC.
Conclusiones

La conclusion del articulo es que los modelos de pronostico de demanda basados en
redes neuronales superficiales y profundas, como RBF_NN, P_NN, GR_NN, LSTM y Stacked
LSTM, son mas precisos que los modelos de redes no neuronales y los modelos estadisticos
tradicionales como ARIMA para predecir la demanda de farmacos ATC. Ademas, se encontrd
que el modelo LSTM multicapa fue el modelo mas preciso para predecir la demanda de
farmacos ATC. Se proporcionaron recomendaciones para mejorar la planificacion de la
produccion y la gestion de inventarios en la industria farmacéutica, como la implementacion de
modelos de prondstico de demanda basados en redes neuronales superficiales y profundas y la
segmentacion de los datos de ventas por categorias de farmacos ATC. En general, el estudio
demuestra que los modelos de redes neuronales pueden ser una herramienta valiosa para la

industria farmacéutica en la planificacion de la produccion y la gestion de inventarios.

2.2 Bases Tedricas

2.2.1. Demanda

Segun Elvira Arboleda, La demanda del mercado refleja las preferencias y
requerimientos de un conjunto de individuos en un area especifica, la cual esta moldeada por
sus intereses, requisitos y tendencias. (2021, p.4). De este modo surge la ley de la demanda que,
en condiciones constantes, establece una relacion inversa entre la cantidad necesitada por las

personas Yy el precio de los productos ofertados. Asi, cuando el precio de un articulo sube, los
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consumidores muestran una menor disposicién a pagar mas por ese articulo en particular, lo

que resulta en una reduccion de la demanda del mismo.

Desde el punto de vista de otros autores, el investigar las necesidades esenciales
significa evaluar en términos de unidades fisicas o valores monetarios, las variables que, en el
contexto del mercado, microentorno y macroentorno, ejercen influencia sobre ello para

proyectar las tendencias futuras anticipadas (Diez de Castro y Landa, 1994, p. 70).

Para Samuelson y Nordhaus (2010), la demanda es un principio fundamental en el
campo de la economia y desempefia un rol significativo en la fijacién de precios y la
distribucion eficiente de recursos en una economia basada en el mercado. Es importante
destacar que la demanda no solo se trata de la cantidad que los consumidores desean, sino

también de su capacidad y disposicion para pagar por ello.

Esto significa que, si bien una persona puede desear algo, si no tiene los medios
econdmicos para adquirirlo, no se considera parte de la demanda efectiva. Por ende, la
comprension de la demanda es esencial para comprender la dindmica entre consumidores y
productores, asi como para la determinacion de precios y niveles de produccion en un mercado.
Adicionalmente, juega un papel crucial en las decisiones tomadas por empresas, gobiernos y

otras entidades respecto a la produccion y distribucion de bienes y servicios.

La curva de demanda, por su parte, representa la correlacion entre el precio de un bien
0 servicio especifico y el nivel de demanda por parte de los consumidores en un momento y
grupo de poblacion determinados. Esta curva ilustra cuanto de un bien es solicitado en un
periodo de tiempo especifico por un grupo de personas especifico, lo cual se puede apreciar en
la Figura 7.
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Figura 7
Curva de demanda
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Q Cantidad

Nota. Extraido de zona econdmica. https://m.zonaeconomica.com/demanda

Tipos de demanda

Hay varios tipos de demanda y cada una describe situaciones particulares en las que los
consumidores estan dispuestos a comprar ciertos bienes o servicios. A continuacion, se resumen

las principales:

1. Demanda individual: Es la cantidad de un bien o servicio que un consumidor u
organizacion esta dispuesto y puede comprar a diferentes precios durante un periodo de

tiempo especifico.

2. Demanda de mercado: Es la sumatoria de las demandas individuales de todos los

consumidores u organizaciones en un mercado particular para un bien o servicio.

3. Demanda agregada: Es la cantidad total de bienes y servicios demandados en una

economia en un momento dado y a un precio determinado.

4. Demanda efectiva: Se refiere a la cantidad de bienes y servicios que realmente compran

los consumidores, teniendo en cuenta sus capacidades financieras.

5. Demanda potencial: Es la cantidad de un bien o servicio que un consumidor esta
dispuesto a comprar si dispone de recursos suficientes. Podria ser mayor que la demanda

real porque algunos consumidores pueden querer comprar mas de lo que pueden pagar.

6. Demanda ineléstica y eléstica: Se refiere a la sensibilidad de la cantidad demandada a

los cambios en el precio. Si la demanda es ineléstica, los consumidores compraran


https://m.zonaeconomica.com/demanda

28

aproximadamente la misma cantidad incluso si el precio cambia significativamente. Si es

elastico, los consumidores reaccionan fuertemente a los cambios de precio.

7. Demanda de bienes sustitutos y complementarios: Los bienes sustitutos son bienes
que pueden usarse uno en lugar de otro (por ejemplo, mantequilla y margarina), mientras
que los bienes complementarios son bienes que se consumen juntos (por ejemplo, café y

margarina).

8. Demanda de bien normal e inferior: Son bienes cuya demanda incrementa a medida
gue aumenta la renta del consumidor, mientras que los bienes inferiores son bienes cuya

demanda disminuye a medida que aumenta la renta del consumidor.

9. Demanda estacional: Se refiere a habitos de compra que estan influenciados por

factores estacionales, como las estaciones o los dias festivos.
Factores que influyen

La demanda de un bien o servicio esta influenciada por muchos factores diferentes y el
precio es uno de los determinantes mas importantes. Sin embargo, hay otros factores
importantes que también desempefian un papel importante a la hora de determinar la cantidad
de un bien o servicio que un consumidor esta dispuesto y es capaz de comprar. Aqui detallo

algunos de los factores clave que influyen en la demanda:
Precio

En lo que respecta al valor monetario, el precio se puede definir como la suma de dinero
desembolsada por un producto o servicio. (Kotler & Armstrong, 2008). Por consecuente,
representa el monto de dinero que es equivalente a la valoracion completa que los consumidores
hacen a cambio de los beneficios que obtienen al poseer o utilizar un producto o servicio. Por
otra parte, el valor de un producto esta determinado por la percepcién que el consumidor tiene
de su imagen. (Bonta, P. & Faber, M., 2003).

Precios de bienes relacionados:

e Sustitutos: Un incremento en el costo del articulo podria ocasionar un aumento en la
demanda del sustituto, y a su vez, una reduccion en la demanda del producto original (y

viceversa).
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e Complementos: Un incremento en el precio de uno puede disminuir la demanda del

otro. (y viceversa).

Oferta

Se refiere a la cantidad de un bien o servicio que un productor esta dispuesto a ofrecer
en el mercado a diversos precios durante un intervalo de tiempo especifico. (Mankiw, 2018).
Esta cantidad aumentara a medida que su precio aumente y disminuird a medida que su precio
disminuya. (Samuelson y Nordhaus, 2010). Esta relacion directa se debe a que a medida que el
precio aumenta, los productores encuentran mayor incentivo para poner a disposicion mas
unidades del bien o servicio en el mercado ya que la produccién se vuelve més rentable para

ellos.

Una oferta elastica indica que la cantidad ofrecida es altamente sensible a cambios en
el precio, mientras que una oferta inelastica indica que la sensibilidad es menor. (Varian, 2014).
No obstante; ademas del precio, la oferta esta influenciada por diversos factores como los costos
de produccion, los precios de los insumos, la tecnologia, la capacidad de produccion de las

empresas Yy las expectativas del mercado.

Esta relacion entre el precio y la cantidad ofrecida se representa graficamente en lo que
se conoce como la curva de oferta. Esta ilustra la cantidad de un bien o servicio que los
productores estan dispuestos a ofrecer en el mercado a diferentes niveles de precios,
manteniendo constantes otros factores que pueden influir en la oferta. Cabe sefialar que la oferta
no es estatica y puede cambiar con el tiempo debido a modificaciones en los factores que afectan

la produccion.
Calidad del producto

La calidad implica un proceso de mejora constante en el que todos los departamentos
de la empresa trabajan para satisfacer o anticipar las necesidades del cliente, participando de

manera activa en el desarrollo del producto o en la provision de servicios. (Alvarez, 2006).

La calidad tiene muchas vertientes, pero todas contienen palabras que son claves para
una definicién comun: satisfaccion de necesidades, expectativas, percepciones, cualidades o
caracteristicas. Con base en esas palabras, podemos definirlo como “La satisfaccion
proporcionada por las caracteristicas de un producto o servicio se alinea con las expectativas

del consumidor especifico de un producto o servicio de alto nivel de calidad.”. (Lopez, 2005).
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Competencia

Villa 'y Poblete (2004, p.8) afirman que la competencia implica “rendir eficazmente en
situaciones auténticas y desafiantes” por lo que requiere la combinacion y aplicacion de
conocimientos, destrezas, actitudes y principios. Al respecto, Jaume Sarramona nos indica que

la competencia implica:

La integracion de conocimientos, habilidades y actitudes que capacitan a una persona
para desempefiarse de manera efectiva en una situacion. Por lo tanto, las habilidades
tienen un componente préctico definido, aunque su utilidad no se limite Gnicamente a

una perspectiva préactica. (Sarramona, 2007, p.32).

Medina (2009, p.13) indica que el crecimiento de habilidades debe abarcar "lo que
necesitamos adquirir de conocimiento, cdmo debemos implementar y poner en marcha lo
aprendido, ademas de nuestras actitudes, sentimientos, emociones y valores que respaldan el
proceso de ensefianza y aprendizaje”. En la misma linea, Sevillano (2009, p.7) menciona que
las competencias abarcan "valores, actitudes y motivaciones, asi como conocimientos,
capacidades, habilidades y destrezas, todos los cuales forman parte de la naturaleza humana" y
se aplican en un contexto especifico, donde la persona se involucra y colabora, identificAndose

como alguien que esta en constante proceso de aprendizaje y mejora a lo largo de su vida.

Zabalza (2003, p.70) afirma que las competencias se refieren al "conjunto de
conocimientos y destrezas que las personas requieren para llevar a cabo una actividad
especifica". Asimismo, Lopez, (2016), en su investigacion brinda un mayor alcance sobre la

definicion de competencia, el cual se puede apreciar con mayor detalle en la Figura 8.
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Figura 8
Examinando el contenido de las definiciones de competencia.
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Nota. Extraida de L6pez (2016)

Gustos y preferencias

“La preferencia es principalmente un fendémeno conductual basado en las emociones.
Para los individuos, este enfoque puede llevar a diversas acciones como dar comentarios
favorables, comprar productos, cambiar de religion, etc.” (Zajonc y Markus, 1982; Holbrook y
Hirschman, 1982; Holbrok y Corfman, 1984).

Los gustos del consumidor se refieren a preferencias personales y subjetivas que
determinan las elecciones de consumo de un individuo. Estos gustos estan influenciados por
factores culturales, sociales y personales, y juegan un papel importante a la hora de determinar
qué bienes y servicios se consideran deseables. (Samuelson y Nordhaus, 2010).

Las preferencias de los consumidores cambian con el tiempo debido a factores como la
moda, las tendencias y los cambios culturales. Estas preferencias pueden influir en los habitos

de compra y la demanda de determinados bienes y servicios. (Krugman y Wells, 2009).
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Métodos de planificacion tradicionales

e Planificacion a corto plazo: Se centra en actividades y decisiones que deben tomarse
en el corto plazo, generalmente dentro de un afio. Implica asignar recursos y realizar
tareas especificas para lograr objetivos inmediatos. (Koontz y Weihrich, 2006).

e Planificacion a mediano plazo: Centrada en el periodo de mediano plazo, la
planificacion a mediano plazo se centra en identificar estrategias y tacticas para lograr
las metas establecidas a corto y largo plazo. Puede durar de uno a cinco afos. (Koontz
y O'Donnell, 1976).

¢ Planificacion a largo plazo: Este método implica identificar metas y objetivos a largo
plazo, que pueden abarcar varios afios o incluso décadas. Se basa en predicciones y
pronosticos sobre el futuro y busca establecer una direccion clara para la organizacion.
(Drucker, 1954).

2.2.2. Series de tiempo

2.2.2.1. Definicién

Una serie de tiempo es una secuencia de puntos de datos u observaciones que se recogen
y registran a intervalos de tiempo especificos. Estos intervalos pueden ser anuales, mensuales,
semanales, diarias, horarias, de minutos e incluso de segundos, dependiendo de la situacion. Un

ejemplo de grafica de serie de tiempo se puede observar en la Figura 9.

Asimismo, de acuerdo con Mercado et al. (2015), se define a una serie de tiempo como
un conjunto de observaciones, las cuales estan ordenadas en el tiempo, ademas, representa el
cambio de una variable que puede ser de tipo econdémico, fisico, bioldgico, etc. a lo largo de un
determinado periodo.

Las series de tiempo se analizan a fin de conocer su patron de comportamiento, para asi
poder prever su evolucidn, teniendo en cuenta que las condiciones no han de variar de forma
significativa. Si bien es cierto, el comportamiento de las series de tiempo se puede observar
gréficamente en la mayoria de los casos; sin embargo, existen casos en los que no se cumple
esta condicion, por lo que ciertos movimientos o variaciones caracteristicas pueden medirse por

separado. A dichas variaciones se les conoce como componentes de una serie de tiempo.
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Figura 9
Gréfica de una serie de tiempo
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Nota. Extraido de Rojas-Jimenez, (2022). Ciencia de Datos para Ciencias Naturales

2.2.2.2. Componentes

2.2.2.2.1. Tendencia

Este componente presenta un movimiento ascendente o descendente constante durante
un periodo prolongado. Dichas tendencias pueden ser lineales, no lineales o presentar otros
patrones. Como ejemplo se puede mencionar el precio de las acciones de una empresa que

aumentan gradualmente a lo largo de los afios.

2.2.2.2.2. Estacionalidad

La estacionalidad se produce cuando un fendmeno, el cual ocurre a lo largo del tiempo,
tiende a repetirse en cada mismo periodo temporal. (Silva, 2023). Es decir, presenta
fluctuaciones regulares a intervalos fijos, que a menudo corresponden a una época en

especifico, ya sea afio, mes, semana, etc.

Por ejemplo, la venta de ciertos productos suele ser estacional, puesto que su demanda

se incrementa en determinadas temporadas. Productos tales como los helados, ropa de invierno,
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etc., se venden mas en ciertas temporadas del afio, mientras que el resto del afio su venta

disminuye.

El analisis de la estacionalidad es importante para poder hacer correlaciones con los
datos de otras series de tiempos. Por ejemplo, si se incrementa la demanda del helado, el

consumo de madera de palitos de helado también se incrementara.

De acuerdo con Silva (2023), existen dos tipos de estacionalidad, los cuales se detallan a

continuacion:

e Aditiva: Una serie de tiempo es aditiva cuando tienen fluctuaciones o variaciones
estacionales mas o menos constantes, independientemente del nivel global de la serie.
(Silva, 2023). Asimismo, no hay variacion en la amplitud o frecuencia de las olas, como
se puede ver en la Figura 10. Considerando la formula matematica, los valores se suman,

tal como se puede observar a continuacion:

Ecuacion 1
Formula para una ecuacion aditiva

y(t) = Nivel + Tendencia + Estacionalidad + Ruido (1)

Figura 10
Estacionalidad aditiva
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Nota. Extraido de Silva, I. (05 de abril del 2023). Series temporales: Tipos de estacionalidad.

Alura LATAM. https://www.aluracursos.com/blog/tipos-de-
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e Multiplicativa: Por otro lado, se dice que una serie de tiempo es multiplicativa cuando
el tamafio de sus fluctuaciones estacionales varia segun el nivel general de la serie.
(Silva, 2023). Asimismo, si existe variacion en la amplitud, pues se multiplica el valor

de estacionalidad, como muestra la Figura 11.

Ecuacion 2
Formula para una ecuacion multiplicativa

y(t) = Nivel * Tendencia * Estacionalidad * Ruido (2)

Figura 11
Estacionalidad multiplicativa
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Nota. Extraido de Silva, 1. (05 de abril del 2023). Series temporales: Tipos de estacionalidad.

Alura LATAM. https://www.aluracursos.com/blog/tipos-de

estacionalidad#:~:text=Decimos%20que%20una%?20serie%20temporal, mes%20determinado
%20a%20cada%20a%C3%B1o.

2.2.2.2.3. Residuales

El residual es un componente de la serie de tiempo que recoge las fluctuaciones
irregulares que surgen a causa de fenomenos impredecibles, tales como incremento anormal de

la demanda de un producto de una empresa, huelgas, desastres, etc.

Son estos valores los que quedan después de eliminar los componentes estacionales,
tendenciales y ciclicos de la serie de tiempo. Se calcula empleando el resto de las componentes

de la serie y considerando su esquema de composicion.


https://www.aluracursos.com/blog/tipos-de%20estacionalidad#:~:text=Decimos%20que%20una%20serie%20temporal,mes%20determinado%20a%20cada%20a%C3%B1o
https://www.aluracursos.com/blog/tipos-de%20estacionalidad#:~:text=Decimos%20que%20una%20serie%20temporal,mes%20determinado%20a%20cada%20a%C3%B1o
https://www.aluracursos.com/blog/tipos-de%20estacionalidad#:~:text=Decimos%20que%20una%20serie%20temporal,mes%20determinado%20a%20cada%20a%C3%B1o
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2.2.2.2.4. Estacionariedad

Perkthold et. al. (2023) sefialan que la estacionariedad se da cuando las propiedades de una
serie de tiempo como la varianza y la covarianza no cambian con el tiempo. Asi, dado que
algunos modelos requieren que las series sean estacionarias. Al respecto, Shanthababu Pandian
(2023) precisa que para que un conjunto de datos sea considerado estacionario debe cumplir
con las siguientes pautas generales sin presentar componentes de tendencia, estacionalidad,

ciclos o irregularidades en la serie temporal:

e El promedio de los datos debe mantenerse invariable a lo largo del anélisis.
e Lavariacion debe permanecer constante en relacion al periodo de tiempo.

e Lacovarianza se utiliza para cuantificar la relacion entre dos variables.

Por el contrario, cuando estas propiedades cambian con el pasar del tiempo, la serie se
considera no estacionaria. Esto es importante debido a que, de acuerdo al tipo de estacionalidad,
existen modelos que se adaptan mejor. A continuacion, en la Figura 12, observamos la

diferencia de forma grafica:

Figura 12
Serie de tiempo estacionaria vs no estacionaria
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Nota. Disefiado por Shanthababu Pandian y extraido de Analytics Vidhya. https://av-eks-
blogoptimized.s3.amazonaws.com/99388Stationary%20Vs%20Non-Stationary.png

Amat y Escobar (2021) sefialan que para determinar si una serie de tiempo es

estacionaria, se pueden emplear tres tipos de métodos: inspeccion de la serie temporal (buscar


https://av-eks-blogoptimized.s3.amazonaws.com/99388Stationary%20Vs%20Non-Stationary.png
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una tendencia estacional visualmente), valores estadisticos (comparar valores estadisticos de
distintos fragmentos de la serie) y pruebas estadisticas (tests como la prueba Dickey-Fuller

aumentada o la prueba Kwiatkowski-Phillips-Schmidt-Shin KPSS).
2.2.2.3. Prueba de Hipotesis

Masaji (2023) define a la Prueba de hipdtesis como un proceso estadistico en el que se
analiza una teoria o hipoétesis correspondiente a una poblacion haciendo uso de datos de
muestra. Es decir, se analiza una muestra para evaluar la plausibilidad de una hipotesis de una

poblacion.
Parametros

e Hipdtesis nula (HO): Se refiere a la afirmacion inicial acerca del pardmetro de una
poblacion, que se asume como verdadera a menos que se disponga de pruebas
convincentes que indiquen lo contrario.

e Hipodtesis alternativa (H1): Es una declaracion opuesta a la hipotesis nula y se acepta
Unicamente si se retinen pruebas solidas a su favor, desafiando asi la hipétesis nula.

e Valor p (p-valor): Es un indicador estadistico que indica la probabilidad de obtener
resultados tan extremos 0 mas extremos que los observados, suponiendo que la hip6tesis
nula sea verdadera. Un valor bajo indica una fuerte evidencia en contra de la hipotesis
nula.

¢ Nivel de significancia (a): Es un valor predefinido que determina el punto de corte para
decidir si se acepta o rechaza la hipétesis nula. Comunmente se establece en 0.05, lo
que implica que si el valor p es menor que a, la hipdtesis nula es rechazada.

e Estadistico de prueba: Es un resultado derivado de la informacién recopilada y se
emplea para determinar si la hipotesis nula debe ser descartada. La eleccion del
estadistico de prueba puede variar segun el contexto especifico.

e Region critica: Se refiere al intervalo de valores del estadistico de prueba en el cual, si
este se encuentra dentro de dicho intervalo, conllevara al rechazo de la hipdtesis nula.

e Error tipo I: Es la equivocacion que ocurre al rechazar erroneamente la hipotesis nula
cuando es realmente cierta. Esta asociado con el nivel de significancia a.

e Error tipo Il: Es el fallo que se produce al no rechazar la hipétesis nula cuando en

realidad es falsa. La probabilidad de incurrir en este error se representa como J3.
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Interpretacion de resultados

Cuando se lleva a cabo una prueba de hipdtesis, se analizan la hip6tesis nula (HO) y la
hipdtesis alternativa (H1) utilizando los datos recopilados. Si el valor p calculado es inferior al
nivel de significancia (o) previamente establecido, generalmente 0.05, se descarta la hipotesis
nula en favor de la hipdtesis alternativa. Esto indica que hay pruebas contundentes que
respaldan la afirmacion de la hipdtesis alternativa. Por el contrario, si el valor p es mayor que
a, no hay suficiente evidencia para rechazar la hipdtesis nula, lo que sugiere que los datos no
respaldan la hipotesis alternativa. La interpretacion final depende de la relacion entre el valor p
y el nivel de significancia, y esto determina si se acepta o rechaza la hipotesis nula,
influenciando en ultima instancia las decisiones basadas en los resultados de la prueba.

2.2.2.3.1. Prueba de Augmented Dickey Fuller (ADF)

Segun Amat y Escobar (2021), esta prueba se basa en la suposicion de que la serie posee
una raiz unitaria, lo que implica que no es estacionaria. Es una evaluacion de la presencia de

una raiz unitaria, donde la hipdtesis nula postula que o=1. (Prabhakaran, 2019):

Si la hipotesis nula asume que hay una raiz unitaria (¢=1), entonces el valor p obtenido
debe ser menor que el nivel de significancia (por ejemplo, 0,05) para rechazar dicha hipétesis.

Esto sugiere que la serie es estacionaria. (Prabhakaran, 2019).

Ecuacion 3
Ecuacion de la Prueba Augmented Dickey Fuller (ADF)

Ve =C + ‘Bt + aye_1 + (plAYt—l + (DZAYt—Z-l_' . +(ppAYt—p + e (3)

Donde:

y.: el valor de la serie de tiempo
c: constante

B coeficiente que multiplica el tiempo t y modela una tendencia lineal en la serie de tiempo
a: coeficiente que representa el efecto de la observacion anterior

D,,9P,,..., P, coeficientes que modelan la dependencia de la serie con las variaciones de sus

valores pasados
AY,_ 1,4Y_,,...,AY,_,: diferencia en el valor de la serie de tiempo t-1, t-2, etc.
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e.: término del error, que representa la parte estocastica o aleatoria de la serie de tiempo
Posterior a la verificacion de hipétesis se concluye lo siguiente:

e Hipotesis nula (HO): La serie tiene una raiz unitaria, no es estacionaria.

e Hipdtesis alternativa (H1): La serie no tiene raiz unitaria, es estacionaria.
2.2.2.3.2. Prueba Prueba de Kwiatkowski-Phillips-Schmidt-Shin (KPSS)

Amat y Escobar (2021) mencionan que la prueba KPSS evalla si una serie de tiempo
exhibe estacionariedad alrededor de una media o una tendencia lineal. En este andlisis, se
plantea como hipétesis nula que la serie es estacionaria, por lo tanto, cuando los valores de p
son bajos, como, por ejemplo, inferiores a 0.05, se rechaza la hipétesis nula, lo que indica la
necesidad de aplicar técnicas de diferenciacion. Perktold et. al. (2023), por su lado, sefialan que
en esta prueba la hipotesis nula y alternativa son opuestas a las de la prueba ADF. Posterior a

la verificacion de hipdtesis se concluye lo siguiente:

e Hipdtesis nula (HO): El proceso es estacionario en tendencia.

e Hipotesis alternativa (H1): La serie tiene raiz unitaria (la serie no es estacionaria).

2.2.2.4. Predicciones multi-step

El proceso de forecasting implica predecir resultados futuros de una serie temporal (ST).
Existen dos formas: primero modelando la ST en base a su comportamiento anterior o

autorregresivo y la segunda consiste en utilizar otras variables externas.

Asimismo, para realizar el entrenamiento del modelo de forecasting, es necesario
transformar la ST en una matriz en la que cada valor se asocia a la ventana temporal (lags) que
le precede. Adicionalmente, también se puede incluir variables exogenas a la ST. En la Figura
13, la cual se muestra a continuacion, se puede observar con mas detalle lo anteriormente
explicado.
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Figura 13
Transformacién de una serie temporal junto con una variable exdgena.
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En el andlisis de series de tiempo, por lo general se busca predecir un intervalo futuro o un
punto alejado en el tiempo. Cada paso de prediccidn es conocido como step. Existen varias

estrategias que permiten realizar predicciones:

e Recursive multi-step forecasting (RMF): Segin Amaty Escobar (2021), para predecir
el momento tn - 1 es necesario contar con el valor de tn—1, para lo cual se realiza un
proceso en el cual cada nueva prediccién hace uso del valor de prediccion anterior
(también conocido como recursive forecasting o recursive multi-step forecasting). A
continuacion, se presenta la Figura 14, en la cual se puede observar el diagrama del

proceso de prediccion multi-step recursivo.

Figura 14
Diagrama del proceso de prediccion multi-step recursivo

- - :- - - - : T Prediccion step 1
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Nota. Extraido de https://cienciadedatos.net/images/diagrama-multistep-recursiva.png
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e Direct multi-step forecasting (DMF): En este método, indican Amat y Escobar (2021),
se entrena un modelo distinto para cada etapa o step de modo que cada prediccion es
independiente de las demas. Es decir, si se quiere predecir n valores de una serie, se

deberan entrenar n modelos, como se muestra en la Figura 15.

Figura 15
Diagrama del proceso de prediccion direct multi-step
1 1 1 1 |
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e === %} Modelo para step 2
&
P ———
Tn oo 1T T T2 DT : Tss Prediccion step 3
W e e e = =
| 1 @ Modelo para step 3

Nota. Extraido de https://cienciadedatos.net/images/diagrama-prediccion-multistep-directa.png

Basicamente, la diferencia entre RMF y DMF radica en que para el primer caso se
genera una prediccion a la vez tomando en cuenta tanto el comportamiento histérico como las
predicciones reales anteriores mientras que para la segunda forma se genera todas las
predicciones a la vez sin tomar en cuenta sin depender de las ultimas predicciones. No obstante,
la principal desventaja de usar el DMF es que es mas complejo de implementar debido, consume
mayores recursos y presenta sensibilidad a errores iniciales, lo que quiere decir que un error en
la prediccion inicial puede propagarse a lo largo de todo el horizonte de prondstico, lo que

puede llevar a predicciones menos precisas si no se abordan adecuadamente.

Por Gltimo, cabe sefialar que la seleccion de una u otra técnica dependera de la naturaleza
de los datos, los objetivos del prondstico y las caracteristicas especificas del problema. Cada
enfoque tiene sus propias ventajas y desventajas, y la eleccion implica analizar cuél se ajusta

mejor a las necesidades del usuario y a la idoneidad del modelo de prondstico.


https://cienciadedatos.net/images/diagrama-prediccion-multistep-directa.png
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2.2.2.3. Modelos predictivos

En este apartado se procedera a describir los principales modelos usados en el mercado
para predecir la demanda. Para el caso de las regresiones, la explicacion sera muy general
debido a que mas adelante en la seccion de Machine Learning se profundizara en ello.

2.2.2.3.1. Regresiones

La regresion es una técnica estadistica que permite cuantificar la relacion entre dos o
mas variables y predecir el valor de la variable dependiente en funcién del valor de las variables
independientes. No obstante, no sélo explica la relacidn entre estas variables, sino que también
permite cuantificar como la variable dependiente cambia cuando cambian las variables

independientes.

2.2.2.3.2. Media mavil simple

La media movil simple es una de las técnicas de analisis de series de tiempo. La Media
Movil (MA) consiste en realizar prondsticos en base a los errores de prevision pasados, cada
valor depende de los valores anteriores y de los errores previos. Estos modelos determinan la

relacién entre el valor actual y los errores de prevision anteriores.

El modelo de media movil es similar al método de regresidn con la diferencia de que se
realiza el ajuste de coeficientes 0 a los errores pronosticados previamente denominados €, o
conocido también como error de ruido blanco. Asimismo, se adiciona un término constante que
es la media (1) y g corresponde al nimero de términos de error, o conocido como orden. A

continuacidn, se presenta su expresién matematica:

Ecuacion 4
Media Movil

Ve= M+ €+ 0,6, + 06 +...+ 60,6 (4)

Donde:

y. - valor de la serie de tiempo en el tiempo t, es decir, la observacion actual en la serie.
u - media de la serie de tiempo y representa el valor promedio de la serie a lo largo del

tiempo.
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€;- término de error en el tiempo t y representa la parte estocéstica o aleatoria de la serie en
ese momento.
01,0,...,0,: coeficientes que representan la influencia de los errores pasados en el valor

actual de la serie.

Cabe destacar que, un requisito indispensable del modelo MA es que requiere que los
datos sean estacionarios, por ende, implica que la varianza y la media deben ser constantes a lo
largo del tiempo. Al respecto, es posible estabilizar la varianza mediante una transformacion
logaritmo o Box-Cox. En la Figura 16, presentada a continuacion, se puede observar un modelo

de grafica de Media Movil.

Figura 16
Modelo de Media Movil (MA)
MA(1)
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Nota. Elaboracion propia.

2.2.2.3.3. SARIMAX

El Modelo SARIMAX (Auto Regresivo Integrado de Medias Movil Estacional con
regresores exogenos) es una extension del Modelo ARIMA (Media Movil Integrada
Autorregresiva) pero que ademas de tener todas las bondades de este ultimo, también tiene la
capacidad de incorporar informacion acerca de variables exdgenas o externas que contribuyen
a la comprension y prediccion de la variable principal de interés. (Sandoval, 2022). De este
modo tiene la capacidad de modelar tanto la estacionalidad como los factores externos, lo que
lo convierte en un modelo mas flexible y adecuado para ciertos tipos de prevision de series
temporales. Para una Unica variable X y una Unica variable y, matematicamente su relacion se

define bajo la siguiente formula:
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Ecuacion 5
Relacion de x,y en el Modelo SARIMAX

yt =[xt + -+ Pkxtk - 1+ plyt — 1+ -+ Pppyt —p (5)
+ 01zt — 1+ ---0qzt —q+ zt

Donde:
X: es una variable exdgena

Z: es un ruido blanco

Asimismo, de acuerdo con Joaquin Amat y Javier Escobar (2023), este modelo se conforma

de tres componentes:

1. Elemento autorregresivo (AR): establece una relacion entre el valor actual y los
valores anteriores (retrasos o lags).

2. Elemento de media movil (MA): asume que el error de prediccion es una suma
ponderada de los errores de prediccién previos.

3. Componente integrado (1): sefala que los valores de la serie original han sido

transformados en la diferencia entre valores consecutivos.

También cabe sefialar que en estos modelos se maneja el concepto de orden que
basicamente se refiere a la cantidad de componentes autorregresivos (AR), de media movil
(MA) y de diferenciacion (1) que se usan en el modelo. Estos 6rdenes especifican cuantos pasos
en el tiempo hacia atras se consideran al modelar una serie temporal. Es asi que la formula para

un modelo SARIMAX, a nivel de orden, es la siguiente:

Ecuacion 6
Modelo SARIMAX

SARIMAX(p,d,q) = (P,D,Q,s) (6)

Donde (Edel, 2020):

p: el orden de la parte autorregresiva de la serie temporal.

d: el grado de diferenciacion de la serie temporal (el nimero de veces que se han restado los
valores consecutivos para lograr la estacionariedad).

g: el orden de la parte de promedios maviles de la serie temporal.

P: el orden de la parte autorregresiva estacional.
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D: el grado de diferenciacién estacional (el nUmero de veces que se han restado los valores en
el mismo periodo de estacionalidad para lograr la estacionariedad).
Q: el orden de la parte de promedios moviles estacionales.

s: el nimero de periodos en cada temporada o ciclo estacional.

Cabe sefalar que cuando los valores de P, D, Q y m son nulos, y no se incorporan
variables exdgenas, el modelo SARIMAX se convierte en un ARIMA equivalente. (Amat y
Escobar, 2023).

Finalmente, cabe precisar que SARIMAX constituye una version avanzada de ARIMA y

ofrece las siguientes ventajas:

e Posee la capacidad de manejar series de tiempo con patrones estacionales y no
estacionales, a través de la incorporacién de términos autorregresivos estacionales y de
medias moviles.

e Permite incluir variables exdgenas con el fin de detectar las influencias externas en las
series de tiempo.

e Provee un marco mas completo para realizar las predicciones, mas atn cuando los datos

presentan estacionalidad y factores externos.

2.2.3. Machine Learning

Machine Learning, segin Harrington (2012), se define como el proceso de convertir
datos en informacion mediante la aplicacion de técnicas computacionales que permiten
aprender patrones y tomar decisiones basadas en estos patrones. En la mayoria de los casos, la
informacidn deseada no es evidente a simple vista en los datos brutos, y es necesario utilizar

algoritmos y modelos de Machine Learning para extraer conocimiento significativo.

Esta disciplina, continta el autor (Harrington, 2012), se sitGa en la interseccion de la
informatica, la ingenieria y la estadistica, y tiene aplicaciones en una amplia variedad de
campos, desde la deteccion de correo no deseado (spam) hasta la geociencia y la politica. El
Machine Learning utiliza principios estadisticos para abordar problemas en los que la solucion
no es determinista y no puede ser modelada de manera completa debido a la complejidad del

problema o la falta de datos suficientes.

En muchas disciplinas, como las ciencias sociales, no siempre es posible predecir los

resultados con certeza absoluta, y alcanzar una tasa de precision a partir del 70% se considera
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un éxito. Esto se debe a la naturaleza compleja y variable de muchos problemas, como el
comportamiento humano, que puede ser dificil de modelar deterministicamente debido a las

diferencias individuales en las preferencias y valores de las personas.
2.2.3.1. Relacion con Inteligencia Artificial

Segun Alzubi et. al. (2018), el Machine Learning es una categoria de la Inteligencia
artificial. La inteligencia artificial es un campo mas amplio que engloba diversas técnicas y
enfoques para permitir que las computadoras realicen tareas que de otro modo requeririan la

intervencion humana y muestren ciertos niveles de inteligencia en su funcionamiento.

En este contexto, el Machine Learning se considera una subdisciplina de la inteligencia
artificial que se centra en la capacidad de las computadoras para aprender y mejorar su
desempefio en una tarea especifica a través de la experiencia o los datos, sin necesidad de una
programacion explicita. En otras palabras, el Machine Learning es una forma especifica en la
que la inteligencia artificial se pone en préctica, permitiendo que las computadoras aprendan a
partir de datos y experiencias previas para realizar tareas con mayor precision.

2.2.3.2. Tipos de Aprendizaje

2.2.3.2.1. Aprendizaje no supervisado

Jung (2022) explica que los métodos de aprendizaje no supervisados en Machine
Learning se caracterizan por su capacidad para aprender patrones y estructuras intrinsecas en
los conjuntos de datos sin requerir el conocimiento de los valores de etiquetas asociados a cada
punto de datos. En este enfoque, no es necesario contar con un maestro o un experto en el
dominio que proporcione etiquetas para formar un conjunto de entrenamiento. En particular,
Jung (2022) menciona que existen dos grandes familias de meétodos de aprendizaje no

supervisados:

e Meétodos de clustering: Su principal tarea es agrupar los puntos de datos en conjuntos
o clusteres. La caracteristica fundamental de estos métodos es que los puntos de datos
dentro de un mismo cluster deben ser mas similares entre si que con los puntos de datos
que se encuentran fuera del claster.

e Feature learning: Se encarga de determinar caracteristicas numéricas de los datos de
manera eficiente. Dos aplicaciones clave de estos métodos son la reduccién de

dimensionalidad y la visualizacion de datos. En la reduccion de dimensionalidad, se
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busca representar los datos en un espacio de menor dimension, lo que ayuda a
simplificar y comprimir la informacion sin perder su esencia. En cuanto a la
visualizacion de datos, se busca encontrar representaciones visuales que permitan

comprender mejor la estructura y las relaciones entre los datos.
2.2.3.2.2. Aprendizaje supervisado

Jung (2022) indica que los métodos de aprendizaje supervisados en Machine Learning
se centran en la tarea de desarrollar modelos predictivos basados en un conjunto de datos de
entrenamiento etiquetados. Cabe precisar que se considera que un punto de datos esta etiquetado
cuando se conoce su valor de etiqueta o clase asociado y que son asignados a través de humanos

expertos.

La tarea fundamental de estos métodos es buscar un modelo que pueda imitar al
anotador humano y permita predecir la etiqueta de un punto de datos exclusivamente a partir
de sus caracteristicas o atributos. Graficamente, como se muestra en la Figura 17, estos métodos
buscan ajustar una curva (el grafico del mapa de prediccién) a los puntos de datos etiquetados
en el conjunto de entrenamiento, minimizando la discrepancia entre las predicciones del modelo

y las etiquetas verdaderas.

Figura 17
Representacion Gréfica de Modelo predictor de etiquetas

label ¥
= .- predictor h(x)
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Nota. Extraido de Jung, Alexander. (2022, p. 30). Machine Learning: The Basics. Springer.
DOI: https://doi.org/10.1007/978-981-16-8193-6.

Para llevar a cabo este ajuste de curva, se utiliza una funcion de pérdida (loss function)

gue cuantifica el error de ajuste. Cabe destacar que los métodos de aprendizaje supervisado
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pueden diferir en la eleccion de la funcion de pérdida utilizada para medir la discrepancia entre

la etiqueta predicha y la etiqueta verdadera de un punto de datos, segiin menciona Jung (2022).

A pesar de que el principio detrds de los métodos de aprendizaje supervisado pueda
parecer sencillo, el desafio en las aplicaciones modernas de Machine Learning radica en la gran
cantidad de puntos de datos y su complejidad. Estos métodos deben ser capaces de procesar
miles de millones de puntos de datos, y cada punto de datos puede estar caracterizado por un
namero potencialmente vasto de caracteristicas. Ademas, menciona Jung (2022), otro desafio
es gue estos métodos deben ser capaces de ajustar mapas predictivos altamente no lineales. Para
abordar esta dificultad, los métodos de aprendizaje profundo (deep learning) utilizan
representaciones computacionalmente convenientes de mapas no lineales a través de redes

neuronales artificiales (artificial neural networks).
2.2.3.3. Modelos supervisados

Los modelos de Machine Learning, segun Jung (2022), son sistemas que buscan
aprender patrones y relaciones en los datos para realizar predicciones o clasificaciones sin ser
programados explicitamente. Estos modelos se basan en datos previamente etiquetados o
etiquetables y se entrenan para desarrollar una hipotesis o regla que relaciona las caracteristicas

de entrada con las etiquetas de salida.

Estos sistemas, continGia Jung (2022), funcionan mediante el aprendizaje de una funcién
o hipétesis que mapea las caracteristicas de entrada (denotadas como X) a las etiquetas de salida
(denotadas como y). Este mapeo se expresa como una funcion h(x) que estima y a partir de X.
El objetivo es encontrar una hipétesis (h) que minimice la diferencia entre sus predicciones y
las etiquetas verdaderas de los datos de entrenamiento. Esto se logra ajustando la hipétesis para

que se adapte mejor a los datos de entrenamiento.

El uso de funciones y algoritmos para aprender la relacion entre las caracteristicas de
entrada y las etiquetas de salida constituyen la parte matematica de los modelos de Machine
Learning. Un componente esencial es la funcion de pérdida (loss function), que cuantifica el
error entre las predicciones del modelo y las etiquetas verdaderas. La féormula general para la

funcién de pérdida es expresada por Jung (2022) como:
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Ecuacion 7
Formula general de funcion de Pérdida

L (y,h(x)) (7)

Donde:

L : funcidn de pérdida.
y: etiqueta verdadera.
h(x): prediccion del modelo.

2.2.3.3.1 Regresion lineal

Considerando un modelo en el que x es el valor correspondiente a la variable
independiente e y el de la variable dependiente, el modelo de regresidn simple se representa de

acuerdo con la siguiente ecuacion:

Ecuacion 8
Regresion lineal simple

Funcion (y) = a + bx (8)

Donde:

y: variable independiente
X: variable dependiente
a: término constante o intercepto

b: coeficiente de la pendiente

A nivel grafico, dicha relacion es presentada en la Figura 18:
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Figura 18
Regresion lineal simple
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Cabe precisar que, de acuerdo a lo mencionado por Zamora, M. & Rending, A. (2011),
la regresion lineal debe cumplir de forma obligatoria con cinco (05) supuestos con el fin de
realizar inferencias estadisticas a partir de las muestras analizadas, estos supuestos son:
Normalidad, Independencia, Homocedasticidad y linealidad. A continuacion, se explica cada

uno de ellos:

a) Normalidad: Los errores exhiben una distribucién normal con una media de ceroy una
varianza (o2) igual a 1; es decir, constante. En otras palabras, los valores de Y se
comportan de acuerdo a una distribucion normal. En el caso de que este supuesto no se
cumpla, antes de desarrollar un modelo de regresion, es posible evaluar la opcién de
aplicar una transformacion a la variable Y para que la nueva variable se asemeje mas a
una distribucion normal.

b) Independencia: Esto significa que dos observaciones diferentes, como los errores ¢; y

g, no tienen una relacion estadistica entre si, lo que implica que el valor de un error no

guarda ninguna relacion con el valor de otro error. Como resultado, los valores de Y

seleccionados de una muestra y los valores especificos de X proporcionados son
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igualmente independientes. No obstante, es importante sefialar que este supuesto puede
no mantenerse cuando se obtienen diferentes observaciones en un mismo individuo en
momentos distintos. Por ejemplo, si se toma el peso de una persona en diferentes
momentos, es probable que exista una correlacion entre los pesos de esa misma persona.
Cuando este supuesto no se cumple, las conclusiones estadisticas pueden carecer de
validez

¢) Homocedasticidad: Este supuesto indica que la variabilidad en los errores ¢; es
uniforme y constante, lo que resulta en que la varianza de Y se mantiene invariable para
diferentes valores fijos de X.

d) Lineal: Este supuesto establece que, una vez que conocemos los valores constantes de
X, las medias de Y siguen una relacion lineal. Esto se expresa de manera simbdlica a
través de la ecuacion Y/X = B, + B1X, en la que B, representa el punto en el que la
media de la variable de respuesta cruza el eje Y cuando la variable explicativa X tiene
un valor de cero. Sin embargo, la interpretacion de o no tiene sentido cuando los valores
de la variable explicativa analizada no incluyen el valor cero. Por su parte, 5, representa

la pendiente de esta linea.
Respecto a las regresiones simples mas usadas, existen tres tipos principales:

e Modelos lineales: Para el caso de variables continuas, se aplica el modelo de regresion
lineal simple y la funcion de y es su media aritmética. La ecuacion es la misma antes

explicada.

Ecuacién 9
Modelo Lineal

y=a+ bx (9)

Donde

y: valor de la prediccion del modelo de regresién
x: valor de la variable independiente
a: constante

b: constante que indica el impacto de x en la prediccion
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e Modelos de regresion logistica: Este modelo se usa en caso de que la variable
dependiente sea cualitativa binaria. La ecuacion que representa la recta de regresion de

la siguiente forma:

Ecuacion 10
Modelo regresion logistica

=— 10
I+e™™* (10)

Donde:
y: prediccién del modelo
x: valor de la variable independiente

2.2.3.3.2. Regresion lineal multiple

Para Cristina Dawson (2021), laregresion lineal multiple (MLR) es la técnica de analisis
de regresion mas frecuente y relevante, empleada para anticipar el valor de una variable en
funcién de dos o mas variables independientes (también Ilamadas variables explicativas). En
tal sentido, su objetivo principal es modelar la relacion lineal entre estas variables
independientes y la variable dependiente que se desea analizar. (Maulud y Abdulazeez, 2020).

Asimismo, sefialan que esta estimacion se realiza mediante la siguiente ecuacion lineal:

Ecuacion 11
Regresion Lineal Multiple

y =By+ Bix+...+Ppx +€ (11)

Donde:

y: variable dependiente, la cual se desea predecir.

B, intercepto o término constante.

B, — Bn: coeficientes de regresion que representan la contribucion de cada variable
independiente.

x: variable independiente.

€: término de error que tiene en cuenta las variaciones no explicadas por la relacion lineal.



53
A nivel gréafico, podemos observar esta relacion con la Figura 19:
Figura 19

Regresion lineal maltiple
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La MLR, segin Maulud y Abdulazeez (2020), es especialmente Util cuando se necesita

considerar mdaltiples variables independientes para comprender mejor la relacion entre estas
variables y la variable dependiente. Permite cuantificar cbmo cada variable independiente
contribuye a la variacion en la variable dependiente.
Al igual en el caso de la regresiéon lineal simple, Dawson (2021) explica que la regresion
maultiple también tiene algunos supuestos que debe cumplir:
e Homogeneidad de la varianza u homocedasticidad: esto implica que asumimos que

la magnitud del error en nuestras predicciones permanece relativamente constante en
diferentes valores de la variable independiente.
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e Independencia de las observaciones: esta premisa establece que las observaciones en
nuestro conjunto de datos son independientes unas de otras y se han obtenido utilizando
métodos estadisticamente apropiados. Cuando dos o més variables independientes estan
fuertemente relacionadas se conoce como multicolinealidad y de no tratarlas se tendria
informacion redundante que podria sesgar los resultados.

e Normalidad: damos por sentado que nuestros datos siguen una distribucion normal.

e Linealidad: presupone que la relacion entre las variables independientes y la variable

dependiente sigue un patrén lineal.
Regresores

Segun Darlington & Hayes (2016) los "regresores™ son todas las variables que se utilizan
para analizar la relacion entre las variables independientes y la variable dependiente, sin hacer
una distincion matematica entre variables independientes y covariables. No obstante, en este
caso nos referimos como regresores a los modelos o técnicas que se aplican a problemas de

regresion. A continuacidon, explicaremos algunos de los mas usados:
Gradient Boosting

Segun lo expresado por Abhiroop Choudhury en 2020, el incremento del gradiente se
presenta como un algoritmo de potenciacién que se fundamenta en la idea de que el préximo
modelo mas efectivo, al ser amalgamado con los modelos previos, reduce al minimo el error de
prediccion global. Para Burrueco (s.f.), se trata de una categoria de algoritmos utilizados tanto
en la tarea de clasificacién como en la de regresion. Estos algoritmos se caracterizan por su
enfogque en combinar modelos predictivos débiles, como los arboles de decision, con el fin de
crear un modelo predictivo robusto. En este proceso, los arboles de decision débiles se generan
de manera secuencial, y cada nuevo arbol se forma para corregir los errores de los arboles
previamente construidos. Este procedimiento da como resultado la creacion de arboles "poco
profundos" con alrededor de dos o tres niveles de profundidad. Un parametro relevante que se
utiliza en este contexto es la tasa de aprendizaje, que mide el grado de mejora de un arbol en

comparacion con su predecesor.
Choudhury (2020) sefiala que este tipo de modelo requiere tres elementos:

e Una métrica de error que se busca minimizar.

e Un predictor ineficiente para realizar pronosticos.
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e Un enfoque aditivo para combinar los predictores ineficientes y reducir la métrica de

error.

A nivel matematico, la idea general consiste en entrenar modelos de forma secuencial, de
modo que cada modelo ajusta los errores de los anteriores. Se ajusta un primer weak learner f;

con el cual se predice la variable respuesta y , como se aprecia a continuacion:

Ecuacion 12
Modelo Weak learner

fi(x) =y (12)

Donde:

f1 (x): primer modelo, weak learner

y: variable de respuesta

Seguidamente se ajusta un nuevo modelo f, para predecir los errores del modelo

anterior y — f;(x), es decir, se intenta corregir los errores del modelo f; .

Ecuacion 13
Modelo de prediccion de errores de Weak learner

fr(x) =~ y—fi (x) (13)

Donde:

f2 (x): nuevo modelo

y — f1(x): error del modelo anterior

El siguiente paso es calcular los errores de los dos modelos de form conjunta
y — f1(x)—f>(x) y se ajusta el tercer modelo f;. Este procedimiento se repite M veces,
asegurando que los modelos subsiguientes reduzcan los errores previos. Sin embargo, existe la
posibilidad de enfrentar el desafio del sobreajuste, que se manifiesta cuando el modelo se ajusta
en exceso a los datos de entrenamiento y, por ende, no puede realizar predicciones precisas en
nuevas observaciones. Afortunadamente, este problema se aborda utilizando un valor de
regularizacion, también conocido como tasa de aprendizaje (1), lo que da como resultado el

siguiente desenlace:
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Ecuacion 14
Learning rate.

y 2 A )+ A6 @)+ Af50)+...+Afn (%) (14)

Donde:

y: variable de respuesta

A : learning rate

f1(x), f2(x).... fm(x) : modelos

Como se menciono anteriormente, este modelo a medida que avanza va corrigiendo los
errores generados por los arboles anteriores. Esta relacion se puede apreciar a través de la Figura

20, en la cual se ejemplifica graficamente dicho proceso.

Figura 20
Gradient Boosting
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Nota. Extraido de https://miro.medium.com/v2/resize:fit:640/format:webp/1*850HtH-
49U70zPpmA5cAaw.png

Cabe destacar que, el algoritmo Gradient Boosting suele presentar mejores resultados
en escenarios tabulares. Asimismo, se destacan las implementaciones de LightBGM vy
XGBoost. Con respecto a XGBoost, constituye una version optimizada de Gradient Boosting.
Esta optimizacion se disefio especificamente para ofrecer un alto rendimiento y es utilizado

frecuentemente en competiciones de ciencia de datos. Se caracteriza por emplear una técnica
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de regularizacion a fin de prevenir el sobreajuste y, asimismo, es capaz de manejar grandes

conjuntos de datos y datos de alta dimensionalidad.
Regresor Ridge

Esta técnica de regularizacion impone una penalizacion al elevar al cuadrado los
coeficientes, lo que resulta en una reduccion proporcional de todos los coeficientes del modelo,
segun sefiala Joaquin Amat (2020). Sin embargo, esta reduccion no llega a hacer que los

coeficientes sean cero.

Esta estrategia proporciona varias ventajas, siendo la mas destacada la reduccion de la
variabilidad. Sin embargo, presenta una desventaja significativa: el modelo resultante asigna
cierto grado de importancia a todos los valores. Esto se debe a que, a pesar de que la
penalizacién incentiva a los coeficientes a acercarse a cero, nunca los lleva completamente a

Cero.

En otras palabras, segln la explicacion de Joaquin Amat en 2022, "Este enfoque logra
minimizar la influencia de los predictores menos relevantes en el modelo final en relacion a la
variable de interés, aunque estos predictores alin mantienen su presencia. Aunque esto no

impacta en la precision del modelo, si puede complicar su interpretacion™.

Ecuacion 15
Funcion de costo

J(0) = MSE + a))i = Infi2 (15)
Donde:

J(0) : Es la funcion de costo.

MSE : Es el Error Cuadratico Medio, que mide la diferencia entre las predicciones del
modelo y los valores reales.

a : Es un hiper pardmetro que controla la fuerza de la regularizacion. Un valor mas grande a
significa una regularizacion mas fuerte.

0 i : Gradiente de iteracién actual
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A medida que el valor de alpha aumenta, se observa un aumento en el nivel de
regularizacion, lo que conlleva a una disminucion en el valor de los coeficientes, lo cual se

puede apreciar en la Figura 21.

Figura 21
Coeficiente del modelo en funcion de la regularizacion

Coeficientes del modelo en funcion de la regularizacion

aipna

Nota. Extraido de Joaquin, Amat (2022)

Multilayer Perceptron (MLP)

De acuerdo con Serafeim (2021), el perceptron multicapa (MLP) es un algoritmo de
aprendizaje automatico supervisado que pertenece a la clase de redes neuronales artificiales
feedforward. Este algoritmo se entrena con datos para lograr aprender una funcion. Dado un
conjunto de caracteristicas y una variable objetivo, el algoritmo aprende una funcion no lineal
ya sea para clasificacion o regresion. Un MLP estd conformado por al menos tres capas de
nodos, exceptuando los nodos de entrada, cada nodo funciona como una neurona que emplea
una funcion de activacion no lineal y presenta multiples capas, tal como se muestra en la Figura

22, la cual se presenta a continuacion:
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Figura 22
Multilayer Perceptron (MLP)

Capa de entrada Capas ocultas Capa de salida

Datos de entrada

Nota. Extraido de
https://interactivechaos.com/sites/default/files/styles/max 800 px/public/2020-
09/tutdl 0044.jpg

Segun Bento (2021), la técnica del backpropagation es el mecanismo de aprendizaje que
permite al Perceptron Multicapa ajustar iterativamente los pesos de la red, con el objetivo de

minimizar la funcion de coste. Esto se puede observar en la siguiente formula:

Ecuacion 16
Multilayer Perceptron (MLP)

A4,(t) = —¢ + ady -1y (16)

dW(t)
Donde:

A,,(t): Gradiente de iteracion actual
g. Sesgo

dE: Error

dw: Vector ponderal

a: Tasa de aprendizaje

A,,¢-1)- Gradiente de Iteracion anterior


https://interactivechaos.com/sites/default/files/styles/max_800_px/public/2020-09/tutdl_0044.jpg
https://interactivechaos.com/sites/default/files/styles/max_800_px/public/2020-09/tutdl_0044.jpg
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2.2.3.3.3. Random Forest

El algoritmo Random Forest, segun Schonlau y Zou (2020), es una técnica de Machine
Learning que se basa en &rboles de decision y se utiliza para abordar problemas de clasificacion
y regresion. Esta técnica forma parte de la familia de métodos de conjunto, lo que significa que
combina las predicciones de maltiples arboles de decision individuales para mejorar la precision

y generalizacion del modelo.

La idea principal detras del Random Forest es mitigar el problema del sobreajuste
(overfitting) que a menudo se encuentra en arboles de decision individuales. El sobreajuste
ocurre cuando un arbol de decision sigue muy de cerca las peculiaridades de los datos de
entrenamiento y, por lo tanto, tiene dificultades para generalizar y hacer predicciones precisas

en nuevos datos.

Para abordar este problema, mencionan Schonlau y Zou (2020), el Random Forest
construye una coleccion de arboles de decision utilizando una técnica llamada "bagging"
(bootstrap aggregating). En lugar de utilizar el conjunto de datos completo para construir cada
arbol, se crea una muestra aleatoria con reemplazo (bootstrap sample) de los datos de
entrenamiento para cada arbol. Esto significa que algunos datos pueden estar presentes en
multiples muestras y otros pueden no estar presentes en absoluto. Esta variabilidad en los datos
de entrenamiento ayuda a reducir el sobreajuste.

Ademas, en cada paso de construccion de un arbol, el Random Forest selecciona
aleatoriamente un subconjunto de caracteristicas (predictoras) para considerar al dividir los
nodos internos del arbol. Al considerar solo un subconjunto de caracteristicas en cada arbol, se

reduce la correlacion entre los arboles y se mejora la diversidad del conjunto.

Después de la creacién de todos los arboles, el Random Forest efecttia pronosticos al
combinar las predicciones individuales de cada arbol. En contextos de clasificacion, se lleva a
cabo un proceso de votacion para identificar la clase que es mas comun entre los arboles.
Mientras que, en situaciones de regresion, como se ilustra en la Figura 23, se realiza un

promedio de las predicciones provenientes de los arboles.
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Figura 23
Representacion de Algoritmo Random Forest
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Nota. Elaboracion propia a partir de informacion extraida de

https://levelup.qgitconnected.com/random-forest-regression-209c0f354c¢84

Variables: La Figura 23 representa cOmo se realiza el algoritmo Random Forest en caso de una
regresion, en donde t1 representa un arbol de decisién y t2 un subarbol. Se realizan k
predicciones, cada una correspondiente a un arbol distinto y se promedian los resultados de
cada arbol para obtener la prediccion final del algoritmo. A continuacién, se definen las

variables que menciona Louppe (2014):

Raiz (r): También llamado nodo raiz, es el nodo inicial de un arbol de decision y representa la

caracteristica que se usa para dividir los datos.

Rama (b): Es una division dentro del arbol de decision que se crea a partir de una caracteristica

especifica.
Nodo: Existen dos tipos de nodos

e Nodo interno (n2): Representa una division interna 'y por lo tanto tiene otros nodos por

debajo de si.


https://levelup.gitconnected.com/random-forest-regression-209c0f354c84
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e Nodo hoja (n5): Representa una prediccion final y por lo tanto no tiene divisiones o
ramas. En el caso de una clasificacion consiste en una etiqueta y en caso de una

regresion, en un valor de regresion.

El Random Forest, segin Schonlau y Zou (2020), también proporciona una medida de
importancia de las variables, que permite evaluar qué caracteristicas tienen un mayor impacto
en las predicciones del modelo. Esta medida se calcula observando cuanto mejora la funcion de
division (criterio de division) al usar una variable particular en todos los nodos internos de todos

los arboles.
Hiperparametros

e n_estimators. Se refiere a la cantidad de arboles que tendra el algoritmo (Koehrsen,
2018). Schonlau y Zou (2020) sefialan que se debe establecer una cantidad de arboles
lo suficientemente alta para obtener un rendimiento 6ptimo. Un mayor numero de
arboles generalmente mejora la estabilidad de las estimaciones de importancia de
variables y las predicciones del modelo.

e max_features. Segun Koehrsen (2018), es el numero maximo de caracteristicas que se
usaran para dividir un nodo.

e max_depth. Se refiere al maximo nimero de niveles que tendréa cada arbol de decision
(Koehrsen, 2018).

e min_samples_split. Koehrsen (2018) indica que este hiperparametro se refiere al
nimero minimo de puntos de datos que se colocan en un nodo antes de dividirlo.

e min_samples_leaf. Se define como el nimero de puntos de datos permitidos en un nodo
de hoja (Koehrsen, 2018).

e Dbootstrap. Segin Koehrsen (2018), es el método usado para muestrear puntos de datos,
que pueden tener o no reemplazo. Schonlau y Zou (2020) indican que no hay una
diferencia sustancial en el rendimiento entre muestrear con o sin reemplazo cuando el

tamariio de la muestra se configura de manera optima.
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CAPITULO I1I: ENTORNO EMPRESARIAL

3.1 Descripcion de la empresa

La empresa, originada en 1948 como una empresa de caracter familiar, tuvo sus raices
en el sector de la venta de aves. En el transcurso de las dos décadas siguientes, la empresa
expandid su alcance al suministrar una variedad de aves en la ciudad de Lima. En la época
actual, la empresa se enfoca en tres areas principales: la crianza, produccion, incubacion,
procesamiento y comercializacion de diversas especies avicolas, incluyendo pollos, pavos,
cerdos, huevos para consumo Yy aspectos relacionados con la genética avicola. Ademas de
esto, también se dedica a la elaboracion y venta de productos alimentarios procesados, y

fabrica alimentos equilibrados disefiados para sus actividades de cria.

En la actualidad, la empresa se sitia como una de las 50 principales en Pera y
constituye el eje central de un grupo empresarial compuesto por 13 empresas colaborativas

gue cooperan para mejorar sus procesos tecnolégicos, comerciales y financieros.

3.1.1 Resefia histdrica y actividad economica

Desde su fundacion en 1948, ha experimentado un viaje caracterizado por el éxito y el
progreso, enfocandose en la creacién de una sélida dinastia empresarial. En aquel entonces, se
concibio la visién de establecer una entidad duradera en el tiempo, y con el transcurso de los

afios, esta aspiracion se ha materializado de manera sobresaliente.

El punto de inflexion en la historia se produjo en 1963, cuando la empresa comenzo sus
operaciones con 35 reproductoras en Tomas Marsano. A lo largo de un periodo de 15 afios, la
empresa perfecciond su experiencia en el modelo de negocio de la cria de pollos y, en 1978,
dio un paso adelante al ingresar al mercado de pavos. La expansion del negocio continud, ya
que en 1979 se aventuraron en la produccion de huevos y se enfocaron en la comercializacion

de genética de pollos recién nacidos a partir de 1980.

En 1972, inauguraron su primera tienda en Tomas Marsano, lo que marcd el inicio de
su incursion en la venta directa de pollos y huevos. El crecimiento integral de la empresa se
evidencio en 1974 cuando comenzaron la cria de reproductoras de carne, y en 1977 cuando

establecieron su propia instalacion de produccion de alimentos equilibrados en Lurin.
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La presencia y fortalecimiento en el mercado publicitario también fue notable. Para
2011, laempresa ya se destacaba como lider en todos los segmentos en los que competia a nivel
nacional. Ese mismo afio, lanzaron la exitosa Campafia Lanzamiento de Pavita. No tardaron en
Ilegar importantes reconocimientos, como el premio Gran Effie 2011 y el Effie Oro 2012 y

2013 a la Mejor Camparia en la categoria de alimentos y bebidas.

Gran parte del éxito de la compafiia se debe también a los esfuerzos en innovacion y
creatividad. En 2017, la empresa recibidé el Premio Creatividad Empresarial por su linea de
abonos organicos Mallki, destacando su compromiso con la calidad en productos y servicios

intermedios.

Asi, la trayectoria de la compafiia es ejemplo de una vision firme como parte de la
formacion de una gran familia empresarial, que ha logrado notables éxitos en la produccién
avicola, la comercializacidn, la publicidad y el manejo de la marca corporativa a lo largo de los

anos.

3.1.2 Descripcion de la organizacion

La organizacion ha delineado una vision a futuro que sirve como base para su enfoque
hacia la sostenibilidad empresarial. Este enfoque se apoya en varios pilares fundamentales,
entre los que se incluyen la Responsabilidad Corporativa, la Responsabilidad Social, los

Compromisos, la Gestion Ambiental y la Gestion de Seguridad y Salud en el trabajo.

En cuanto a la Responsabilidad Corporativa, se esfuerza por mantener un equilibrio
sostenible en todas sus acciones. Esto implica una constante atencion a la mejora de la gestion
de calidad, la eficiencia de los procesos, la productividad, la conservacién del entorno y el

apoyo a las comunidades locales.

La Responsabilidad Social es otro aspecto destacado. La empresa muestra preocupacion
por el bienestar de sus clientes y las comunidades en las que opera. Para lograrlo, implementa
un plan de accion sostenido que abarca a los colaboradores, el entorno y la comunidad en

general.

En lo que respecta a los Compromisos, especializada en la provision de alimentos de
consumo masivo, se compromete a través de su Sistema Integrado de Gestion. Esto incluye
asegurar la seguridad y salud en el trabajo, prevenir lesiones y deterioro de la salud relacionados

con las labores, eliminar peligros y riesgos, cumplir con los requisitos de los clientes, promover
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la proteccion del medio ambiente y garantizar la participacion y consulta adecuada de los
trabajadores.

En cuanto a la Gestibn Ambiental, demuestra su compromiso con practicas de
produccién respetuosas con el entorno, cumpliendo con las regulaciones ambientales y
haciendo frente proactivamente los riesgos y oportunidades para reducir posibles impactos
negativos. La empresa busca optimizar el uso de recursos naturales y facilitar el redso de

residuos solidos como plan estratégico para hacer mas sostenibles los procesos de produccion.

En lo que respecta a la Gestion de Seguridad y Salud en el Trabajo, se compromete a
garantizar la proteccion de sus empleados, contratistas y visitantes. Esto se logra
proporcionando entornos seguros y saludables mediante la identificacion y control de riesgos.
La organizacion ha implementado con éxito sistemas de gestion de Seguridad y Salud en el

Trabajo conforme a estandares reconocidos en algunas de sus unidades operativas.

3.1.2.1 Organigrama

En la Figura 24 se observa cdmo se encuentra dividida la organizacion en cuanto a nivel
gerencial corresponde. El liderazgo y la direccién corresponden al Directorio y al Gerente
General, quien esté a cargo de cinco Gerencias y a su vez del Area de Calidad. EI Directorio es
quien decide el horizonte que tomara la organizacion, quienes trasmiten la idea hacia la
Gerencia General y a la vez cumple el rol de comunicar a las cinco gerencias para que este
alineadas con la planeacion estratégica que se ha tomado. La Gerencia General realiza reuniones
con sus gerencias todos los lunes de cada semana en las cuales se realiza retroalimentacion de
las metas semanales y se proponen nuevas metas para la semana activa. La Gerencia
Corporativa Comercial se encarga de establecer alianzas comerciales con los clientes y
estrechar lazos redituables. La Gerencia corporativa de Seguridad y Sanidad se encarga de velar
por la higiene y seguridad ocupacional en la corporacién, tanto en la minuciosidad que conlleva

la higiene y buenas précticas alimentarias como la seguridad ocupacional.
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Figura 24
Organigrama
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Nota. Extraido de  “Memoria  Anual  2014: S.A.”,  Recuperado de
www.smv.gob.pe/.../temp/Memoria%20SMV%202014 v%20FINAL.pdf

3.1.2.1 Cadena de suministro

La cadena de suministro de la empresa de huevos, mostrada en la Figura 25, ha ido
haciéndose més grande y compleja con el paso de los afios para poder llevar huevos a todos los
hogares del Peru a través de distintos canales de venta. Esta cadena de suministro eficiente y
cuidadosamente planificada inicia en dos ubicaciones clave: Chincha y Huaral, en donde se

encuentran las granjas de produccion.

En estas granjas es donde se producen los huevos frescos, los cuales son recogidos y
luego transportados cuidadosamente a la planta de procesamiento. En esta planta, los huevos
pasan por una serie de etapas cruciales. Primero, se someten a un riguroso proceso de limpieza
y seleccién para garantizar que cumplan con nuestros estandares de higiene y calidad. Luego,
son empaquetados de manera segura y etiquetados con informacion relevante, incluyendo la
fecha de produccién.

Una vez que los paquetes de huevos estan listos, se distribuyen los lotes de estos
productos a los almacenes ubicados en diferentes puntos de Lima Metropolitana. Estos

almacenes actiian como centros de distribucién clave para atender las demandas de los clientes


http://www.smv.gob.pe/.../temp/Memoria%20SMV%202014_v%20FINAL.pdf
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en los diferentes distritos coberturados por el servicio de E-commerce, el cual permite a los
clientes realizar sus pedidos en linea, seleccionando los productos que desean de nuestro
catalogo. Una vez recibidos estos pedidos, el equipo de logistica coordina la entrega directa a

los hogares de los clientes.

Figura 25
Cadena de Suministro de paquetes de huevos (15 huevos)
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Nota. Elaboracion propia.

3.1.3 Datos generales estratégicos de la empresa

3.1.3.1 Vision, misién y valores o principios
A continuacion, se presentan la vision, misién y principales valores de la empresa:

Vision
Ser competitivos globalmente proporcionando productos de valor agregado para la nutricion

humana.

Mision
Contribuir al bienestar de la humanidad proporcionando alimentos a los consumidores masivos

en el mercado global.

Valores
e Honestidad: Comportarse siempre y expresarse honestamente.
e Lealtad: Identificarse siempre con la organizacion.

e Respeto: Cuidar a los demaés e integridad organizacional.



e Laboriosidad: Respetar las tareas permite alcanzar las metas establecidas.

3.1.3.2 Objetivos estratégicos

Los principales objetivos que la empresa tiene para el largo plazo.

e Responder a las necesidades cambiantes del mercado alimentario nacional y desarrollar

procesos gque permitan anticiparnos a estas necesidades.

e Atraer clientes internacionales para ampliar el mercado de la organizacion.

e Aportar agilidad y sensibilidad a las areas y procesos organizacionales para responder

de manera mas rapida y efectiva a los cambios ambientales.
3.1.3.3 Evaluacion interna y externa: FODA cuantitativo

En la matriz EFE (ver Tabla 7) se ha calculado un puntaje de 2.5 que indica que la

empresa esta gestionando de manera efectiva las amenazas que enfrenta en su entorno y esta

aprovechando las oportunidades que se han destacado en la descripcion.

Tabla 7
Matriz de Factores Externos (EFE)
1D Factor Peso Valor Pond.
" 01 |Avance teconlégico en la industria 0.08 4 0.32
‘E Tendencia mundial de incremento por el
Tg 02 |consumo de pollo 0.10 3 0.30
% 03 |Crecimiento de mercado nacional 0.10 4 0.40
g— 04 |Apertura de mercados internacionales 0.12 3 0.36
05 |Preencia de proveedores internacionales 0.08 3 0.24
Volatilidad de precios de insumos (maiz y
Al |[soya) 0.10 2 0.20
= Riesgos sanitarios (gripe aviar y otras
§ A2 |enfermedades) 0.12 2 0.24
E A3 |Bajas barreras de entrada 0.10 2 0.20
< Tendencia por dejar de consumir alimentos
A4 |de origen animal 0.08 2 0.16
A5 |Escasez de agua en zona costera 0.12 1 0.12
Total 1 2.54

Nota. Elaboracion propia.

El puntaje ponderado de 2.70 que se ha obtenido en la matriz EFI (ver Tabla 8) sefiala

que la empresa debe prestar una mayor atencion a sus areas de mejora, ya que estas estan

teniendo un impacto negativo en su rendimiento.




Tabla 8
Matriz de Factores Internos (EFI)
ID Factor Peso Valor Pond.
F1 Nivel de tecnologia logistica 0.12 3 0.36
E F2 Diversificacién de negocios 0.10 4 0.40
E Asociaciones con proveedores
*:‘: F3 estratégicos 0.10 3 0.30
- F4 Posicionamiento de la marca 0.09 4 0.36
F5 Experiencia en la industria avicola 0.09 4 0.36
D1 Burocracia organizacional 0.10 2 0.20
E D2 Poca presencia internacional 0.12 2 0.24
= D3 Falta de visidon estratégica 0.08 1 0.08
al D4 Baja modernizacidn de infraestructura 0.10 2 0.20
D5 Capacidad de respuesta a variaciones 0.10 2 0.20
Total 1 2.70

Nota. Elaboracion propia.
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Ante los puntajes resultantes en las matrices EFE y EFI, la empresa en cuestion se

encuentra en el cuadrante V de la matriz IE (ver Figura 26). Eso quiere decir que se recomienda

conservar y mantener.

Figura 26
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Nota. Elaboracion propia.

Algunas acciones sugeridas para mantener el crecimiento obtenido se muestran en la

Figura 27 (FODA cuantitativa) en donde se resalta las oportunidades que se tiene en mercados
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extranjeros y pueden ser aprovechadas mediante el renombre y la experiencia que tiene la
empresa. Asimismo, se resalta la importancia de fortalecer alianzas para hacer frente a los

riesgos sanitarios y asegurar el suministro necesario para el crecimiento.

Figura 27
Matriz FODA Cuantitativa
F Fortalezas D Debilidades
1 [Nivel de tecnologia logistica 1 |Burocracia organizacional
2 |Diversificacion de negocios 2 |Poca presencia internacional
Asociaciones con proveedores o L.
3 L 3 |Falta de vision estratégica
FODA: San Fernando estratégicos
4 |Posicionamiento de la marca 4 |Baja modemizacion de infraestructura
5 |Experiencia en la industria avicola 5 |Baja capacidad de respuesta a variaciones
Oportunidades Estrategias FO Estrategias DO
L. Captar mercados internacionales Mejorar la infraestructura para mejorar
Avance teconlégico enla - . ) . -
. ) 4,5 |aprovechando los afios de experiecia en| 3,4 |capacidad productiva y captar el crecimiento
industria . . .
la industria. de demanda nacional.
Tendencia mundial de ) ) Adoptar una visidn estratégica que incluya a
) Captar el creciente mercado nacional ] ) )
incremento porel consumo de | 3,4 ) 5,3 |los proveedores internacionales de insumos
mediante el renombre de la marca. L,
pollo macro para la reduccion de costos.
Crecimiento de mercado 42 Captar clientes internacionales para
nacional " |aumentar la presencia fuera del pais.
Adquirir tecnologia que permita agilizar las
Apertura de mercados d ) gla g . P ) g
. . 1,5 |operaciones y den mejor capacidad de
internacionales
respuesta a la empresa.
Preencia de proveedores
internacionales
Amenazas Estrategias FA Estrategias DA
- . ) Adoptar una visién estratégica que apunte a
Volatilidad de precios de Fortelecer alianzas con proveedores Pt ~, g_ 9 P
. i 1,3 ) 1,3 |la reduccion de costos mediante compras de
insumos (maiz y soya) para mantener rangos de precios. , )
grandes volimenes de insumos.
Riesgos sanitarios (gripe aviar y 25 Hacer uso de la eperiencia para mitigar 24 Mejorar la infraestructura para mitigar los
otras enfermedades) " |los riesgos sanitarios mas comunes " |riesgos sanitarios presentes.
Aprovechar la diferencia en diferentes Tomar medidas para adquirir clientes
Bajas barreras de entrada 3,2 |negocios para hacer frente a posibles 3,3 |internacionales y mitigar las posibles nuevas
nuevos competidores entradas de competidores.
Tendencia por dejar de Hacer uso de la marca para posicionarla
consumir alimentos de origen | 4,4 |como productora con practicas
animal animalistas.
Escasez de agua en zona
costera

Nota. Elaboracion propia.

3.2 Modelo de negocio actual (CANVAS)
En la Figura 28 se puede ver que la propuesta de valor de la empresa de este estudio es
la produccion de alimentos de calidad y con gran valor nutricional, para lo cual cuenta con

proveedores estratégicos y distribuidores que aseguran que dichos productos lleguen a los
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consumidores de todo el pais e incluso a mercados extranjeros. Asimismo, se puede ver que
entre las fuentes de ingreso se encuentra la venta de productos via E-commerce, servicio que

fue lanzado en 2021 a partir del contexto pandémico.

Figura 28
Modelo de Negocio CANVAS
Socios clave Actividades Propuesta de Relaciones con Segmentacion
clave Valor clientes de mercado
Proveedores Produccién de o i
esiratégicos alimentos Seguimiento Clientes B2B
post venta
Distribuidores Fidelizacion de Alimentos de - Distribuidores
clientes buena calidad y Fidelizacion .
Canal moderno con alto valor Retail
Recursos clave nutricional Canales
Produccion de
productos
alimenticios
Estructura de Costes Fuentes de Ingreso
Costos de produccion enta de productos a distribuidores
Costos de distribucion Venta de productos finales en retail
Coste de colaboradores Ventas de productos via E-commerce
Exportaciones

Nota. Elaboracién propia.

3.3 Mapa de procesos actual
Entre los Procesos Estratégicos de la empresa se encuentran la Planificacion Estratégica,
la Gestion y Planificacion Financiera y los Procesos de Calidad, los cuales son fundamentales

para mantener el renombre de la marca y la preferencia de los consumidores.

Los Procesos Operativos, por su parte, se componen de los Procesos Comerciales y las
Operaciones Productivas. Los procesos comerciales son la Gestion del costo de requerimientos
y la Cotizacidn, los cuales se dan a partir de los requisitos internos de produccion que tiene la
organizacion, asi como de las solicitudes y necesidades de los clientes. Las Operaciones
productivas (Crianza, Incubacion, Beneficio, Procesamiento y Produccion) son las que

permiten la produccién animal y su beneficio para la obtencidn de productos alimenticios.
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Estos procesos son realizados gracias a Procesos de apoyo entre los que destacan la Gestion
Logistica, la Gestion de Calidad, la Gestion de RRHH y las Actividades Legales, lo cual se

muestra en la Figura 29, presentada a continuacion:

Figura 29
Mapa de procesos actual
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Nota. Elaboracion propia.
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CAPITULO IV: METODOLOGIA DE LA INVESTIGACION

A continuacidn, se define el disefio de la investigacion, cronograma de desarrollo y

costo estimado del proyecto:
4.1 Disefio de la Investigacion.

4.1.1. Tipo o disefo
Este trabajo es del tipo experimental debido a que se busca predecir la demanda del
producto paquetes de huevos (15 huevos) mediante distintos modelos desde los mas

tradicionales como los estadisticos hasta los mas avanzados como los de machine learning.

4.1.2. Enfoque

La presente investigacion tiene un enfoque cuantitativo debido a que se trabajara con un
conjunto de datos que sera analizado y preprocesado mediante técnicas estadisticas.
Posteriormente se entrenard modelos tanto estadisticos como de Machine Learning que serén

comparados mediante indicadores numéricos para determinar la efectividad de los mismos.

4.1.3. Alcance
Este trabajo tiene un alcance correlacional debido a que se busca encontrar una relacion
entre la demanda del producto de paquetes de huevos (15 huevos) y una o mas variables

predictoras como son el precio, campafia, etc.

4.1.4. Poblacién y muestra

Poblacion: todos los registros de érdenes de compra del producto paquetes de huevos (15
huevos) realizados a través del canal E-commerce de la empresa proveedora de productos

avicolas.

Muestra: los registros de érdenes de compra del producto paquetes de huevos (15 huevos)
realizados a través del canal E-commerce de la empresa proveedora de productos avicolas desde
el 17/02/2024 (lanzamiento de canal E-commerce) hasta el 14/09/2023 (fecha de extraccion de
la data).



74

4.2 Metodologia de implementacion de la solucién
Luego de explorar las metodologias empleadas en cada uno de los antecedentes de la
investigacion llegamos a la conclusidn de que el orden de sus procedimientos se asemeja mucho

a lo que indica el marco de trabajo OSEMN que se usa para proyectos de ciencia de datos.

Figura 30
OSEMN

OSEMN

‘;\"» » @ 0 v ]

Obtain crub Explore Model iNterpret

Nota. Extraido de https://www.datascience-pm.com/osemn/

A continuacion, se explica en qué consiste cada uno de los pasos de la metodologia que
se muestra en la Figura 30.

Obtencion de la data: se adquiere la informacion requerida de las fuentes de datos que estan a
nuestra disposicion. Por lo general se requieren habilidades de manejo de base de datos como

SQL para poder combinar y extraer la data. (Han, 2019).

Limpieza de datos: en esta etapa se debe transformar y unificar los datos en un formato
estandar. Esto implica consolidar varios archivos CSV en un Unico repositorio para su posterior
analisis, asi como depurar los datos al eliminar valores faltantes o incorrectos. También se
requiere la manipulacion de columnas, como fusionar o dividir datos segun sea necesario. (Han,
2019).

Exploracidon de datos: luego de tener una data limpia es esencial llevar a cabo un proceso de
exploracion de los datos en el que se pueda examinar detenidamente los datos y sus
caracteristicas. Esto se puede lograr mediante técnicas de estadistica descriptiva y apoyo de
graficos. (Han, 2019).

Modelamiento: el Dr. Cher Han Lau (2019) sefiala que en esta etapa se debe determinar a qué
tipo de problema de aprendizaje nos enfrentamos (supervisado 0 no supervisado) y en base a
ello seleccionar los modelos que vamos a entrenar. Un punto clave en esta etapa es seleccionar

solo las variables que resultan importantes. Por su parte, Nick Hotz (2023) indica que durante


https://www.datascience-pm.com/osemn/
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esta parte se busca identificar el algoritmo que mejor pueda explicar cbmo los datos de entrada

que ya se conocen pueden ser utilizados para predecir valores de salida que aun no se conocen.

Interpretacion: en esta Gltima etapa se lleva a cabo una reflexion sobre las preguntas que
inicialmente motivaron la exploracion de datos, asi como sobre el valor practico que se obtiene
del proceso de investigacion y modelado de datos. El proposito fundamental de este proceso es
proporcionar informacion util a la organizacion o a las partes interesadas involucradas. (Hotz,
2019). El poder contar una historia con los datos es una habilidad clave en esta etapa para poder

darle sentido a todos los hallazgos. (Han, 2019).

Una vez clara esta informacion se procedio a adaptar dicha metodologia a nuestro
objetivo, la cual se muestra en la Figura 31. Para ello empezamos igual con la obtencion de la
data, pero posteriormente intercalamos las siguientes dos etapas porque consideramos que
primero es esencial explorar la data para posteriormente limpiarla mediante distintas técnicas
de preprocesamiento. En seguida se entrenara distintos modelos para la prediccion de demanda
gue van desde los més sencillos hasta los mas complejos que implica el uso de Machine
Learning. Finalmente, estos modelos se comparan mediante indicadores especificos y se
identifica al mejor. A continuacion, se muestra de forma gréfica nuestra metodologia y se

detalla cada uno de los pasos:

Figura 31
Metodologia del proyecto

oE] &S
g O L

Obtencién de la Exploracién de la Pre procesamiento Modelamiento Andlisis de
data data de la data resultados
» De BigQuery * Estructura de * Renombre de * Sarimax * MSE

(GCP) a CSV dataset variables * Regresion « RMSE
= Componentes * Datos simple + MAE

de serie duplicados * Regresién o MAE%
* Cambio de tipo multiple

de variables » Random Forest
* Seleccién de

variables
 Datos nulos
* Quitliers

Nota. Elaboracion propia.
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4.3 Metodologia para la medicion de resultados de la implementacion

Un punto clave para determinar qué tan bueno es un modelo es seleccionar una métrica
correcta. EI PhD Jason Brownlee (2021) comenta que cuando se trata de modelos de regresion,
a diferencia de los de clasificacion, no es posible calcular la precision (accuracy) de las

predicciones por lo que se debe expresar en términos de error en estas.

Al respecto, existe una serie de métricas que miden estos errores, pero también existe
un gran desconocimiento sobre como funciona, qué miden y qué posibles sesgos puedan

ocasionar. Por consecuente, a continuacion, se exploran las principales:
4.3.1. Error

Basicamente es la diferencia entre la demanda predicha y la demanda real. Se calcula mediante
resta directa:

Ecuacion 17
Calculo del error de prediccion

et = f; —d; (17)

Donde:
et: error total
f+: prediccién total

d,: demanda total

No obstante, el error es positivo cuando la prediccion es mayor que la demanda y

negativo cuando es inferior. Por lo tanto, no es una métrica estandarizada.
4.3.2. Mean Absolute Percentage Error (MAPE)

El error porcentual absoluto medio calcula la suma de los errores absolutos individuales
dividida por la demanda por cada periodo. En otras palabras, calcula el promedio de los errores

porcentuales.

Ecuacion 18
Mean Absolute Percentage Error (MAPE)

1
MAPE = — ) — (18)
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Donde:

n: total de periodos
e, error total por periodo

d,: demanda total por periodo

Nicolas Vandeput, cientifico de datos especialista en prediccion de demanda, sefiala que
pese a que este indicador es quizas el mas usado por directivos de empresas, no lo recomienda
debido a que es impreciso y sesgado. Esto se debe a que al dividir de forma individual cada
error por la demanda, en periodos de baja demanda la métrica se ve afectada de forma
significativa. (2019). Asi, por ejemplo, cuando la demanda es cercana a cero, el MAPE suele

tomar valores extremos y cuando la demanda es cero, el MAPE es indefinido.

4.3.3. Mean Absolute Error (MAE)

Es la media del error absoluto y se calcula sumando todos los errores, pero como valor
absoluto. Esta métrica es bastante buena pero no esta escalada a la demanda promedio por lo
que por ejemplo un MAE de 10 podria ser bueno si tu demanda real fue de 200 pero mala si fue

de 20. (Vandeput, 2019). Se calcula de la siguiente manera:

Ecuacion 19
Mean Absolute Error (MAE)

i
MAPE = £Z|et| (19)

Donde:
n: total de periodos

e, error total por periodo
4.3.4. Porcentual Mean Absolute Error (MAE%0)

Con el objetivo de optimizar el MAE, se suele dividir el resultado entre la demanda
promedio. De esta manera el MAE% indica en promedio cuanto es el error porcentual entre la

demanda real y la pronosticada. Ademas, al expresar el error en términos porcentuales, se puede
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obtener una mejor comprension de la precision relativa del modelo en diferentes contextos. Se

calcula de la siguiente manera:

Ecuacion 20
Porcentual Mean Absolute Error (MAE%)

e
n t

MAE% = 1
2 |de]

(20)

Donde:

n: total de periodos
e, error total por periodo

d,: demanda total por periodo
4.3.5. Mean Squared Error (MSE)

El error cuadratico medio mide la diferencia elevada al cuadrado entre la cantidad
predicha y la real para luego dividirla entre la cantidad de registros. Se calcula de la siguiente

manera:

Ecuacion 21
Mean Squared Error (MSE)

1 n
MSE = ;;(ft—dt)z (21)

Donde:
n: total de periodos
f+: prediccién total

d,: demanda total

El MSE es uno de los indicadores méas usados debido a que es facil y rapido de calcular,
ademas de que es mas facil de manipular en comparacion a otras métricas. Sin embargo, es
importante tener en cuenta que el MSE no se ajusta al error original, ya que este se eleva al
cuadrado, generando asi un indicador de rendimiento que no puede ser relacionado con la escala

de la demanda original. Asimismo, Vandeput (2019) sefiala que se debe considerar que el
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RMSE da mayor importancia a los errores mas altos lo cual tiene como costo una sensibilidad

a los valores atipicos.
4.3.6. Root Mean Squared Error (RMSE)

El error de raiz cuadrada media mide la desviacion estandar de los errores de prediccion.

Es muy util y es equivalente a la raiz cuadrado del MSE.
RMSE = VMSE

En este punto la pregunta es entonces qué métrica debemos usar para el objetivo de este
proyecto. Vandeput concluye que lo mas recomendable es usar el MAE o el MSE pero
considerando que el MAE preserva la influencia de los valores atipicos, al mismo tiempo que
el RMSE garantiza la imparcialidad en las predicciones. Si el conjunto de datos incluye
numerosos valores atipicos que puedan sesgar las predicciones, entonces podria ser preferible

optar por el MAE.

Por consiguiente, para el presente trabajo se ha decidido medir la eficiencia de los
modelos en base al MSE que posteriormente sera convertido a RMSE para medir la desviacion
estandar de los errores de prediccidon. Asimismo, se usara el MAE para ver si hay impacto de
outliers y posteriormente se convertird a MAE% para tener una idea mas exacta del % de error

promedio de los modelos.

4.4 Cronograma de actividades y presupuesto
El presente proyecto inicié el 18/09/2023 y culminé el 20/11/2023, teniendo asi una
duracion de 63 dias; es decir, dos meses. En la Figura 32 se puede apreciar cada una de las

etapas desarrolladas, asi como el tiempo dedicado.
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Figura 32
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Nota. Elaboracion propia.

Asimismo, se establecid un presupuesto de S/25,000.00 para el estudio planteado, del
cual el 48% corresponde a la mano de obra de los integrantes del equipo. Asimismo, la Tabla 9
muestra que el 44% de dicho presupuesto corresponde a la inversion de equipos necesarios para
el procesamiento de datos, mientras que el 8% restante se distribuye entre servicios basicos y
software.

Tabla 9
Presupuesto

Recurso Cantidad | Costo unitario Meses Costo total

Mano de obra

Mano de obra 5 S/ 1200 2 S/ 12,000.00

Equipos y softwares

Laptops 5 S/ 2,200 - S/ 11,000.00

Software (Colab Pro) 1 S/ 50 2 S/ 100.00

Servicios basicos




Internet S/ 100 2 S/1,000.00
Energia Eléctrica S/ 50 2 S/500.00
Pasajes_(reunlones s/ 40 9 S/ 400.00
presenciales)

Total S/ 25,000.00

Nota. Elaboracion propia.
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CAPITULO V: DESARROLLO DE LA SOLUCION

5.1 Propuesta solucion.

El presente trabajo de investigacion busca reducir el error de prediccion de demanda del
producto paquetes de huevos (15 huevos) en Lima para una empresa proveedora de productos
avicolas. Para ello se entrenara distintos niveles de modelos predictivos desde los mas béasicos
y estadisticos para que sean nuestra base de comparacién hasta los mas avanzados de machine

learning. Para ello previamente se hard un pre procesamiento exhaustivo de la data.

Para el desarrollo del proyecto se ha seleccionado Python como lenguaje de
programacion y Google Colab como el entorno de programacién debido a que brinda la ventaja
de que al estar en la nube facilita la edicion compartida, asi como el consumo de recursos
propios de Google. Las opciones del entorno y los recursos de la sesion de Google Colab Pro
se pueden apreciar en la Figura 33 y en la Figura 34 respectivamete. Con el fin de optimizar el
proceso de entrenamiento se decidid comprar la version pro por $9.99 que nos ofrece méas

memoria RAM y el paso de CPU a distintos aceleradores de software como los GPUS.

Figura 33
Opciones de entorno de Google Colab Pro

Cambiar tipo de entorno de ejecucion

Tipo de entorno de ejecucion

Python 3 v

Acelerador de hardware @

@ CPU O A100 GPU O V100 GPU (:) T4 GPU
O TPU

Forma

& RAMamplia

Nota. Extraido de Google Colab Pro.
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Figura 34
Recursos de la sesién en Colab Pro

RAM de sistema Disco
1.2/51.0GB RAM de GPU 26.4/166.8 GB

Nota. Extraido de Google Colab Pro.

Asimismo, disponemos de un GPU Tesla T4 de NVIDIA que estd disefiada
principalmente para aplicaciones de codmputo de alto rendimiento (HPC), aprendizaje profundo
(Deep Learning), inteligencia artificial (1A), y aceleracion de cargas de trabajo cientificas y

técnicas.

5.1.1 Planteamiento y descripcion de Actividades

5.1.1. Obtencion de la data: la base de datos transaccional del canal de ventas online de la
empresa se encuentra alojada en ODOO que es un software ERP integrado; no obstante, se
dispone de una copia espejo en BigQuery que es un almacén de datos en la nube de Google
Cloud Platform. Para acceder a ello se empleard conocimientos basicos de SQL para poder

descargar la base a formato CSV que se usara como input de todo este trabajo.

5.1.2. Exploracion de la data: en esta etapa se explorara el esquema de la base de datos para
poder entender cada variable disponible, esto implica conocer de qué tipo son y qué valores
admiten. Asimismo, dado que queremos predecir la demanda, también resulta necesario poder
analizar los distintos componentes de una serie de tiempo y poder identificar si existe alguna

tendencia bajo distintos niveles de agregacion de la data.

5.1.3. Preprocesamiento de la data: esta es una etapa crucial para el trabajo por lo que se

emplearan distintas técnicas que a continuacion se muestran:
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Figura 35
Preprocesamiento de la data
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significado de cada para evitar uniformidad entre * Variables capacidad del atipicos al resto de

variable. distorsiones en la las variables y sus equivalentes maodelo. Segun % de datos.
demanda. valores, » Cardinalidad data faltante
* Ceros
* Variables * Eliminacion de
desconocidas variable
» Correlacién e Imputacion de
variable

Nota. Elaboracion propia.

5.1.4. Modelamiento: se dividird la data en 80% para entrenamiento y 20% para test y se
entrenara distintos modelos. Los mas simples servirdn como linea base y los mas complejos
serviran para demostrar como a través del Machine Learning mejoran los resultados. A

continuacidn, en la Tabla 10, se listan los modelos a entrenar segun su nivel de complejidad:



Tabla 10

Modelos a entrenar
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Random Forest

NIVEL TIPO MODELOS VARIABLES DETALLE
1 Estadistico SARIMAX FechaOrden | CantidadOrdenada Orden (1,1,0)
Lineal Regresor
Fore_cast . FechaOrden | CantidadOrdenada GradientBoosting Regresor
autorregresivo simple
Estadistico +
2 Machine Learning MLP Regressor
Forecast_ FechaOrden | PrecioUnitario | CampaniaActiva Ridge Regresor
autorregresivo | CantidadOrdenada
mdaltiple GradientBoosting Regresor
Regre_smn lineal FechaOrden | CantidadOrdenada
simple
Rearesién miltiole FechaOrden | PrecioUnitario | CampaniaActiva
9 P | CantidadOrdenada
Data sin normalizar
3 Machine Learning

FechaOrden | PrecioUnitario | CampaniaActiva
| CantidadOrdenada

Data normalizada

Data normalizada + Grid Search +
CcVv

FechaOrden | PrecioUnitario | CampaniaActiva
| CantidadOrdenada | + Weekday

Data normalizada + Grid Search +
CV + Nueva variable

Nota. Elaboracion propia.
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5.1.5. Andlisis de resultados: como ya se mencioné anteriormente, se medira el error de
prediccion de los modelos en base al MSE, RMSE, MAE y MAE%.

Si bien es cierto, las métricas deberian ser exactas y confiables, Jason Brownlee (2023)

menciona lo siguiente:

Si tiene un modelo de aprendizaje automatico y algunos datos, querra saber si su modelo
se ajusta. Puede dividir sus datos en conjuntos de entrenamiento y de prueba. Entrene
su modelo con el conjunto de entrenamiento y evalUe el resultado con el conjunto de
prueba. Pero usted evalu6 el modelo solo una vez y no estd seguro de que su buen
resultado sea por suerte o0 no. Desea evaluar el modelo varias veces para poder tener

més confianza en el disefio del modelo.

Otro de los grandes problemas de cuando se entrena solo una vez es que los modelos
pueden caer en overfitting; es decir que el modelo se ajuste demasiado a los datos de
entrenamiento, capturando el ruido y la variabilidad aleatoria en lugar de aprender la verdadera
relacién subyacente entre las variables. Como resultado, el modelo tiene un rendimiento
deficiente cuando se enfrenta a nuevos datos que no forman parte del conjunto de

entrenamiento.

Asimismo, debido a que solo contamos con dos afios de registros, esto puede influir
sobre la robustez del modelo que se espera. Al respecto, Prashant Gupta (2017) precisa que:

Como nunca hay suficientes datos para entrenar su modelo, eliminar una parte para su
validacion plantea un problema de desajuste. Al reducir los datos de entrenamiento,
corremos el riesgo de perder patrones/tendencias importantes en el conjunto de datos,

lo que a su vez aumenta el error inducido por el sesgo.

Por consiguiente, con el objetivo de que los resultados de las métricas de nuestro mejor
modelo sean precisos y que no presente problemas de overfitting, se aplicara una técnica
conocida como cross validation. En esta técnica los datos se dividen en K grupos o subconjuntos
y luego se entrena un modelo K veces, de manera que, en cada iteracion, uno de los K grupos
se designa como conjunto de prueba o validacién, mientras que los otros K-1 grupos se
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combinan para formar un conjunto de entrenamiento. Se calcula el error en cada una de las K
pruebas y se promedian estos errores para obtener una medida global de la efectividad de
nuestro modelo. De este modo cada observacion llega a estar al menos una vez en un conjunto
de entrenamiento y un conjunto de pruebas. El unico pardmetro a definir es K que indica la

cantidad de iteraciones.

Esto disminuye de manera considerable el sesgo, dado que aprovechamos la mayor parte
de los datos para el ajuste, y también reduce en gran medida la variabilidad, ya que la mayoria
de los datos se emplean en el conjunto de validacion. Ademas, alternar entre los conjuntos de
entrenamiento y prueba mejora la eficacia de esta técnica. (Gupta, 2017). A continuacion, se

presenta una vista gréafica de la técnica explicada:

Figura 36
Técnica utilizada

All Data

Training data Test data

Fold1 || Fold 2 Fold 3 Fold4 | Fold5 |\

Split 1 Fold 1 Fold 2 Fold 3 Fold 4 Fold 5

Split 2 Fold 1 Fold 2 Fold 3 Fold 4 Fold 5

_ > Finding Parameters
Split 3 Fold 1 Fold 2 Fold 3 Fold 4 Fold 5

Split4 | Fold 1 Fold 2 Fold 3 Fold 4 Fold 5

Split5 | Fold 1 Fold 2 Fold 3 Fold 4 Fold5 | J

Final evaluation ‘[ Test data

Nota. Elaboracion propia.
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5.1.2 Desarrollo de actividades

5.1.2.1. Obtencidn de la data

La base de datos de pedidos de la empresa mencionada se encuentra alojada en ODOO
que es un software de ERP integrado. Esta a su vez tiene una copia espejo en BigQuery que es
un almacén de datos administrador por Google. La data se almacena en una tabla de nombre
tabla_final_trabajo alojado dentro del conjunto de datos procesado_modelo y el proyecto
Empresa-Modelo Demanda PRD. Para poder acceder a ella usaremos la sintaxis basica de SQL.
Basicamente lo que hacemos es seleccionar todas las columnas y registros contenidos en la
tabla de interés. En términos de recursos, la consulta consumio6 336.32 MB y demor6 menos de

un segundo en ejecutarse.

Figura 37
Sentencia SQL para descarga de BBDD

@ Sin titulo YA zetr] [ GUARDAR ~  +2 COMPARTIR ~ (9 PROGRAMACION

1 SELECT * FROM “sf-modelo-demanda-gas.procesado_modelo.tabla_final_trabajo

Nota. Elaboracion propia.

Posteriormente, la tabla resultante fue descargada en formato CSV. La base descargada
pesa un total de 281.67 MB y contiene un total de 802 176 registros de compras de todos sus
productos desde el 17 de febrero del 2021 hasta el 14 de septiembre del 2023. A continuacion,
en la Figura 38, se muestra una vista de la base de datos en formato Excel:

Figura 38
BBDD original

BBDD_SF_ORIGINAL - Excel Rony Yeltsin Garcia Guzmén @ cal - o

" sicion
e % - | T == ab E-—l E=insertar ~ | 2~ A p
| D Calibri R E? - General - .- i ;;t E:Et - =B OEY B -
T [ NK S (Ee[0-a- [SS=EEE | 5 bm u | o Dromiobtkeie |y | Oy Semy | Conpleners
Portapapeles & Fuente [E] Alingacién 5] Nimero [E] Estilos Celdas Edicién Complementos ~
123 - fe 65 h
A B C D E F G H | J K L M N o] E
1 |commitment_date warehouse_ company_natype_order_ ecomerce_ic state warehouse amount_unt company_id name date_order company_br expected_date confirmation_date type_order
2 24/02/2023 10:00 65 EYJE.LR.L false 678315 sale ERJ 80.16 65 S0198271  2023-02-22 1 Tienda E&J  22/02/2023 17:19  22/02/2023 17:19 pt
3 19/04/2021 10:00 65 EYJE.LR.L. false 198402 sale E&J 402.07 65 5082757 2021-04-16 1 Tienda E&J  16/04/202117:42  16/04/2021 17:42 pt
4 15/09/2021 10:00 65 EVIJE.ILR.L. false 240391 sale E&J 69.76 65 SO105782  2021-09-12 0 Tienda E&J  13/09/202113:40  13/09/2021 13:40 pt
5 20/07/2022 10:00 65 EYJE.LR.L false 477985 sale E&J 137.87 65 SO156856  2022-07-18 1 Tienda E&J  19/07/202213:54  19/07/2022 13:54 pt
6 18/05/2021 10:00 65 EYJE.LR.L. false 207912 sale E&J 68.81 65 5088236 2021-05-16 1 Tienda E&J  17/05/202113:54  17/05/2021 13:54 pt
7 | 10/08/2022 10:00 65 EYJELRL false 484322 sale E&J 69.67 65 SO159153  2022-08-070 Tienda E&J ~ 8/08/202213:27  8/08/2022 13:27 pt
8 | 28/04/202110:00 65 EYJELR.L false 200784 sale E&J 78.13 655084231  2021-04-24 1'Tienda E&J  26/04/202113:44  26/04/2021 13:44 pt
9 28/08/2021 10:00 65 EYJE.LR.L. false 236260 sale E&J 73.42 65 50103615  2021-08-26 1 Tienda E&J  26/08/202118:20  26/08/2021 18:20 pt
10 20/07/2022 10:00 65 EYJE.LR.L false 477473 sale ERJ 67.68 65 SO156644  2022-07-18 0 Tienda E&J  18/07/202213:35  18/07/2022 13:35 pt
1 29/03/2023 10:00 65 EYJE.LR.L. false 693445 sale E&J 77.59 65 50202938  2023-03-27 2 Tienda E&J  28/03/2023 16:11  28/03/2023 16:11 pt
12 7/03/2023 10:00 65 EYJE.LR.L. false 682609 sale E&J 167.33 65 50199597  2023-03-04 1 Tienda E&J = 4/03/2023 16:08 4/03/2023 16:08 pt
13 25/10/2021 10:00 65 EYJE.LR.L false 251147 sale E&J 242.97 65 SO110709  2021-10-22 1 Tienda E&J  22/10/202118:23  22/10/2021 18:23 pt
14 7/09/2022 10:00 65 EYJE.LR.L. false 492391 sale E&J 165.12. 65 50162251  2022-09-051Tienda E&J  6/09/2022 13:46 6/09/2022 13:46 pt
15| 18/11/2022 10:00 65 EYJELRL false 538656 sale E&J 95 6550173656  2022-11-170 Tienda E&J  17/11/202211:26  17/11/2022 11:26 pt
16 8/05/2023 10:00 65 EYJE.LR.L false 711218 sale E&J 113.74 65 SO207107  2023-05-051Tienda E&J  5/05/2023 14:12 5/05/2023 14:12 pt
17| 22/02/202110:00 65 EYJE.LR.L. false 179035 sale E&J 193.68 65 5071640 2021-02-190 Tienda E&J  15/02/202113:34  15/02/202113:34 pt
18|  4/05/202110:00 65 EYJELRL false 202834 sale E&J 156.97 65 5085315  2021-04-30 0.Tienda E&J  30/04/202114:10  30/04/2021 14:10 pt

Nota. Elaboracion propia.
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5.1.2.2. Exploracion de la data

5.1.2.2.1. Esquema de base de datos

En la Tabla 11 se muestra la variable Target. Por otro lado, la base de datos cuenta con
un total de 43 variables que se componen de tres variables tipo Fecha, mostradas en la Tabla
12; nueve variables numéricas mostradas en la Tabla 11 y treinta y una variables categdricas

mostradas en la Tabla 13. Por otro lado, en las Tablas 14 y 15 se muestran las variables

agrupadas por categoria.

Tabla 11
Variable Target
VARIABLE DEFINICION TIPO
qty_ordered Cantidad ordenada Numérica
Nota. Elaboracion propia.
Tabla 12
Variables Fecha
VARIABLE DEFINICION TIPO
date_order Fecha de orden Fecha
commitment_date Fecha de compromiso Fecha
expected_date Fecha de espera Fecha
confirmation_date Fecha confirmada Fecha
Nota. Elaboraciones categdricas
Tabla 13
Variables numéricas
VARIABLE DEFINICION TIPO
amount_untaxed Monto sin impuestos Numérica
amount_total Monto total Numérica
price_unit Precio unitario Numeérica
gty_delivered Cantidad entregada Numérica
qty_ordered Cantidad ordenada Numérica
units_per_product Unidades por producto Numérica
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standard_price Precio estandar Numérica
list_price Precio de lista Numérica
Weight Peso Numérica

Nota. Elaboracién propia.

Tabla 14

Variables categoricas

VARIABLE DEFINICION TIPO

warehouse_id ID de almacén Categorica
company_name Nombre de compaiiia Categorica
type_order_vale Tipo de orden Categorica
ecomerce_id ID de ecommerce Categorica
State Estado de pedido Categorica
Warehouse Nombre de almacén Categorica
company_id ID de compafiia Categorica
Name Nombre de comprador Categorica
company_branch Marca de tienda Categorica
type_order Tipo de orden Categorica
order_source Fuente de orden Categorica
partner_id Id de partner Categorica
company_branch_id ID de tienda Categorica
warehouse_code Caodigo de almacen Categorica
Id ID Categorica
price_unit Precio unitario Numérica
Product Nombre de producto Categorica
product_uom Unidad de producto Categorica
product_id ID de producto Categorica
default_code Cadigo por defecto Categorica
ESTADO_PEDIDO Estado de pedido Categorica
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sku_producto SKU de producto Categorica
CAMPANA_ACTIVA Campafia activa Categorica
CYBER Oferta Cyber Categorica
category_id ID de categoria de producto Categorica
category_name Categoria de producto Categorica
product_type Tipo de producto Categorica
unidad_medida Unidad de medida Categorica
id_sap ID SAP Categorica
ZONA COBERTURA Zona de cobertura Categorica
estado_afiliada Estado de tienda Categorica

Nota. Elaboracion propia.

5.1.2.2.1. Componentes de serie

Debido a que nuestro objetivo es predecir la demanda, resulta sumamente necesario

evaluarla en forma de serie de tiempo para poder comprender su comportamiento.

5.1.2.2.1.1. Preparacion de serie de tiempo

Empezamos filtrando nuestra base de datos para solo quedarnos con los registros de

compras del producto Huevo Quincena. No obstante, existen multiples compras para un mismo

dia por lo que necesitamos agrupar las ventas por fecha. Es asi que de lo mostrado en la base

de datos inicial en Excel pasamos a lo siguiente:
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Figura 39
Agrupacion de demanda por fecha

# Nuevo dataframe con suma de pedidos por semana
df_producto = data.groupby(['Fechalrden’'])[ 'CantidadOrdenada’].sum{).reset_index()
df_producto.head()

FechaOrden CantidadOrdenada @

0 1/01/2022 3 m
1 1/01/2023 33
2 1/02/2022 93
3 1/02/2023 23
4  1/03/2021 226

Nota. Elaboracion propia.

Posteriormente, debemos asegurarnos de que la serie esté completa porque puede que
en algunos dias no haya habido compras. Para ello primero hacemos que la Fecha de la Orden
sea el index de la Tabla y que se identifique una frecuencia de avance de un dia mediante el

siguiente

Figura 40
Asignacion de frecuencia de serie

df_producto[ 'FechaOrden’] = pd.to_datetime(df_producto[ 'Fechalrden'], format="%Y/%m/&d")
df_producto = df_producto.set_index('Fechalrden")

df_producto = df_producto.asfreq('1D")

df_producto = df_producte.sort_index()

df producto.head()

Nota. Elaboracion propia.

Ahora si podemos contar si para alguna fecha no hay registro de la demanda y lo
reemplazamos por cero que es lo que realmente le corresponde. Es asi que identificamos 10

fechas en las que se tuvo que aplicar este procedimiento de la siguiente manera:
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Figura 41
Completud de la serie

# Cantidad de fechas con demanda nula
df producto.isnull{).sum().sort values(ascending = False)

CantidadOrdenada 16
dtype: inté4

# Reemplazo de demanda desconocida por @
df producto['CantidadOrdenada’].fillna(@,inplace=True)

# Verificamos que el indice temporal esta completo

{df producto.index == pd.date range(
start = df _producto.index.min()},
end = df_producto.index.max(),
freq = df_producto.index.freq)

).all()

True

Nota. Elaboracion propia.

5.1.2.2.1.2. Tendencia general
Una vez con la serie completa ya podemos analizar la tendencia general a lo largo de
toda la serie. De ello podemos corroborar de forma visual que existe una tendencia no lineal

pero muy irregular debido a que muestra multiples curvas de subida y bajada de demanda.
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Figura 42
Tendencia de la serie
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Nota. Elaboracion propia.

5.1.2.2.1.3. Estacionariedad

Con el objetivo de conocer si es que las propiedades de la serie como la media, la

varianza y covarianza cambian o no en funcién del tiempo, se procedié a hacer pruebas de

hipétesis para conocer su estacionariedad.

Figura 43
Test de estacionariedad

# Test estacionariedad
warnings.filterwarnings({"ignore™)

datos_diff 1 = train.diff({).dropna()
datos_diff 2 = datos_diff_1.diff().dropna()

print( 'Test estacionariedad serie original’)

print( -----mm e - "

adfuller_result = adfuller(df_producto)

kpss_result = kpss(df_producto)

print(f ADF Statistic: {adfuller_result[e]}, p-value: {adfuller_ result[1]}")
print(f 'KPS55 Statistic: {kpss_result[8]}, p-value: {kpss_result[1]}")

Test estacicnariedad serie original

ADF Statistic: -2.8312358192939288, p-wvalue: B8.853948561653854464
KP55 Statistic: 1.81164259856021152] p-value: &.01

Nota. Elaboracion propia.
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Prueba de Dickey-Fuller aumentada (ADF)

e Hipdtesis nula ( HO ): La serie tiene una raiz unitaria, no es estacionaria.

e Hipdtesis alternativa ( HA ): La serie no tiene raiz unitaria, es estacionaria.

De aplicar la ecuacion 3 se obtuvo un p-value de 0.054 por lo que al ser mayor que 0.05

(umbral) aceptamos la hipétesis nula y confirmamos que la serie no es estacionaria.
Prueba Kwiatkowski-Phillips-Schmidt-Shin (KPSS)

e Hipdtesis nula ( HO ): La serie es estacionaria.

e Hipotesis alternativa ( HA ): La serie no es estacionaria.

Se obtuvo un p-value de 0.01 por lo que al ser menor que 0.05 (umbral) rechazamos la hipotesis

nula y confirmamos que la serie no es estacionaria.

De las dos formas anteriores confirmamos que estamos trabajando con una serie cuya
demanda no es estacionaria por lo que sus propiedades cambian con el tiempo. Por ende,

podemaos corroborar de forma visual lo siguiente:

e Tendencia: aunque es irregular, se nota que puede ir aumentando o descendiendo con
el tiempo.

e Estacionalidad: se podria encontrar patrones relacionados con eventos regulares como
épocas del afio, meses, semanas, etc. Por ende, mas adelante se haran algunas pruebas
graficas.

e Variaciones irregulares o aleatorias: la serie evidentemente tiene variaciones de este
tipo que no pueden preverse ni modelarse con facilidad. Esto se confirmara méas adelante

con una gréafica de residuos.

5.1.2.1.1.4. Descomposicién aditiva

Dado que en el anélisis anterior se conocié que la serie no presenta estacionariedad
entonces procedemos a realizar con certeza una descomposicion aditiva debido a que permitira
identificar y separar la tendencia ascendente o descendente y los patrones estacionales de tu

serie de tiempo. A continuacion, se muestra de forma gréfica lo obtenido:
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Figura 44
Descomposicion aditiva
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Nota. Elaboracion propia.

Del grafico se puede apreciar lo siguiente:

e Tendencia: es completamente irregular.

e Estacionalidad: si existe, pero no se puede apreciar la frecuencia de forma exacta por

lo que mas adelante se identificara.

e Residuos: muestra variaciones aleatorias 0 no sistematicas que no siguen un patron

predecible.
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5.1.2.2.2. Tendencias

Tendencia por dia de semana

Figura 45

Demanda de paquetes de huevos (15 huevos) por dia de la semana
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Nota. Elaboracion propia.

En la Figura 45, se observa la cantidad de paquetes de huevos (15 huevos) que son
ordenados por dia durante la semana, comenzando por el dia domingo, seguido del dia lunes y
asi sucesivamente. A partir del grafico, se puede observar que en los dias domingos y lunes, la
demanda de paquetes de huevos (15 huevos) es mayor en comparacion con los demas dias de

la semana.
Tendencia por dia de mes

Con respecto a la demanda por mes, en la Figura 46 se aprecia gque tiene una tendencia
irregular. Se observa que los primeros dias del mes, la demanda tiene una tendencia creciente
hasta llegar a su maximo pico y luego empieza a decrecer aproximadamente a mitad del mes.
Durante los dias posteriores la tendencia es creciente otra vez hasta que, finalmente, decrece

durante los ultimos dias del mes.
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Figura 46
Boxplot de demanda de paquetes de huevos (15 huevos) por dia del mes
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Nota. Elaboracion propia.

CantidadOrdenada

s

Figura 47
Distribucién de demanda paquetes de huevos (15 huevos) por dia del mes
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Nota. Elaboracion propia.
Tendencia por fechas festivas

De acuerdo con la Figura 48, en el afio 2021, la tendencia se incrementa durante los

meses de febrero y marzo aproximadamente. Tanto para el afio 2022 y 2023 se alcanza el pico
mas alto durante el mes de mayo.
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Figura 48
Demanda de paquetes de huevos (15 huevos) en fechas festivas
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Nota. Elaboracion propia.
Tendencia por meses

Al comparar la demanda de paquetes de huevos (15 huevos) desde el lanzamiento del
canal E-commerce en febrero de 2021 en la Figura 49, se evidencia que no existe una tendencia
0 estacionalidad por mes y los requerimientos recibidos fueron variando afio a afio. Esta
volatilidad se explica, por ejemplo, por la alta demanda de servicios de delivery en 2021 durante
la pandemia y a aspectos coyunturales que hicieron que varien los precios de huevo y, por lo
tanto, su demanda. Asi, a inicios de este afio los elevados precios de soya y la amenaza de la

gripe aviar hizo que los costos de produccion incrementaran.
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Figura 49
Comparacion de Demanda histdrica por meses 2021-2023
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Nota. Elaboracion propia.

Figura 50
Demanda Histdrica de paquetes de huevos (15 huevos) 2021 - 2023
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Nota. Elaboracion propia.
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Tendencia por afio

A partir de las Figuras 51 y 52, se puede observar que durante el afio 2021 se tuvo una
mayor demanda de paquetes de huevos (15 huevos). No obstante, esta fue decreciendo durante
el afo 2022 y esta tendencia continud hasta la fecha. Asimismo, se puede apreciar el grafico de

la demanda historica de paquetes de huevos (15 huevos) la cual tiene una tendencia decreciente.

Figura 51
Demanda diaria de paquetes de huevos (15 huevos) por afio
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Nota. Elaboracion propia.

Figura 52
Demanda historica de paquetes de huevos (15 huevos)

Nota. Elaboracion propia.
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Tendencia por activacion de campafias

Se puede observar en las Figuras 53 y 54 que hay méas ventas cuando no se ha realizado
campanas y esto se debe a que tenemos pocas campaiias en la base de datos. Cabe sefialar que

solo disponemos de campafas a partir del afio 2022.

Figura 53
Boxplot de demanda de paquetes de huevos segun Activacion de campafias
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Nota. Elaboracion propia.

Figura 54
Demanda de paquetes de huevos (15 unid.) segtin Activacion de campafias
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Nota. Elaboracion propia.
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Evolucion del precio

Con respecto al precio, se puede observar en la Figura 55 que conforme van pasando
los afios, el precio ha aumentado. No obstante, en las gréficas anteriores podemos corroborar
que los aumentos del precio no siempre han tenido un impacto directo sobre la demanda debido
a temas coyunturales como la pandemia, inflacion, etc. Mencionar que esto tiene que ver mucho

con la parte de la teoria econdmica de oferta y demanda.

Figura 55
Evolucion del precio de venta de paquetes de huevos (15 huevos)
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Nota. Elaboracion propia.

5.1.2.3. Pre procesamiento de la data

5.1.2.3.1. Renombre de variables

Con el fin de que el manejo de variable sea mas entendible a nivel semantico, se
procedié a cambiar el nombre de todas. Se detallan los cambios de la Variable Target en la tabla
15, mientras que los cambios de las Variables de Fecha se indican en la Tabla 16, los de las

variables numeéricas en la Tabla 17 y los cambios de las variables categoricas en la Tabla 18.



Tabla 15
Variable Target renombrada

NOMBRE ORIGINAL NOMBRE NUEVO TIPO
qty_ordered CantidadOrdenada Numércia
Nota. Elaboracion propia.
Tabla 16
Variables Fecha renombradas
NOMBRE ORIGINAL NOMBRE NUEVO TIPO
date_order FechaOrden Fecha
commitment_date FechaCompromiso Fecha
expected_date FechaEsperada Fecha
confirmation_date FechaConfirmada Fecha
Nota. Elaboracion propia.
Tabla 17
Variables numéricas renombradas
NOMBRE ORIGINAL NOMBRE NUEVO TIPO
amount_untaxed MontoSinImpuestos Numérica
amount_total MontoTotal Numérica
price_unit PrecioUnitario Numérica
gty_delivered CantidadEntregada Numérica
qty_ordered CantidadOrdenada Numérica
units_per_product UnidadesPorProducto Numérica
standard_price PrecioEstandar Numérica
list_price PrecioLista Numeérica
Weight Peso Numérica
Nota. Elaboracion propia.
Tabla 18
Variables categoricas renombradas
VARIABLE DEFINICION TIPO
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warehouse_id AlmacenID Categorica
company_name Compania Categorica
type_order_vale ValorTipoOrden Categorica
ecomerce_id EcommercelD Categorica
State EstadoOrden Categorica
Warehouse Almacen Categorica
company_id CompanialD Categorica
Name SociolD Categorica
company_branch Tienda Categorica
type_order TipoOrden Categorica
order_source OrigenPedido Categorica
partner_id Socio Categorica
company_branch_id TiendalD Categorica
warehouse_code AlmacenCodigo Categorica
Id ID Categorica
price_unit PrecioUnitario Numérica
Product Producto Categorica
product_uom ProductoUnidad Categorica
product_id ProductolD Categorica
default_code CodigoPredeterminado Categorica
ESTADO_PEDIDO EstadoOrden2 Categorica
sku_producto ProductoSKU Categorica
CAMPANA_ACTIVA CampaniaActiva Categorica
CYBER Cyber Categorica
category_id CategorialD Categorica
category_name Categoria Categorica
product_type ProductoTipo Categorica

unidad_medida

UnidadMedida

Categorica
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id_sap SAPID Categorica
ZONA_COBERTURA ZonaCobertura Categorica
estado_afiliada EstadoAfiliada Categorica

Nota. Elaboracion propia.

A continuacion, se muestra la codificacion del cambio de nombres para una muestra de

las variables:

Figura 56
Renombre de variables

# Renombramos wvariables

df SF.rename(columns={"commitment date': FechaCompromiso'},inplace = True)
df SF.rename(columns={'warehouse id':"AlmacenID'},inplace = True)

df SF.rename(columns={"company_ name':'Compania’},inplace = True)

df SF.rename({columns={'type order vale':'ValorTipoOrden'},inplace = True)
df_SF.rename(columns={"ecomerce_id': 'EcommerceID’},inplace = True)

Nota. Elaboracion propia.

5.1.2.3.2. Tratamiento de data duplicada

Se identificaron 417 registros de ventas duplicados. Se procedié a eliminarlos para que

no altere la demanda real.

Figura 57
Tratamiento de data duplicada

# Cantidad de data duplicada
df SF.duplicated().sum{)

417

df SF = df SF.drop duplicates()
df SF.duplicated()}.sum{)

8

Nota. Elaboracion propia.
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5.1.2.3.3. Cambio de tipo de variables

Si bien es cierto, anteriormente se categorizaron a las variables de acuerdo a su naturaleza,
esto no quiere decir que python entienda lo mismo. Por ende, algunas variables tuvieron que

ser convertidas, a continuacion, se detalla las conversiones.

e De tipo objetc a tipo date: FechaOrden
e De tipo int a tipo object: AlmacenID, CompanialD, TiendalD, ID, ProductolD,
CampaniaActiva, Cyber y CategorialD

Para ello se empled el siguiente codigo:

Figura 58
Cambio de tipo de variables

# Cambiamos tipos de datos

# De object a datetime

df_SF[ 'Fechalrden'] = pd.to_datetime(df_SF['Fechalrden'])
df_SF[ 'FechaOrden'] df_SF[ 'Fechalrden'].dt.date

# De int/float a object

df_SF['AlmacenID'] = df_SF['AlmacenID'].astype( object")
df SF['CompanialD’'] = df SF['CompanialD’].astype( 'ocbject’)
df_SF['TiendaID'] = df_SF['TiendaID'].astype( 'object')

df SF['ID"] = df SF['ID"].astype( object")

df_SF[ 'ProductoID’] df_SF['ProductoID’].astype( 'object")
df SF[ 'Campaniafctiva’]
df_SF['Cyber'] = df_SF[’
df SF['CategorialD’'] = d

= df_SF[’'CampaniaActiva’].astype( object")
Cyber'].astype( "object")
f SF['CategorialD’].astype( ' object")

Nota. Elaboracion propia.

5.1.2.3.4. Eliminacién de variables

Variables Fecha

Existen cuatro variables de tipo fecha que son FechaOrden, FechaCompromiso, Fecha
Esperada y FechaConfirmada. Comparando estas variables, solo se encontré 16 registros con
diferencias entre FecaEsperada y FechaConfirmada. No obstante, en algunos casos la diferencia
podia ser de hasta 593 dias debido a que por algun error de codificacion se considero una fecha
esperada de hasta afios después de la fecha confirmada. Por otra parte, solo el 10.3% de los
pedidos en total presentan una diferencia mayor a un dia entre la fecha de orden y la fecha
esperada y en un 1.31% omitieron digitar la fecha esperada, para el 89% restante se espera que

la fecha de entrega sea el mismo dia que la fecha del pedido. Por ende, solo conservaremos la
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variable FechaOrden. A continuacion, se muestra a nivel de codigo como se eliminaron las

demas variables y servira de ejemplo para posteriores eliminaciones:

Figura 59
Eliminacién de variables

df_SF.drop( [ 'FechaCompromisc’, 'FechaEsperada', 'FechaConfirmada®], axis=1, inplace=True)
df_SF.head(}

Nota. Elaboracion propia.
Variables equivalentes

Existen variables que aportan la misma informacién o muy parecida por lo que estan

fuertemente correlacionadas y en algunos casos hasta pueden generar confusion.

En primer lugar, se identifico que la variable Almacen y las variables AlmaceniD y
AlmacenCodigo representan la misma informacion. Por ende, se optd por mantener por ahora

la variable Almacén debido a que es la Unica que almacena datos textuales.

Figura 60
Variable Almacen vs AlmacenID/Almacen

result = df_SF.groupby(['AlmacenID', 'Almacen']}.size().reset_index({name="count")
print({result)

AlmacenID Almacen count
8 1 My Company 6
1 16 ARIDEL 18@92
2 7 MUTRIABASTOS 71155
3 18 COMERCIAL CELA EIRL 19592
4 22 DYCWAR 7687
5 23 ANFERSEE 22335
& 33 APETERM 17463
7 Ga CASTELLARES ARAMBURARAR 869
& 62 CRISELY 53888
=) 65 E&] 74623
18 7 GRUPD VERTIZ 26747
11 72 VALLE CEDRELA 97836
12 73 VEREEAZNICA PALOMINO 53785

Nota. Elaboracion propia.

El mismo comportamiento fue encontrado para las relaciones entre las variables
Compania y CompanialD, Tienda y TiendalD, Categoria y CategorialD, Producto y
ProductolD, ProductoUnidad y UnidadMedida y Socio y SociolD. En todos estos casos nos

quedamos con la variable textual y eliminamos el 1D.
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Algo parecido se encontro entre las variables EstadoOrden y EstadoOrden2 donde se detct6 que
el 95.3% de los pedidos presentan un EstadoOrden corresponden a una venta concretada. No
obstante, en términos de demanda lo que importa es tener el producto disponible para cuando
el cliente lo pide independientemente de si luego modifica o cancela el pedido. Por ende, nos
quedaremos con todos los registros y eliminaremos ambas variables. A continuacién, se muestra

el detalle numérico de ello:

Figura 61
Variable EstadoOrden vs EstadoOrden2

result = df_SF.groupby([ 'EstadoOrden’, 'EstadoOrden2’]).size().reset_index({name="count’)
print{result)

EstadoOrden Estadolrden2 count

8 cancel CANCELADO 18531
1 dratt MODIFICIADO £22
2 talse CANCELADO 1
3 sale MODIFICIADO 388332
4 sale VENTA 482363
5 sent MODIFICIADO 1@

Nota. Elaboracion propia.

Por ultimo, para el caso de las variables CampaniaActiva y Cyber se detect6 que todas
los cybers estan contenidos dentro de CampaniaActiva por lo gue solo nos quedaremos con esta
debido a que en un futuro puede admitir mas posibilidades de campafias y no solo cybers. A

continuacion, se muestra de forma numérica lo identificado:

Figura 62
Variable CampaniaActiva vs Cyber

result = df_SF.groupby(['CampaniaActiva’, 'Cyber']).size().reset_index(name="count')
print(result)

Campaniafctiva Cyber  count
8 = 6 725487
1 1 1 76262

Nota. Elaboracion propia.
5.1.2.3.5. Cardinalidad

A continuacién, se analiza de forma numerica y/o gréafica la distribucion de valores de las

variables que fueron descartadas del analisis por distintas razones como, por ejemplo:
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e Variables que no tienen datos

e Variables que solo tienen una categoria

e Variables cuyo mayor porcentaje se centra en solo una categoria o se acumulan en pocas
categorias

Partimos con la variable EcommercelD en la que se tiene no solo un total de 163 551 valores
distintos, sino que también 17 441 valores son de tipo false. Debido a la alta cardinalidad de

esta variable se procedio a retirarla.

Figura 63
Cardinalidad de variable EcommercelD

d{_SF.gPoupby{['EcommerceID']}['EcohmerceID'].cDunt[}

EcommerceID
177869
177888
177882
177958
177084

ol W =] un

744911
744526
744933
744937
false 17441

Name: EcommercelD, |Length: 163551, dtype: inte4d

LU O a i

Nota. Elaboracion propia.

Posterior a ello se identificd que para la variable ValorTipoOrden, segun su grafico de
distribucion mostrado en la Figura 64, que casi el total de pedidos (81.6%) tienen la clase
“False”. Debido a que la significancia de la variable se concentra en una sola variable y se tiene
desconocimiento del significado de las otras categorias minoritarias, se procedera a retirar dicha

variable de la base de datos.

Figura 64
Distribucion de valores - Variable ValorTipoOrden

100 ValorTipoOrden Distribucién

Porcentaje

13.44%

2.99% 1.88% 0.07%
7 iy T

false D F M

Nota. Elaboracion propia.
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Un caso similar sucede con la variable TipoOrden, mostrado en la Figura 65, en la que
se observa que el 95.01% de las 6rdenes fueron pagadas en su totalidad (pt) mientras que el
4.94% fueron vales, el 0.05% giftcard y el resto canje. Por ende, casi la totalidad de los pedidos
se centran en una sola clase por lo que esta variable no se considerara como parte del modelo.

Figura 65
Distribucion de valores - Variable TipoOrden

TipoOrden Distribucién
100

o
5

Porcentaje

»
ol el 0.05% 0.00%

vale giftcard canje

Nota. Elaboracion propia.

Lo mismo sucede para la variable OrigenPedido en la que todo se centra en una clase
debido a que el 97.8% de los valores corresponde a origen ecommerce, cOmo se muestra en la
Figura 66. No obstante, toda la data es de su canal ecommerce por lo que otros valores podrian

ser el resultado de una mala digitacion. Por esta razén, se descarta esta variable del
modelamiento.

Figura 66
Distribucién de valores - Variable OrigenPedido

OrigenPedido Distribucién
100

@
©

Porcentaje

2.18% 0.00%

false

ecommerce

Nota. Elaboracion propia.
Para el caso de la variable Socio, tenemos a 46 471 personas que vienen realizando

compras y aungue algunos pueden tener hasta 60 compras en total, la cardinalidad es

extremadamente alta y esto quita precision a los modelos por lo que se excluira esta variable.

Respecto a la variable ProductoUnidad, cuya distribucion es mostrada en la Figura 67,

esta se descarta debido a que el el 99.9% de los valores pertenecen a la clase “unidad” ademas
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de que, al filtrar solo por el producto de interés, esta variable se volverd completamente

homogénea no aportando informacion alguna para el modelo.

Figura 67
Distribucion de valores - Variable ProductoUnidad

160 - 99.92% ProductoUnidad Distribucién

80

60

Porcentaje

20

0.07% 0.01% 0.00% 0.00%
Kg PAQUETE Bolsa x 11 Unidades Bolsa x Unidad

Nota. Elaboracion propia.

Asimismo, tenemos el caso de la variable CodigoPredeterminado que teéricamente

identifica al producto; sin embargo, este cddigo no se debe usar debido a que 118 presentan un

valor false, un grupo incluyen la palabra [OLD] haciendo referencia a que estan desactualizados

y otro grupo incluye de forma directa la indicacién (no usar). Por todas estas razones, esta

var

iable se retirard del modelo.

Para la variable Categoria del producto, mostrada en la Figura 68, esta se volvera

homogénea cuando se filtre por producto y, de igual manera, sucede con la variable

ProductoTipo en la que incluso se observa que el 84.6% de valores se concentra en la clase

“product”. Por ende, ambas variables seran eliminadas.

Fig

ura 68

Distribucién de valores - Variable ProductoTipo

100

Porcentaje

3
5
!

ProductoTipo Distribucién

15.40%

product service consu

Nota. Elaboracion propia.

A continuacion, se muestran todas las variables que fueron eliminadas en esta etapa:
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Figura 69
Eliminacion de variables por cardinalidad

# Eliminamos variables no relevantes
df_SF.drop([ 'ValorTipoOrden', 'EcommerceID’, 'TipoOrden', 'OrigenPedidec’, 'Socio’, 'ProductoTipo’,

'ProductoUnidad’, 'CodigoPredeterminado’, 'Categoria’], axis=1, inplace=True)
df_SF.head()

Nota. Elaboracion propia.
Variables postpedido

Existen variables que al generarse luego de concretar un pedido no nos ayudan a
predecir nuestro objetivo. Este es el caso de la variable CantidadEntregada por lo que sera

eliminada.
Variables desconocidas

Por otra parte, existen variables de las que se desconoce su significado como el caso de

la variable ID que ademés también presenta una alta cardinalidad. Por ende, sera retirada.

5.1.2.3.6. Tratamiento de valores perdidos

Se identifico la cantidad de datos nulos por variable y su porcentaje respecto al total de
registros. En base a ello se tomaron decisiones de eliminacion o imputacion mediante los

siguientes criterios:

o 2% NAs < =8%: eliminacion de valores nulos
e 8% <% NAs < =12%: imputacion de variable

e % NAs > = 13%: eliminacion de variable

De los célculos, se obtuvo y decidio lo siguiente:
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Figura 70
Valores nulos

# RATIO DE VALORES MNULOS

na_ratio = ((df_SF.isnull{}.sum() / len(df_sSF))*188).sort_walues{ascending = False)
print("% TOTAL DE MAs:", sum({{df _SF.isnull().sum() / len{df _SF))*1@e}))
PR Efmmmm===sme——=ccccooooca oo o)

print ("% INDIVIDUAL DE MAs™)
prinmt(na_ratio)

% TOTAL DE MAs: 261.8341821544878

% INDIVIDUAL DE MAs

ProductoSKU 98.458184
SAPID 59.956171
Peso S@.33a751
PreciocEstandar 35.61@576
UnidadesPorProducto 18.833224
Preciolista 6.296285
ZonaCobertura @.389135
EstadofAfiliads @.3@2135
Producto @.000006
Almacen a.000080
Campaniafctiva a.000080
CantidadOrdenada 2. 902008
PrecioUnitario @.000006
MontoTotal a.900000
Tienda 2. 200000
FechaOrden 2. 902008
MonteSinImpuestos 2. 000008
Compania 2. 000008

dtype: floats4
Nota. Elaboracion propia.

e Eliminar variables:  ProductoSKU, SAPID, Peso, PrecioEstandar vy
UnidadesPorProducto.

e Eliminar, aunque % NAs < 8%: la variable PrecioLista es el precio sugerido por la
empresa pero no es el fijo, por lo tanto la eliminamos y en su reemplazo tenemos a
PrecioUnitario.

e Imputacion de variables: se eliminaron los registros con NAs para ZonaCobertura y

EstadoAfiliada. Esto Gltimo se hizo de la siguiente manera:

Figura 71
Imputacion de NAs

# CRITERIO: ¥NAs <= B%

# DECISION: eliminar registros

# JUSTIFICACION: no afecta a la significancia de la data

df SinMA = df SF.dropna()

df_SinMA = df_SinNA.reset_index(drop=True)

print ("Shape of dataset before drop variables: ", df_SF.shape)
print ("Shape of dataset after drop variables: ", df _SinNA.shape)

Shape of dataset before drop variables: (881759, 12)
Shape of dataset after drop variables: (799288, 12)

Nota. Elaboracion propia.
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5.1.2.3.5. Correlaciéon de variables

Empecemos analizando la correlacion entre las variables numéricas, para ello usaremos
el coeficiente de correlacion de Pearson. De acuerdo a la teoria, cuando estos valores son
cercanos a uno las variables se correlacionan fuertemente por lo que se debe eliminar al menos

una de ellas.

Figura 72
Matriz de correlacion de variables numéricas

- 1.0

- 0.8

MontoTotal MontoSinimpuestos

0.038

0.038

CantidadOrdenadaPrecioUnitario

|
MontoSinimpuestos  MontoTotal PrecioUnitaric CantidadOrdenada

Nota. Elaboracion propia.

De la Figura 72 se evidencia que la variable MontoTotal tiene una correlacion igual a
uno con la variable MontoSinImpuestos lo cual es bastante 16gico debido a que la primera es la
suma de la segunda mas los impuestos. Asimismo, aunque en menor medida, ambas variables
dependen de la cantidad ordenada y el precio del producto por lo que se eliminaran ambas al

considerarse variables derivada o casi postpedido.
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Posterior a ello se hard el mismo anélisis para el resto de variables que quedan,

incluyendo las categéricas. Debido a que en este caso el calculo es m&s complejo, nos

apoyaremos de la libreria pandas_profiling la cual nos arroja el siguiente resultado:

Figura 73

Vista grafica de matriz de correlacion de variables restantes

PrecioUnitario

CantidadQOrdenada

Compania

Al

Campaniaictiva

ZonaCobertura

EstadoAfiliada

macen

Tienda

L=
=
i
=]
o
=
L=
2
o

Nota. Elaboracion propia.

dadCrdenada
Compania

Almacen

Tienda

mpaniafctiva

onaCobertura
stadoAfiliada

1.00

0.75

0.50

0.25

0.00

=0.25

=0.50

—0.75

=1.00

A continuacién, en la Figura 74, se puede apreciar las mismas relaciones, pero a nivel

numéerico:

Figura 74

Vista numérica de matriz de correlacion de variables

PrecioUnitario |CantidadOrdenada [Compania |Almacen | Tienda |CampaniaActiva [ZonaCobertura |EstadoAfiliada
PrecioUnitario 1 0.008 0.1 0.112 | 0.112 0.071 0.101 0.101
CantidadOrdenada 0.008 1 0.003 0.007 | 0.007 0 0.007 0.002
Compania 0.11 0.003 1 1 1 0.182 0.951 0.991
Almacen 0.112 0.007 1 1 1 0.188 1 1
Tienda 0.112 0.007 1 1 1 0.188 1 1
CampaniaActiva 0.071 0 0.182 0.188 | 0.188 1 0.055 0.157
ZonaCobertura 0.101 0.007 0.951 1 1 0.055 1 0.546
EstadoAfiliada 0.101 0.002 0.991 1 1 0.157 0.546 1
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Nota. Elaboracion propia.

De la matriz se puede identificar que en rojo se encuentran todas las variables que se
encuentran fuertemente correlacionadas con un valor de coeficiente de correlacion de pearson

igual a 1. A continuacion se listan estas relaciones:

e Compania con las variables Almacen y Tienda.

e Almacen con las variables Compania, Tienda, ZonaCobertura y EstadoAfiliada.
e Tienda con Compania, Almacen, ZonaCobertura y EstadoAfiliada.

e ZonaCobertura con Almacen y Tienda.

e EstadoAfiliada con Almacen y Tienda.

Asimismo, de la matriz se puede identificar que en amarillo se encuentran todas las
variables que se encuentran fuertemente correlacionadas, pero con un valor de coeficiente de

correlacion de pearson entre 0.7 y 0.9. A continuacién se listan estas relaciones:

e Compania con ZonaCobertura y EstadoAfiliada
e ZonaCobertura con Compania.

e EstadoAfiliada con Compania.

De todas estas correlaciones fuertes se opt6 por eliminar todas las variables excepto
ZonaCobertura que parecia ser la menos correlacionada. No obstante, al analizar su distribucion
que es bastante heterogénea en donde los distritos con mayor nimero de 6rdenes registradas
son Surquillo, San Miguel, Surco y Chorrillos, concentrando casi el 70% de los casos. Por ende

y dado que buscamos predecir la demanda para todo Lima en general, se opté por también
eliminar estas variables.

Figura 75
Distribucidn de valores - Variable ZonaCobertura

100 ZonaCobertura Distribucion

Porcentaje

24.26%

— 17.35% -32% 4.
2 16.32% 12.21% 9.32% 9.31% 6.71%
3 .13%

0.07% 0.00%
SURQUILLO SAN MIGUEL SURCO CHORRILLOS LOS OLIVOS LA VICTORIA LIMA CERCADO INDEPENDENCIA ASIA

CAA[ETE

Nota. Elaboracion propia.
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Ya teniendo el pre procesamiento casi listo, se filtrd la data correspondiente solo a
Producto = Paquete de huevos (15 huevos) que es el producto més demandado y en ese
momento la variable Producto se volvié homogénea por lo que también se elimino. Es asi que
pasamos de tener un total de 43 variables al inicio del pre procesamiento, a tener solo 4 al final

de este proceso exhaustivo.

Por altimo, se procedié a hacer un andlisis de outliers debido a que las variables
predictoras resultantes son numéricas al igual que la variable a predecir. Para ello nos apoyamos
de diagramas de cajas o también conocidos como boxplots que basicamente muestran la
distribucion de los valores de una variable a través de sus cuantiles. Para ello nos ayudamos del
siguiente codigo:

Figura 76
Construccion de boxplot

import matplotlib.pyplot as plt
plt.boxplot({df producto["Campaniafctiva™])
plt.ylabel{"CampaniaActiva")
plt_title("Boxplot CampaniaActiwva")

Nota. Elaboracion propia.

En primer lugar, analizamos la variable CampaniaActiva; no obstante, no se encontraron
outliers debido a que esta variable solo admite dos posibles valores: un cero cuando no hay
campafia y un uno cuando si existe. Como se aprecia en el siguiente boxplot, la distribucién no

presenta anomalias.

Figura 77
Boxplot — Campafia Activa

Boxplot CampaniaActiva

1.0

0.8

0.6

CampaniaActiva

0.24

0.0

Nota. Elaboracion propia.



119

El mismo ejercicio se hizo para la variable PrecioUnitario y tal como se ve en el boxplot,
se identifico que existen algunos outliers para cuando el precio estuvo por debajo de los S/4.00
asi como para cuando estuvo por encima de los S/10.00. No obstante, no se aplicéd ningun
tratamiento debido a que como ya se analizé anteriormente, el precio ha ido subiendo con el
tiempo y no siempre ha tenido una relacion esperada con la demanda como lo dice las leyes

econdmicas.

Figura 78
Boxplot — Precio Unitario

Boxplot PrecioUnitario

(o]

|

PrecioUnitario

[+ o]

-

Nota. Elaboracién propia.

Por altimo, analizamos la distribucion de la variable target. Tal como se ve en el
siguiente diagrama de cajas, existen varios outliers por encima de los 250 pedidos. No
obstante, en este trabajo se defiende la postura de que un incremento de pedidos corresponde
a la realidad de ventas por lo que aportan informacion importante a los modelos para futuras
predicciones. Por lo tanto, no se aplicara ninguna técnica de tratamiento. Caso similar sucede

para cuando no existieron compras.
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Figura 79
Boxplot — Cantidad Ordenada

Boxplot CantidadOrdenada

500 4 o]

. :
T

CantidadOrdenada

100 A

Nota. Elaboracion propia.

Con el fin de saber la cantidad exacta de outliers, se aplico el siguiente codigo de python.
En este se empieza escalando la variable CantidadOrdenada utilizando el método Z-score.
Luego, se establece un umbral = 2 en valor absoluto para ser comparado con las 6rdenes
escaladas y los resultados se almacenan en la nueva columna de nombre out_SP. Es asi que si
es un outlier se asigna un true y caso contrario un false. Por ultimo, se cuenta cuantos outliers
se encontraron en los datos al contar cuéntas filas tienen el valor. Como resultado se contaron
48 trues, lo que representa el 5.16% de la data en cuanto a dias. Al ser un % bastante bajo y
sumado a la justificacion mencionada anteriormente, se mantiene la postura de incluir dichos

valores.

Figura 80
Conteo de outliers

# Z-SCORE: 48 outliers

from sklearn import preprocessing
# Escalo variable con Z-score
pl=preprocessing.scale(df producto["CantidadOrdenada™])
# Establesco limite para outlier

df producto["out SP"]=abs(pl)>»2
len(df_producto[df_producto[ "out _SP"]==True])

48

Nota. Elaboracion propia.
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5.1.2.4. Modelamiento

En esta etapa y ya con la data limpia, se entrenaron una serie de modelos de distinto

nivel de complejidad.
SARIMAX

Para ello primero se convirtid la data a una serie de tiempo siguiendo los mismos pasos
que se detallaron al inicio de la etapa de Exploracion de la data. Posterior a ello se segmento la
data en 80% para entrenamiento y 20% para test; es decir, los primeros 752 dias para el
entrenamiento y los ultimos 188 para el test. Para ello se estableci6 un orden de entrenamiento

de (1,1,0), debido a que es un buen valor base, y se usé el siguiente cddigo de python:

Figura 81
Entrenamiento de modelo SARIMAX - orden (1,1,0)

from statsmodels.tsa.arima.model import ARIMA
train = df producto["CantidadOrdenada™][:752]
test = df producto["CantidadOrdenada” ][752: ]
# p,d,g ARIMA Model

model = ARIMA(train, order=(1,1,8))

model it = model.fit()

print{model fit.summary())

Nota. Elaboracion propia.
Forecast autorregresivo simple

Se entrend tres modelos autorregresivos recursivos que son un tipo de modelo de series
temporales que predice en base a valores pasados, pero también predicciones previas. Para ello
primero se completo la serie al igual que en el modelo anterior. Posterior a ello se dividio la

data en train y test con la relacion 80% y 20% respectivamente.
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Figura 82
Distribucién de data en train y test

=t — train

— test
400

300

200
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Jul Jan Jul Jan Jul
2022 2023
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Nota. Elaboracion propia.

Para el entrenamiento del modelo se consideraron tres regresores: LinearRegression,
GradientBoostingRegressor y MLPRegressor que se reemplazaron en donde aparece el
recuadro verde de la siguiente Figura 83. Asimismo, se establecié un lags = 15 para que también
tome en cuenta la demanda de los ultimos 7 dias. El codigo usado para el entrenamiento fue el

siguiente:

Figura 83
Entrenamiento de modelo ForecasterAutoreg con Regresor Lineal

# Crear y entrenar forecaster

e, ,
forecaster = Forecasterfutoreg(
regressor = LinearRegression(),
lags = 15
)

forecaster.fit(y=datos_train[ 'CantidadOrdenada’])
forecaster

Nota. Elaboracion propia.
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Regresion lineal simple

Para este modelo se buscd establecer la relacion entre la fecha y la demanda. Esto podria
sonar que es similar a lo antes explicado en las series de tiempo, pero la diferencia es que se
toma a la fecha como una variable y no como un index. Aclarar que no se tomd al precio como
variable independiente debido a que sus fluctuaciones son pocas y en el caso de camparia activa

solo se dispone de data a partir del segundo afio y sus valores soloson 0y 1.

En primer lugar y dado que la fecha en su formato natural no puede ser leida por una
regresion lineal, se hizo una conversion numérica de tal forma que la primera fecha es

equivalente a 1 y se va incrementando de uno en uno. Para ello usamos el siguiente cddigo:

Figura 84
Conversién de fecha en nimero ordinal

# Agrega una nueva columna numérica "Numero Dia' desde 1 en adelante
df producto['Fechalrden’'] = range(1, len(df producto) + 1)

Nota. Elaboracion propia.

Posterior a ello se dividio la data en 80% para entrenamiento y 20% para test. En esta
ocasion se uso una forma mas directa. Asimismo, se usé un valor semilla de 123 que se viene
poniendo en todos los modelos que admiten ese parametro y un shuffle = True que nos asegura
que los datos se mezclen antes de ser divididos en train y test. EI cddigo se muestra a

continuacion:

Figura 85
Train y test - forma directa

# Divisidn de los datos en train y test

X = df_producto[[ 'FechaOrden"']]
y = df_producto[ "CantidadOrdenada’ ]

¥X_train, X_test, y_train, y_test = train_test_split(
¥X.values.reshape(-1,1),
y.values.reshape(-1,1),

train_size = 9.88,
random_state = 123,
shuffle = True

Nota. Elaboracion propia.
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Posteriormente se entrend el modelo de la siguiente manera:

Figura 86
Entrenamiento de regresion lineal simple

# Creacidn del modelo

modelo = LinearRegression()
modelo.fit(X = X train.reshape(-1, 1), y = y_train)

Nota. Elaboracion propia.
Regresion maltiple

Luego de haber entrenado series de tiempos y regresiones lineales, se procedié a
entretener regresiones multiples. Esto quiere decir que ahora se tomara en cuenta mas de una
variable independiente. Para ser exacto, todas las que quedaron luego de la etapa de pre

procesamiento: PrecioUnitario y CampaniaActiva.

Para ello en primer lugar se agrupd la demanda por dia, pero ahora con la aclaracién de
gue se tomaron mas criterios para agrupar las otras variables independientes. Es asi que el
PrecioUnitario sera el promedio de todos los precios del dia y lo mismo sucederd para
CampaniaActiva aunque en este caso no generara cambio alguno debido a que se tiene la certeza
de que por dia hubo o no hubo campafa. Esto se logra mediante el siguiente codigo:

Figura 87
Agrupacion de demanda para regresion maltiple

# Nuevo dataframe con suma de pedidos por dia
df producto = data.groupby{'Fechalrden').agg({

"CantidadOrdenada’: ‘sum’,
'Preciolnitario’: "mean’,
"CampaniafActiva’: 'mean’

1) .reset_index()
df_producto.head()

Nota. Elaboracion propia.

Posterior a ello verificamos que las fechas estén completas y en caso se carezca de datos
para alguna, se reemplazara la CantidadOrdenada con cero debido a que no hubo compra, el
PrecioUnitario por el promedio de todos los precios y la CampaniaActiva con cero que es el

equivalente a que no hubo. Para ello usamos el siguiente codigo:
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Figura 88
Completitud de datos para fechas sin datos

df_producto[ 'CantidadOrdenada’].fillna(@,inplace=Trus)
df_producto[ 'PrecioUnitario’].fillna({df_producto[ 'PrecioUnitario’].mean(),inplace=Trus)
df_producto[ 'CampaniaActiva'].fillna(@, inplace=True)

Nota. Elaboracidon propia.

Finalmente se entrend el modelo con el mismo método que se vio durante el curso de

Machine Learning con la siguiente programacion:

Figura 89
Entrenamiento de regresion lineal maltiple

# Creando a mi alumno

LR_model = LinearRegression()

# Estudia

LR model.fit(X train,¥ train)

# Examen

¥ _pred = LR _model.predict(X test)

Nota. Elaboracién propia.
Forecast autorregresivo multiple

Similar a la regresién multiple, primero nos aseguramos de que las fechas estén
completas mediante el mismo procedimiento del modelo anterior. Posterior a ello entrenamos
el modelo con dos regresores: Ridge y GradientBoostingRegressor que se colocaran en el
recuadro verde sefialado en la Figura 90. Asimismo, consideramos una semilla de 123y 7 lags

para tomar en cuenta la data de los ultimos 7 dias.
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Figura 84

Entrenamiento de Forecast autorregresivo multiple

# Crear y entrenar forecaster

# S 5 5
forecasterR = Forecasterfutoreg(

regressor =|Ridge(),

lags = 7

forecasterR.fit(y=datos train[ 'CantidadCOrdenada'])
forecasterR

Nota. Elaboracion propia.
Random Forest

Un modelo que suele tener buenos resultados es el Random Forest debido a que suelen
Ser muy precisos, son resistentes a los sobreajustes, pueden manejar tanto datos faltantes como
outliers y ademas son robustos ante la presencia de multicolinealidad. Por ende, optamos por

entrenar este modelo.

En un principio, luego de asegurarnos de que las fechas estén completas como en los
dos ultimos modelos, se procedié a entrenar con 100 estimadores que indican el nimero de
arboles individuales. Es importante destacar que estos datos se encuentran en su estado original
después del preprocesamiento y no han sido sometidos atn a ningun proceso de normalizacion.

Para ello usamos el siguiente cédigo:

Figura 90
Entrenamiento de Random Forest con data sin normalizar

# Fitting Random Forest Regression to the dataset
# import the regressor
from sklearn.ensemble import RandomForestRegressor

# create regressor object

RF_mocdel = RandomForestRegressor(n_estimators=188,
random_state=8)

# Estudia

RF_model.fit(X_train,¥ _train)

# Examen

¥ _pred = RF_model.predict(X_test)

Nota. Elaboracion propia.
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Al ver que los resultados eran mejores que los anteriores modelos, decimos incluir una
nueva variable que es weekday debido a que, durante el andlisis de series de tiempo,
encontramos que habia una estacionalidad a nivel de dia de semana. Los resultados fueron
mejores; no obstante, con el objetivo de obtener mejores resultados se procedio a volver a
entrenar el modelo, pero normalizando las variables independientes para que tanto la variable
PrecioUnitario, CampanaActiva y Weekday se encuentren en el mismo rango numerico. Para
tal fin se usé un escalamiento estandar que en esencia convierte todas las variables para que
tengan una media cercana a cero y una desviacion estandar cercana a uno. Esto lo logramos

mediante una linea simple de cddigo:

Figura 91
Escalamiento de variables

from sklearn.preprocessing import StandardScaler
# Crear un objeto Scaler
scaler = StandardScaler()

Nota. Elaboracion propia.

Finalmente se volviod a entrenar el modelo con un cross validation de K = 5 que quiere
decir que el modelo se entrenara cinco veces y en cada iteracion los datos de entrenamiento y
testeo seran diferentes. Cabe sefialar que previamente se hizo un Grid Search que en esencia
significa indicarle al modelo que asuma distintas combinaciones de parametros para que pueda
determinar cudles son los mejores en base al célculo del MSE. En este caso se indicaron
distintos valores para el nimero de estimadores, maxima profundidad, el nGmero minimo de
muestras requeridas para dividir un nodo interno y nimero minimo de muestras requeridas en

una hoja del arbol. Esto se logra mediante el siguiente codigo:
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Figura 92
Grid Search de Random Forest

from sklearn.model selection import GridsearchCV
from sklearn.ensemble import RandomForestRegressor
from sklearn.preprocessing import Standardscaler
from sklearn.pipeline import Pipeline

# Crear un modelo de Random Forest
RF_model = RandomForestRegressor(random_state=8)

# Crear un cbjeto Scaler
scaler = standardscaler()

g pefinir el espacic de bdsgueda de hiperpardmetros, incluyendo los del modelo
param_grid = {
‘regressor_ n_estimators': [5@, 188, 158],

‘regressor__max_depth': [Wone, 18, 28, 38],
‘regressor_min_samples_split': [2, 5, 18],
‘regressor__min_samples_leaf': [1, 2, 4]

# Crear una tuberia que incluye la normalizacicdm y el modelo
pipeline = Pipeline([

{"scaler”, scaler),

{"regresscr', RF_model)

& Crear un cbjeto aridsearchiy
grid_search = GridSearchiv(estimator=pipeline, param_grid=param_grid,
scoring="neg_mean_squared_error', cv=%, n_jobs=-1}

# Ajustar aridsearchCv a tus dates
grid search.fit{X traim, Y_train}

Nota. Elaboracion propia.
5.1.2.3. Analisis de resultados

SARIMAX

Del modelo se calcularon sus respectivos indicadores y se obtuvo un MSE de 3118.40
y por ende un RMSE de 55.84. Estos valores, sobre todo, el MSE es muy alto por lo que nos

indica errores bastantes altos. Para ello utilizamos el siguiente codigo:
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Figura 93
Célculo de MSE - SARIMAX

predictions = model fit.forecast(len(test))
print({f'SARIMAX Model Test Data MSE: {np.mean((predictions.values - test.walues)**2):.3f}")

SARIMAX Model Test Data MSE: 3118.39¢%

Nota. Elaboracion propia.

Asimismo, se obtuvo un MAE de 39.188 y un MAE% de 46.40% que quiere decir que
ese es el error porcentual que se espera en las predicciones. Para ello utilizamos el siguiente

cadigo:

Figura 94
Célculo de MAE - SARIMAX

predictions = model fit.forecast(len(test))
mas = np.mean{np.abs{predictions.values - test.values))
print(f 'SARIMAX Model Test Data MAE: {mae:.3f}')

SARIMAX Model Test Data MAE: 39.188
Nota. Elaboracion propia.

Forecast autorregresivo

Para el caso del LinearRegression se obtuvo un MSE de 2242.55 y un MAE de 38.80.
A simple vista se puede ver que la prediccidn no se ajusta bien dado que las predicciones tienen

a una subida fuera del rango normal de la demanda real.
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Figura 95
Prediccion Forecast autorregresivo con LinearRegression
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Nota. Elaboracion propia.

Para el caso del GradientBoostingRegressor se obtuvo un MSE de 2013.91 y un MAE
de 36.30. Se puede ver que la prediccidn no se ajusta bien a la demanda real dado que es un

poco planay tiende a una ligera subida.

Figura 96
Prediccion Forecast autorregresivo con GradientBoostingRegressor
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Nota. Elaboracion propia.
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Para el caso del MLPRegressor se obtuvo un MSE de 2526.97 y un MAE de 35.19.
Claramente la prediccién no se ajusta a la demanda real dado que tiende a la caida.

Figura 97
Prediccion Forecast autorregresivo con MLPRegressor
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Nota. Elaboracion propia.
Regresion lineal simple

Al tratarse de una regresion lineal, en primer lugar, medimos el coeficiente de
correlacion de Pearson entre la variable dependiente e independiente. Este valor fue de -0.45
que indica una correlacién negativa moderada y por lo que si podemos usar estas variables para

entrenar este modelo. Para su calculo usamos el siguiente codigo:

Figura 98
Calculo de coeficiente de pearson para regresion lineal simple

# Correlacidn lineal entre las dos variables
from scipy.stats import pearsonr

corr_test = pearsonr(x = df_producto['Fechalrden'], y = df_producte[ 'CantidadOrdenada’])
print("Coeficiente de correlacién de Pearson: ", corr_test[8])
print("P-value: ", corr_test[1])

Coeficiente de correlacidn de Pearson: | -98.45841262728192874
P-value: 1.1796387386048612=-47

Nota. Elaboracion propia.
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Asimismo, obtuvimos un MSE de 3536.99 y un MAE de 45.19. Hasta ahora el peor
modelo, incluso peor que el SARIMAX que es nuestra linea base de comparacién. El codigo

usado fue el siguiente:

Figura 99
Célculo de MSE y MAE para regresion lineal simple

from sklearn.metrics import mean_squared_error, mean_absolute _error

# Realiza las predicciones en el conjunto de prueba
predicciones = modelo.predict(X_test.reshape(-1, 1))

# Calcula el MSE
mse = mean_squared error(y test, predicciones)

# Calcula el MAE
mae = mean_absolute error(y_test, predicciones)

print(f"E1l MSE del modelo es: {msel}")
print(f"E1l MAE del modelo es: {mae}")

El MSE del modelo es: 3536.0876895312154
El MAE del modelo es: 45.19479358558143

Nota. Elaboracion propia.
Regresion lineal maltiple

Obtuvimos un MSE de 3699.47 y un MAE de 47.38. Por ende, este modelo es peor que

el anterior. Para su calculo se usé de forma directa las métricas de la libreria sklearn.

Figura 100
Calculo de MSE y MAE para regresion lineal simple

from sklearn.metrics import mean_squared_error as mse
from sklearn.metrics import mean_absolute_error as mae

# Nota
mse{¥_test, ¥ _pred)

3699.4727397870174
# Nota
mas{¥_test, ¥ _pred)

47 .379368900258

Nota. Elaboracion propia.
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Forecast autorregresivo multiple

Se obtuvo un MSE de 2505.74 y un MAE de 31.06 para el regresor Ridge y un MSE de
1883.50 y un MAE de 31.06 para el regresor GradientBoosting. Como vemos, los MSEs siguen
siendo elevados. Para calcular estas meétricas se uso las funciones de la libreria sklearn de

python del mismo modo que se muestra en la figura 100.
Random Forest

Como se menciond anteriormente, primero se entrend un modelo de Random Forest
teniendo como variables predictoras la fecha de la orden, el precio de venta y la existencia de
camparia. Con ello se obtuvo un MSE de 1819.25 y un MAE de 31.20.

Debido a que los resultados obtenidos fueron sustancialmente mejores que los otros
modelos entrenados, se optd por agregar la variable dia de semana (weekday) con el objetivo
de que aporte significancia a la prediccion. Esto se fundamenta en que durante la etapa de
exploracion de series de tiempo se identificd que la demanda se incrementa los dias domingos

y lunes, y en adelante empieza a disminuir.

Como resultado de incluir esta cuarta variable predictora se obtuvo un MSE de 1793.59
y un MAE de 30.30. No obstante, hasta ahora se habia entrenado con la data pre procesada y
sin normalizar, por lo que como siguiente estrategia se escald la data y al volver a entrenar se
obtuvo un MSE de 1696.14 y un 29.78.

Al ver que los resultados seguian mejorando se hizo un Grid Search y se obtuvo que los
mejores hiper parametros para este modelo son 150 estimadores, una profundidad maxima de
10 por cada arbol para evitar el sobreajuste, nimero minimo de 10 muestras requeridas para
dividir un nodo interno del arbol y nimero minimo de 2 muestras requeridas en una hoja del

arbol. Estos valores se pueden conocer mediante la siguiente linea de cddigo:

Figura 101
Mejores hiperparametros - Grid Search para Random Forest

# Obtener los mejores hiperparametros encontrados
best_params = grid search.best params_
print(f"Mejores hiperparametros: [best params}™)

Nota. Elaboracion propia.
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De este mejor modelo se obtuvo un MSE de 1491.70 y un MAE de 28.94. Estos

resultados parecen ser mucho mejores.

5.2 Medicion de la solucion.

Como ya se habia mencionado anteriormente, se usara el MSE y el MAE para poder
evaluar de forma independiente qué modelo es mejor. Asimismo, dado que ya se tiene ambos

valores, se calculara el RMSE y el MAE%.

5.2.1 Analisis de Indicadores cuantitativo y/o cualitativo.

Del modelo SARIMAX, que es el usado como base comparativa, se obtuvo que en
promedio las predicciones del modelo difieren de los valores reales en 3118.40 (MSE) unidades
al cuadrado y un error promedio de aproximadamente 55.84 (RMSE) unidades en la misma
escala que la variable de interés. Asimismo, del MAE se obtuvo que las predicciones difieren
de los valores reales en aproximadamente 39.188 unidades y en términos porcentuales, un
46.40%.

Por otra parte, nuestro mejor modelo obtuvo que en promedio las predicciones del
modelo difieren de los valores reales en 1491.70 (MSE) unidades al cuadrado y un error
promedio de aproximadamente 38.62 (RMSE) unidades en la misma escala que la variable de
interés. Asimismo, se obtuvo que las predicciones difieren de los valores reales en

aproximadamente 28.94 (MAE) unidades y en términos porcentuales, un 34.27% (MAE %).

En la Tabla 19 se puede observar el resumen de todas las métricas para todos los

modelos entrenados.

Tabla 19
Resultado finales de entrenamiento de modelos
MODELO REGRESOR/ MSE RMSE MAE MAE%
DETALLE
SARIMAX Orden (1,1,0) 3118.40 55.84 39.19 46.40%
Forecast Lineal 2242 .55 47.36 38.80 45.94%
autorregresivo
simple . .
GradientBoosting 2013.91 | 44.88 36.30 42.99%
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MLPRegressor 2526.97 | 50.27 35.19 41.67%
Regresion lineal 3536.99 | 59.47 45.19 53.52%
simple
Forecast Ridge 2505.74 | 50.06 31.06 36.78%
autorregresivo
multiple GradientBoosting | 1883.50 | 43.40  |31.06 | 36.78%
Regresion lineal 3699.47 | 60.82 47.38 56.10%
multiple

Data pre procesada | 1819.25 | 42.65 31.20 36.94%
Random Forest

Inclusidn de 179359 |42.35 30.30 35.87%

weekday

Weekday + Data 1696.14 | 41.18 29.78 35.26%

normalizada

Weekday + Gread | 1491.70 | 38.62 28.94 34.27%

serch + Data

normalizada + CV

Nota. Elaboracion propia.

Asimismo, estas diferencias entre indicadores se presentan de forma grafica a continuacion:

Figura 102
MSE por modelo
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Nota. Elaboracion propia.
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De la Figura 102 se aprecia que el MSE més alto fue de 3699.47 cuando se entrend el
modelo de regresion lineal maltiple y el MSE mas bajo fue de 1491.70 para el random forest 4.

Por ende, hay una diferencia de 2207.77 unidades al cuadrado.

Figura 103
RMSE por modelo
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Nota. Elaboracion propia.

De la Figura 103 se aprecia que el RMSE mas alto y mas bajo fue de 60.82 y 38.62 para
los modelos de regresion lineal maltiple y random forest respectivamente. Por lo tanto, hay una

diferencia de 22.2 unidades en la misma escala de la variable de interés.
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Figura 104
MAE por modelo
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Nota. Elaboracion propia.

Respecto al MAE, segun la Figura 104, el mayor fue de 47.38 para la regresion lineal
simple y el menor fue de 28.94 para el random forest en su configuracién nimero cuatro. Es

decir que hay una diferencia de 18.44 unidades.
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Figura 105
MSE por modelo

MAE%

60.00% 53.52%

46.40%45.949
20.00% 5002 99%41.67%

56.10%

.18%36.7

O4%35.87%35.26%34.27%

40.00%
30.00%
20.00%
10.00%
0.00%
6‘“ O ’ O : O Q\e O O . Q\@ L;C’ c},&"‘p C}") %\'&
N & & & & & & S & & & &
(.)??H @9 &9 &% » @% @ & «° ‘{30 ,f(o «©
& & ¢ & & e® 3 S & &
> > N o ) & o S5 Rs: &
<? <? x? O o . o 3 > C 2
& & & & P £ e & & 3 X
(, o C & < ¥, &
& & & o & & S
« « « O« < Q%

Nota. Elaboracion propia.

Para el caso del MAE%, en la figura 105, al igual que en los casos anteriores, el mayor
indicador fue para la regresion lineal multiple con un valor del 56.10% y un valor menor de
34.27% para la mejor configuracion de random forest. Es asi que hay una diferencia
considerable de 21.83%.

Por consiguiente, de las Tabla y los graficos podemos observar que los mejores
resultados a nivel de todos los indicadores los ha obtenido el modelo Random Forest con
optimizacion de hiper parametros luego de normalizar la data y aplicar cross validation. El
segundo mejor modelo fue el Random Forest solo con data normalizada y el tercer mejor
modelo fue el Random Forest con data sin normalizar. En general, los modelos que aplican
Machine Learning son mejores que los que solo son estadisticos, con excepcion de la regresion

lineal maltiple que fue la que obtuvo los peores resultados.

Con el fin de poder dar mayor claridad de lo que representan todos estos indicadores
respecto al performance de los modelos entrenados, se seleccionaron tres modelos para generar

la figura 106 en la que se muestra la demanda predicha vs la demanda real para las fechas del
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17/04/2023 al 07/05/2023. Este periodo fue seleccionado bajo el criterio de que las fechas se
encontraban dentro de la data de test que es en donde se evalua el MSE y MAE.

Respecto a los modelos seleccionados, se eligio el SARIMAX debido a que es nuestra
linea base, el mejor Random Forest y un modelo intermedio que en este caso fue el forecast

autoregresivo entrenado con gradient boosting.

Figura 106
Desempefio de modelos en data de test
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Nota. Elaboracion propia.

De la figura 106 se puede observar que el modelo SARIMAX tiene un comportamiento
casi plano con ligeros puntos de inflexion, pero en todo momento con una prediccion muy por
debajo de la demanda real. Por su parte, el Forecast autoregresivo con Gradien Boostig logra
predecir mucho mejor que el SARIMAX, pero sigue estando, en general, por debajo de la
demanda real y no logra detectar tendencias de picos o valles. Ahora bien, la situacion es muy
distinta cuando se trata del mejor modelo de Random Forest que se muestra en amarillo, en este
caso sigue muy bien el comportamiento de la demanda real y sus puntos de inflexion son
bastante certeros. Con el fin de poder reducir esta diferencia de unidades, se simul6 el
comportamiento del personal de planificacion y en base a la demanda de la semana anterior se

procedio a hacer ajustes con ayuda del MAE que nos decia que en promedio hay una diferencia
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de prediccion del 34.27%. El resultado se puede ver en celeste y se logrd que el modelo siga la
tendencia de manera muy buena para periodos como los comprendidos del 17/04/2023 al
26/04/203, 28/04/2023 al 30/04/2023 y 01/05/2023 al 04/05/2023. Asimismo, se detectaron
picos casi perfectos para las fechas del 24/04/2023, 27/04/2023 y 03/05/2023.

Siguiendo en la linea de la eficiencia demostrada por el mejor modelo de Random
Forest, se procedio a generar el grafico completo de la demanda predicha para la data de test
que estd conformada por 188 dias al azar y a compararla con la demanda real. El cdédigo usado

para este objetivo se muestra a continuacion en la figura 107:

Figura 107
Cadigo para visualizacion de prediccion - Random Forest

import matplotlib.pyplot as plt
import numpy as np

# Ajustar el tamafio de la figura y la opacidad
plt.figure(figsize=(38, 8))

# Graficar valores reales con lineas
plt.plot{np.arange(len{¥Y_test)), ¥_test, label="Real’, color="blue’, marker="0")

# Graficar valores predichos con lineas
plt.plot{np.arange(len{¥_test))}, ¥_pred, label='Predicho’, color="red', marker="0")

plt.title( 'Demanda real ws Demanda predicha’)
plt.xlabel('Dias")

plt.ylabel('Valor de la variable dependiente’)
plt.legend()

plt.show()

Nota. Elaboracion propia.
El resultado de dicho codigo se puede apreciar a continuacion:

Figura 108
Visualizacidn de prediccion en test - Random Forest

Nota. Elaboracion propia.
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De la figura 108, se puede reafirmar que el modelo sigue muy bien el comportamiento
de la demanda real y que ademas lograr identificar casi todos los picos, aunque para el caso de

los mas elevados la diferencia puede ser un poco mayor que para el resto de fechas.

5.2.2. Simulacion de solucion

Luego de entrenar 12 modelos e identificar cuél es el mejor, se procedié a hacer una
simulacion para predecir la demanda en base a datos de precio y campafia disponible para el
periodo del 15/10/2023 al 31/10/2023. Cabe sefialar que este rango de fechas no ha sido
entrenado ni testeado antes por el modelo. Estos datos requeridos se descargaron desde
BigQuery y se logré mediante la consulta que se muestra a continuacion en la figura 109:

Figura 109
Descarga de data para simulacion
1 # DESCARGANDO DATA PARA SIMULACION

2 SELECT EXTRACT(DATE FROM date_order) AS FechaOrden,

3 price_unit AS PreciolUnitario,

4 CAMPANA_ACTIVA as CampaniaActiva

5 ROM “sf-modelo-demanda-qas.procesado_modelo.tabla_final_trabajo

& WHERE product = HUEVDO QUINCENA

7 AND date_order BETWEEN "2823-16-15 ©8:88:80 UTC" AND "2823-18-31 23:59:50 UTC
8 ORDER BY 1 ASC

Resultados de la consulta i* GUARDAR |
INFORMACION DEL TRABAJO RESULTADOS (ATl VISTA PREVIA JSON

la FechaOrden - PrecioUnitario ~ CampaniaActiva «
Sz P P — s

i i - -

1 2023-10-15 100 0
2 2023-10-15 100 0

Nota. Elaboracion propia.

Respecto a la programacion, el primer paso fue guardar el mejor modelo en formato pkl
mediante la libreria joblib que proporciona herramientas para la serializacion de objetos Python,
lo que es util para guardar modelos entrenados, entre otros objetos, para poder usarlos mas
adelante sin tener que volver a entrenarlos. Esto se logra mediante las siguientes lineas de

codigo mostradas en la figura 110:
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Figura 110
Guardado de mejor modelo en formato pkl

import joblib
# Guardar el modelo entrenado y el objeto de Scaler
joblib.dump({best RF model, 'best RF model.pkl')

[ "best RF _model.pkl’]

Nota. Elaboracion propia.

Posteriormente, se cred una funcidn de nombre procesar_dataset en la que se almacenara
todo el pre procesamiento necesario para disponibilizar la data. A continuacion, se presenta el
cédigo usado:

Figura 111
Funcidn de pre procesamiento de data - simulacion

def procesar_dataset(data):
# Creacion de variable weekday
data[ 'datetime’] = data['FechaOrden'].apply{pd.to_datetime}
data[ 'weekday'] = data['datetime’].apply(lambda x: x.dayofweek)

# Agrupacidn por suma de cantidad ordenada

df_producto = data.groupby{"Fechatrden”}.agg({
'Precionitario’: 'mean’,
'Campaniaactiva’: 'mean’,
'Weekday': "mean’

1).reset_index()

# Formato de fecha
#if_producto[ *Fechadrden'] = pd.to datetime(df_producte[ ‘Fechadorden'], format="%d Em/%Y"').dt.strftime( XY/ /Em/%d")

# Frecuencla de fecha

df_producto['Fechaorden'] = pd.to_datetime{df_ producte['Fechaorden'])
df_producto = df_producto.set_index{'Fechabrden’)

df_producto = df_producto.asfreq({"1D")

df_producto = df_producto.sort_index()

# Tratamiento de fechas faltantes

df_producto[ 'PrecioUnitaric’].fillna(df_producte[ ‘Preciounitaric’].mean( ), inplace=True}
df_producto[ 'Campaniaactiva’].fillna(@, inplace=True}

df_producto[ 'weekday '] = df_producto.index.weekday

# Escalamiento de data

# Crear un objeto Scaler

scaler = Standardscaler()

# Ajustar y transformar los datos de entremamiento
df_scaled = pd.pataFrame{scaler.fit_transform{df_producto}, columns=df_productec.columns, index=df_producto.index)

return df_producto

Nota. Elaboracion propia.

En base a la figura 111, a continuacion, se explica paso a paso lo que hace dicha funcion:
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Conversion de fechas:

La columna 'FechaOrden' se convierte en un objeto de fecha y hora mediante la funcion
pd.to_datetime.
Se agrega una nueva columna 'Weekday' que representa el dia de la semana

correspondiente a cada fecha.

Agrupacion y agregacion:

El conjunto de datos se agrupa por la columna 'FechaOrden'.
Se realiza una agregacion utilizando la funcién agg, calculando la media de
'PrecioUnitario’, 'CampaniaActiva’, y 'Weekday' para cada grupo de fechas.

El resultado se almacena en un nuevo DataFrame llamado df producto.

Formato y frecuencia de fecha:

Se formatea la columna 'FechaOrden' como objeto datetime.
Se establece esta columna como el indice del DataFrame df producto.
Se utiliza asfreq para rellenar los dias faltantes y establecer la frecuencia a ‘1D’ (dia).

El DataFrame se ordena segun el indice.

Tratamiento de datos faltantes:

Los valores nulos en 'PrecioUnitario’ se llenan con la media de 'PrecioUnitario’.
Los valores nulos en '‘CampaniaActiva’ se llenan con 0.
La columna 'Weekday' se actualiza con el valor correspondiente al dia de la semana

basado en el indice de fechas.

Escalamiento de datos:

Se utiliza la clase StandardScaler de scikit-learn para realizar el escalamiento estandar
de los datos.
Se ajusta y transforma el DataFrame df _producto utilizando el scaler.

El resultado se almacena en un nuevo DataFrame llamado df scaled.

Retorno del resultado:

La funcién retorna el DataFrame df producto, que contiene los datos procesados y

transformados.
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Como paso siguiente, se procedio a leer la data descargada de BigQuery y se le aplico la
funcion antes explicada. En la figura 112 se puede apreciar el codigo usado, como ven basta de

solo una linea para pre procesar la data de manera inmediata.

Figura 112
Aplicacion de funcion de pre procesamiento de data - simulacion

df procesado = procesar dataset(data)
df procesado.head()

Nota. Elaboracion propia.

Posterior a ello se cargo el modelo previamente guardado y se aplicé a la data pre

procesada en el paso anterior. El cddigo y los resultados se pueden apreciar en la figura 113:

Figura 113
Aplicacion de mejor modelo - simulacién

best_model = joblib.load( 'best_RF_model.pkl®)

# Realiza predicciones con el modelo cargado

¥_pred_test = best_model.predict(df_procesado)

# Crea un DataFrame con las fechas y las predicciones

df_predictions = pd.DataFrame({ 'Fecha': df_procesado.index, ‘Predicciones’: ¥Y_pred_test})
# Imprime el DataFrame con las predicciones

print(df predictions)

Fecha Predicciones

g 2023-18-15 28.729551
1 2623-18-16 56.555854
2 2823-18-17 £2.521772
3 2823-18-18 45.855597
4 2823-18-19 53.959187
5 2823-19-28 4a.777167

Nota. Elaboracion propia.

Con el objetivo de visualizar de una mejor forma los resultados, se generd un
diagrama de lineas que a continuacion se presenta. Cabe sefialar que, por tratarse de unidades,

todas las cantidades fueron redondeadas hacia arriba.
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Figura 114
Prediccion de mejor modelo - simulacién

Simulacion de demanda
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Nota. Elaboracion propia.

De la figura 114 se aprecia que para el periodo en cuestion se predice una demanda
bastante regular con ligeras subidas y bajadas comprendidas entre los 21 y 58 paquetes, a
excepcion del 30/10/2023 en el que se espera un pico un poco alto de 125 paquetes. Dicho pico
puede responder a que, al dia siguiente en el Per(, se celebra Halloween y el Dia de la Cancién
Criolla. Una vez méas se comprueba que el mejor modelo no solo detecta el comportamiento
normal de la demanda, sino que también puede identificar comportamientos un tanto anémalos

para fechas puntuales.
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CAPITULO VI: Conclusiones y recomendaciones

5.1. Conclusiones

Durante la etapa de adquisicion de la data se descargd la base de datos de BigQuery en
formato CSV. Se tuvo acceso a un total de 802 176 ventas en general, de las cuales 32 452
correspondia a paquetes de huevos de 15 unidades. En términos de tiempo se dispuso de 940
dias a partir del 17 de febrero del 2021.

Durante la etapa de exploracion de la data se detectdé que el producto en cuestion
presenta una tendencia irregular y no presenta estacionariedad por lo que su prediccion

constituye un desafio mayor.

Del andlisis de tendencia de la demanda por distintos niveles de agregacion se identificd
que solo existe una una estacionalidad por dia de la semana dado que se evidencid que las
mayores compras se dan los dias domingos y lunes, en adelante la demanda decrece. Esto

responde a que los clientes, por lo general, suelen planificar sus compras de forma semanal.

En la etapa de preprocesamiento se emplearon técnicas exhaustivas para tratamiento de
datos y se logr6 pasar de 43 variables a solo 4 que son FechaOrden, PrecioUnitario,
CampaniaActiva y CantidadOrdenada. Adicionalmente, para el mejor modelo se afadio la

variable Weekday debido a que se identificd que presentaba una estacionalidad.

En la etapa de modelamiento se entrenaron tres niveles de modelos. SARIMAX como
modelo de tipo estadistico y cuyos resultados sirvieron de base para comparar con los demas
modelos, modelos estadisticos impulsador por Machine Learning y modelos netamente de
Machine Learning. En total se entrenaron 6 tipos de modelos y contando variaciones se

entrenaron 12 modelos.

De la etapa de analisis e interpretacion de resultados se concluyé que el mejor modelo
anivel de MSE, RMSE, MAE y MAE% fue el Random Forest optimizado y entrenado mediante
cross validation con data normalizada. Mediante este modelo se logré disminuir el MSE de
3118.40 a 1491.70 mejorando asi es un 52.16% y pasando de un MAE de 39.19 a 28.94

mejorando en un 26.15%.

Por otra parte, nuestro mejor modelo asume una reduccién de recursos en el equipo de
planificacion pasando de requerir cinco personas a solo dos: un analista de planificacion Sr. y

un analista de nivel Jr. que basicamente se centarian en hacer pequefios ajustes a las
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predicciones en base al comportamiento de la demanda de la Gltima semana. Esto en términos

de personal implica la reduccion de un 60%.

En términos de hora de trabajo se pasaria de ocho horas a solo cuatro horas, lo que
significa una reduccion del 50%. Si bien es cierto la prediccion de la demanda mediante nuestro
modelo demora apenas unos segundos, se estd considerando cuatro horas por la cantidad de

productos en los que se debe hacer ajustes.

En términos de costos, debido a la reduccion de personal y tiempo empleado para la
proyeccion de demanda, se pasara de gastar S/ 3200 a gastar S/ 1200. Esto representa un ahorro
del 62.5%.

Por ultimo, cabe mencionar que la incorporacion de Machine Learning en la proyeccion
de demanda permitird a la empresa obtener predicciones mas precisas y basadas en datos
historicos, patrones estacionales y factores externos. Esto impulsara la eficiencia operativa al
reducir errores y optimizar inventarios, brindando a la empresa una ventaja competitiva al
adaptarse de manera mas &gil a las necesidades del mercado y mejorando la toma de decisiones

estratégicas.

5.2. Recomendaciones

Si bien es cierto el mejor modelo representa una mejora consistente en comparacion al
método estadistico que se usé como linea base, se recomienda entrenar mas modelos y mas
complejos como redes neuronales del tipo MLP o LSTM que de acuerdo con los antecedentes
pueden dar resultados excelentemente buenos, llegando incluso a obtener RMSEs entre 0
(antecedente 4) y 1.5 (antecedente 1). Por temas de tiempo y complejidad, debido a que requiere

conocimientos especializados, no se exploré esta solucion.

Dado que su base de datos de pedidos se almacena de BigQuery dentro de GCP, se
sugiere implementar el modelo en la misma nube con el fin de que se pueda retroalimentar con

los nuevos datos de pedidos reales y en adelante mejorar cada vez mas su nivel de precision.

Por ultimo, se sugiere crear un dashboard en el que se pueda centralizar informacion
como prediccién de demanda vs demanda real, top de productos mas pedidos, top de productos

con riesgo de quiebre de stock, indicadores del modelo, etc.
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